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Vorwort

Die digitale Vernetzung der Prognose-, Planungs-, Steuerungs-, Kontroll-,
Auswahl-, Organisations-, Kommunikations-, Dokumentations- und Wissens-
managementprozesse bietet enormes Potenzial fiir Weiterentwicklungen im
Bereich des Bauwesens. Dadurch konnen Gebaude umweltfreundlicher
geplant, gebaut und betrieben sowie Chancen und Risiken friiher erkannt
und verstarkt bzw. minimiert werden. Neben der Generierung von Orientie-
rungswissen dienen Daten auch dem spezifischeren Bereich der Kennzah-
lengewinnung. Daten nehmen zudem eine wichtige Funktion fur die
Kontrolle, den Vergleich und die Steuerung ein, sie sollten dabei aber immer
zielgerichtet eingesetzt und kontextbezogen interpretiert werden, um die
richtigen Schllisse aus den Ergebnissen zu ziehen. Es ist schon vor dem
Einsatz der Sensorik zur Datengewinnung zu definieren, welche Kennzahlen
zu ermitteln sind. Um einen ganzheitlichen Ansatz zu gewahrleisten, bietet
sich dabei der Einbezug von Analyse- und Visualisierungstools an, mit denen
zunachst unerkannte Datenstrukturen sichtbar gemacht werden koénnen.
Dies ermdglicht die Bericksichtigung konkret definierter und anwendungsori-
entierter Grenzwerte, bei deren Uberschreitung ein Frilhwarnsystem aktiviert
wird. Durch damit ausgestattete Rickkopplungsprozesse werden beispiels-
weise GegensteuerungsmalRnahmen direkt an den Produktionsprozess
weitergegeben, ehe anschliefend anhand des Monitorings tberprift wird, ob
mit den MaRnahmen die intendierten Wirkungen erreicht wurden oder nicht.

Neben der soeben aufgezeigten gefuhrten Umwandlung von Verfigungs-
wissen in Orientierungswissen wird auch beim Planen, Bauen und Betreiben
vermehrt Data Mining implementiert. Unter diesem Begriff werden komplexe
Analysen von Datenbestanden zur Entdeckung (verborgener) Strukturen und
Muster durch Verfahren der Statistik und der kinstlichen Intelligenz
verstanden, die automatisch (gefuhrt und/oder ungeflihrt) Orientierungs-
wissen generieren. Eine ausreichende Datenmenge bildet die notwendige
Basis daftr.

Im Zeitalter der digitalen Revolution ist ein Tag ohne kinstliche Intelligenz
kaum vorstellbar: selbststandig fahrende Autos, Bilderkennung, lernfahige
Roboter und Spracherkennung erleichtern in dafiir geeigneten Bereichen den
menschlichen Alltag. Die kinstliche Intelligenz stellt ein Teilgebiet der Infor-
matik dar und wird von Rich/Knight/Nair auf folgende Art definiert: "Artificial
Intelligence is the study of how to make computers do things at which, at the
moment, people are better". Kinstliche Intelligenz beschreibt somit
Forschungsbestrebungen, die es sich zum Ziel gesetzt haben, einem
Computer beizubringen, Aufgaben zu I6sen, die der Mensch im Moment noch
besser bewaltigen kann. Das heil3t, Maschinen missen die Fahigkeit
besitzen, zu lernen. Diese "Begabung", bestehendes Wissen auf neue
Aufgaben anwenden zu kénnen, wird durch maschinelle Lernverfahren,
welche ein Teilgebiet der kinstlichen Intelligenz darstellen, trainiert. Das Ziel
beim maschinellen Lernen besteht darin, aus den gesammelten klassifi-
zierten Daten eine Funktion zu generieren, mit deren Hilfe anschlief’end
neue Inputparameter ausgewertet werden kénnen. Hierbei zahlen neuronale
Netze zu den verbreitetsten Methoden.
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Durch die stark angestiegene Rechenleistung von Computern sind neuronale
Netze zu einem geeigneten Werkzeug fur das Lésen technischer Aufgaben
aus dem Bereich der Klassifizierung und der Prognose geworden. Um
Problemstellungen bestmdglich zu bewaltigen, ist es wichtig, den Aufbau und
die Anwendungsbereiche der einzelnen Netztypen zu kennen. Hierbei
empfiehlt es sich, in der Fachliteratur nach ahnlichen Problemstellungen zu
suchen und das beschriebene Netz an die eigene Aufgabe anzupassen.

Die Bedeutung und die Aktualitat der geschilderten Thematik wurden vom
Dissertanten Herrn DDipl.-Ing. Ralph Stdckl zum Anlass genommen, sich im
Kontext des Bauwesens mit dem Thema der kinstlichen Intelligenz wissen-
schaftlich auseinanderzusetzen. Dabei werden ausgehend von einer umfas-
senden Situationsanalyse im Zuge einer Literaturrecherche sowie
Softwareanalyse und von unstrukturierten Expert*innengesprachen Poten-
ziale und Anwendungsmadglichkeiten der kinstlichen Intelligenz flr baube-
triebliche und bauwirtschaftliche Fragestellungen ermittelt.  Durch
Anwendung eines hermeneutischen Forschungsprozesses sowie des
Systems Engineering werden die Wissens- und Erkenntniserweiterung
vorangetrieben und daraus Forschungsfragen generiert.

Als wesentliches Ergebnis werden aus den Erkenntnissen Handlungs-
empfehlungen zur Implementierung kiinstlicher Intelligenz in den Baubetrieb
und die Bauwirtschaft abgeleitet. Dariber hinaus werden Antworten auf
grundsatzliche Fragen zum systematischen Umgang mit kunstlicher Intel-
ligenz geliefert. Dazu zeigt Herr Stockl anhand sehr anschaulicher und
nachvollziehbarer Praxisbeispiele, wie kunstliche Intelligenz funktioniert und
nutzbringend fur baupraktische Fragestellungen eingesetzt werden kann.

Christian Hofstadler

Graz, im Janner 2023 Assoc.Prof. Dipl.-Ing. Dr.techn.



Vorwort des Verfassers

Der Begriff der Kunstlichen Intelligenz (KI) ist in aller Munde. Sie unterstutzt
uns bereits tatkraftig im Alltag — beispielsweise bei der Bild- und Spracher-
kennung oder mit intelligenten Musik- bzw. Videovorschlagen — und nimmt
uns einfache Tatigkeiten ab. Den Menschen selbst wird sie aber aufgrund
seiner kreativ-konzeptionellen Fahigkeiten niemals ersetzten.

Trotz der vielfaltigen Anwendungsmaglichkeiten in anderen Branchen wird
die Kl im Bauwesen derzeit nur vereinzelt eingesetzt. Um dieser Situation
entgegenzuwirken, mdchte ich im Rahmen einer Dissertation dazu beitragen,
der kunstlichen Intelligenz den Weg auf die Baustelle zu ebnen und dabei
helfen, die vollen Potenziale dieser Technologie auszuschépfen.

Mit dem Abschluss des Doktoratsstudiums habe ich ein groRRes Ziel in meiner
beruflichen Laufbahn erreicht. Die letzten Jahre auf der TU Graz waren zwar
arbeitsintensiv, jedoch ist die Zeit schnell vergangen, da ich wunderbare
Wegbegleiterinnen und Wegbegleiter hatte, die mich unterstitzten. Dafur
sage ich vielmals Danke!

Ganz herzlich méchte ich mich bei Prof. Christian Hofstadler fir die ausge-
zeichnete Betreuung bedanken! Trotz seines vollen Terminkalenders nahm er
sich immer sofort Zeit fur meine Anliegen, wodurch ich stets rasch weiterar-
beiten konnte. Auch die hilfreichen Anregungen und Diskussionen bei
unseren gemeinsamen Mittagessen werden mir sehr gut in Erinnerung
bleiben. Neben der Unterstitzung bei meinem Dissertationsvorhaben méchte
ich auch die spannenden Forschungsprojekte hervorheben, welche wir in
bester Zusammenarbeit erfolgreich umsetzen konnten.

Ein besonders lieber Dank geblhrt meinen Eltern, Anita und Gerd, die mich
mein Leben lang mit vollster Kraft gefordert haben. Es ist bei weitem nicht
selbstverstandlich, eine solch flrsorgliche Unterstitzung zu bekommen.
Ebenso ist es mir ein gro3es Anliegen, mich bei meinem Bruder Christoph zu
bedanken, der mein Interesse an kunstlicher Intelligenz urspriinglich geweckt
hat und mir immer mit Rat und Tat zur Seite steht.

Neben interessanten Forschungsprojekten zahlt das Arbeitsumfeld zu den
wichtigsten Erfolgsfaktoren beim Doktorat — hierbei hatte ich es nicht besser
erwischen kdnnen, denn wenn die Arbeitskolleginnen und Arbeitskollegen zu
Freunden werden, ist die beste Voraussetzung gegeben. Aufgrund dieser
optimalen Bedingungen hatte ich immer jemanden, um alle Themen zu
besprechen, die mich gerade beschaftigen. Jeder Tag mit euch an der Uni
bereitete mir groRe Freude. Danke!

Abschlielend mochte ich noch Prof. Motzko und Prof. Gralla fur die
hilfreichen Anmerkungen und die Begutachtung meiner Dissertation sowie
Markus Kummer fiir die unterstitzenden Ratschlage danken.

Ralph Jakob Stockl
Graz, im Janner 2023 DDipl.-Ing. Dr.techn.
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Kurzfassung

Wir begegnen kunstlicher Intelligenz nahezu taglich. Sei es bei selbstfah-
renden Autos, Gesichts-, Bild- oder Spracherkennung, personalisierter
Werbung, individuell abgestimmten Musikvorschlagen, Smart Homes,
Wetter- und Sportberichten oder beim Einkaufen. Die hierbei eingesetzten
neuronalen Netze ermdglichen auf Basis effizienter Datenanalysen das
Erstellen von effektiven Vorhersagen, welche den menschlichen Alltag
wesentlich erleichtern.

Aus diesem Grund setzen mittlerweile zahlreiche Branchen wie beispiels-
weise die Medizin, der Verkauf oder die Automobilindustrie auf kinstliche
Intelligenz, um Arbeitsprozesse zu verbessern. Der Baubetrieb und die
Bauwirtschaft greifen bisher noch vergleichsweise wenig auf die Potenziale
neuronaler Netze zuruck.

Um den Weg der kiinstlichen Intelligenz auf die Baustelle zu ebnen, verfolgt
die vorliegende Arbeit das Ziel, einen ganzheitlichen Ansatz fir die
Anwendung neuronaler Netze aufzuzeigen, welcher alle notwendigen
Schritte von der Datenerhebung bis hin zur Modellbildung beinhaltet. Hierfur
werden zundchst die theoretischen Grundlagen erldutert und anhand ausge-
wahlter Prognosebeispiele, welche die Wichtigkeit der Verteilungsanalyse
von Trainings- und Testdaten hervorheben, vertieft. AnschlieBend stehen
sowohl bauferne als auch baubetriebliche und bauwirtschaftliche Einsatz-
mdglichkeiten im Fokus der Betrachtung, wobei die Inputparameterauswahl
fur Vorhersagen des Gesamt-Aufwandswertes und der Produktivitatsverluste
eine tiefergehende Betrachtung erfahrt.

Basierend auf einer umfassend durchgefuhrten Literaturrecherche wird
gezeigt, dass ein wesentlicher Grund, weshalb kinstliche Intelligenz bei
Kosten-, Dauer- oder Produktivitatsprognosen bisher keine breite
Anwendung findet, in der Datenverfigbarkeit liegt. Die vorhandenen Daten-
satze weisen haufig eine zu geringe Fallanzahl auf und eignen sich infolge-
dessen nicht fir den Einsatz im Zusammenhang mit kinstlicher Intelligenz.
Aus diesem Grund werden funf Konzepte zur automatischen Erhebung der
Lohnstunden mit gleichzeitiger Bereichs- und Tatigkeitszuordnung erarbeitet.
Anschliel3end wird aus diesen Konzepten eines ausgewahlt und wahrend der
Stahlbetonarbeiten auf einer Baustelle evaluiert. Als Ergebnis ist festzu-
halten, dass sich globale Navigationssatellitensysteme in Kombination mit
Beacons basierend auf Bluetooth Low Energy sehr gut fir diese Aufgaben-
stellung eignen, weil sie sowohl innerhalb als auch auRerhalb des Bauwerks
eine zuverlassige Datenerfassung ermdglichen.

Aufbauend auf die erhobenen Daten wird abschliellend die Vorgehensweise
beim Einsatz neuronaler Netze am Beispiel einer Klassifikation verdeutlicht.
Diese verfolgt das Ziel, Schalen, Bewehren und Betonieren anhand der
Bewegungsmuster der Arbeitskrafte zu erkennen. Hierbei stellt sich im Zuge
des iterativen Modellierungsprozesses heraus, dass neuronale Netze ein
groRes Potenzial bei der Klassifizierung ausgewahlter Tatigkeiten —
basierend auf Dauer, Distanz, Anzahl der Wege und Lagerbesuche sowie
durchschnittlicher und maximaler Geschwindigkeit — aufweisen.
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INSTITUT FUR BAUBETRIEB UND BAUWIRTSCHAFT



LAVHOSLHIMNYE ANN 8314138NV8 ¥N4 LNLILSNI

MEIE

VI

Abstract

We use artificial intelligence almost every day. Be it in self-driving cars, face,
image, or voice recognition, personalised advertising, music suggestions,
smart homes, weather, and sports reports, or shopping. These neural
networks enable effective predictions based on efficient data analyses, which
make human life much easier.

For this reason, numerous industries, such as medicine, sales, or the
automotive industry, are now relying on artificial intelligence to improve their
work processes. However, the construction industry has made comparatively
little use of the potential of neural networks yet.

To pave the way for artificial intelligence on the construction site, this PhD
thesis aims to present a holistic approach for the application of neural
networks, which includes all necessary steps from data collection to model
building. For this purpose, first, the theoretical background is explained and
deepened through selected forecast examples, which emphasise the
importance of the distribution analysis of training and test data. Subsequently,
the focus is on use cases in construction management and economics,
whereby the input parameter selection for predictions of the labour
consumption rate and the productivity losses is examined in greater depth.

In the next step, the extensive literature review has shown that one major
reason why artificial intelligence is not widely used in cost, duration, or
productivity forecasting is data availability. The used data sets often have few
cases. Thus they are not suitable for being analysed by artificial intelligence.
For this reason, five concepts for the automatic collection of working hours
with simultaneous area and activity allocation are developed. Subsequently,
one of these concepts is selected and evaluated during reinforced concrete
work on a construction site. The result is that global navigation satellite
systems in combination with beacons based on Bluetooth Low Energy are
very well suited for this task because they enable reliable data collection
inside and outside the building.

Based on the collected data, the procedure for using neural networks is then
illustrated. This example pursues the goal of recognising formwork,
reinforcement, and concreting activities based on the workers' movement
patterns. During the iterative modelling process, it turns out that neural
networks have great potential in the classification of selected activities based
on duration, distance, number of ways, and warehouse visits as well as
average and maximum speed.
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1.1 Einfihrung und Hintergriinde der Arbeit

1 Einleitung

Die vorliegende Dissertation beschaftigt sich mit dem Einsatz kinstlicher
Intelligenz, um Prognosen und Klassifizierungen im Bereich des Baubetriebs
und der Bauwirtschaft zu erstellen. Weiters werden Sensoren sowie Ortungs-
technologien naher beleuchtet, damit auf Baustellen die flr das Lernen
notwendigen Inputparameter automatisch erhoben werden kénnen.

Die nachfolgende Einleitung stellt zunachst die Hintergriinde der Arbeit, die
wissenschaftliche Einordnung und die angewandte Forschungsmethodik dar.
Abschlielend erfolgt die inhaltliche Abgrenzung der Dissertation, welche sich
aus der Zielformulierung ergibt, sowie die Erlduterung der Vorgehensweise
und der Gliederung.

1.1 Einfiihrung und Hintergriinde der Arbeit

Aufwandswerte gehdren neben Leistungswerten, Produktivitdtsansatzen und
Materialkosten zu den wichtigsten Vertretern in der Gruppe der Einflussfak-
toren bei der Bildung des Angebotspreises von Bauprojekten, welcher in
Osterreich meist in Lohn und Sonstiges gegliedert wird. Der Lohnanteil
einzelner Leistungspositionen ergibt sich aus der Multiplikation des Mittel-
lohnpreises mit dem dazugehoérigen Aufwandswert. Bei arbeitsintensiven
Aufgaben kommt daher der Ermittlung dieser Beziehungszahl eine
besondere Bedeutung zu, da bereits kleine Abweichungen grof3e Auswir-
kungen auf den Angebotspreis mit sich bringen.

In der Praxis haben sich bei der Bestimmung der Arbeitsdauer verschiedene
Herangehensweisen etabliert. Das Schatzen mit Hilfe des Bauchgefiihls oder
die Anwendung einer Standardkalkulation sind weit verbreitet. Eine neuartige,
effektive und effiziente Methode stellt die Zuhilfenahme von kunstlicher Intel-
ligenz dar. Neuronale Netze koénnen Aufwandswerte aus vergangenen
Projekten erlernen und mit diesem Wissen Vorhersagen fliir neue Bauvorhaben
tatigen. Diese Technologie kann jedoch nicht nur in der Angebotsphase,
sondern Uber die gesamte Projektdauer hinweg erfolgreich bei Prognosen oder
Klassifizierungen eingesetzt werden. Hierzu zéhlen beispielsweise auch erste
Kostenschatzungen oder die Bestimmung der optimalen Projektdauer, welche
vor der Ausschreibung vom AG zu erfolgen hat.

Durch die in den letzten Jahren stark angestiegene Rechenleistung der
Computer sind neuronale Netze heutzutage in der Lage, technische Frage-
stellungen effizient und in einer angemessenen Dauer zu I6sen. Aus diesem
Grund wird kinstliche Intelligenz in vielen Fachbereichen wie der Medizin,
dem Banken- und Versicherungswesen, der Automobilindustrie sowie im
menschlichen Alltag immer o6fter eingesetzt. Beispielsweise erleichtern
automatische Bilderkennung, Sprachassistenten oder Chatbots das Leben
enorm und sind schon fast nicht mehr wegzudenken.

Mit diesen unumstrittenen Potenzialen gehen jedoch auch Gefahren einher.
Damit kunstliche Intelligenz effizient und effektiv eingesetzt werden kann, gilt
es, diese zu kennen. Nur mittels ausreichenden Fachwissens, welches sich
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sowohl Uber den Anwendungsbereich als auch Uber die grundlegende
Funktionsweise des Algorithmus erstreckt, ist es mdglich, die Auswirkungen
abzuschatzen. Unter anderem hielt Googles BiIderkennungsalgorithmus1
eine Katze fir eine Guacamole und klassifizierte das Foto erst nach einer
Rotation als Katze.? Sind bei der Anwendungen klnstlicher Intelligenz solche
Tricks bekannt, ziehen diese eine erhebliche Manipulationsgefahr nach sich.
Ebenso kann es vorkommen, dass trotz verschiedener Perspektiven des
Objektes beispielsweise eine Schildkrote bei der Bilderkennung als Gewehr
detektiert wird.® Dies fiihrt vor allem bei automatischen Abldufen zu Schwie-
rigkeiten, weil die Ergebnisse nicht mehr Uberpruft werden. Wird beispiels-
weise im Strallenverkehr ein Stoppschild aufgrund kleiner Verschmutzungen
falschlicherweise als eine Geschwindigkeitsbegrenzung gedeutet, kann dies
fatale Folgen haben.*

Weiters ist es wichtig hervorzuheben, dass bei der Anwendung kinstlicher
Intelligenz unbedingt theoretische Grundkenntnisse Uber die Technologie
vorhanden sein missen, damit es zu keinen fundamentalen Fehlinterpreta-
tionen der Berechnungsergebnisse kommt. Hierfur ist die weitverbreitete
Abbildung 1-1 ein sehr gutes Beispiel. Diese zeigt die Entwicklung eines
Fehlerverlaufes bei Bilderkennungen in Abhangigkeit der Jahre. Der erste
Eindruck vermittelt, dass bei einer 5-prozentigen Fehlerquote 95 % der Bilder
richtig erkannt werden. Erst durch den Vergleich mit Erfahrungswerten I&sst
sich erkennen, dass die angegebenen Fehlerwerte sehr niedrig sind. Bei
genauerer Recherche® wird ersichtlich, dass diese Abbildung den
Top-5-Fehler verdeutlicht. Somit befindet sich das Ergebnis der Klassifikation
mit der angegebenen Prozentangabe (z.B.: 5 %) nicht unter den funf
wahrscheinlichsten Klassen. Ohne dieses Fachwissen kdnnten hierbei sehr
rasch falsche Vorstellungen Uber die Fahigkeiten der maschinellen Bilder-
kennung entstehen.

Fehlerquote bei Bilderkennung

Fehlerquote [%)]

\

0+ : : : : : .
2011 2012 2013 2014 2015 2016

—Maschine -——Mensch

Abb. 1-1 Fehlerquote Bilderkennung6

Szegedy, C. etal.: Rethinking the Inception Architecture for Computer Vision. In: arXiv, 2015.
https://arxiv.org/abs/1512.00567. Datum des Zugriffs: 22.06.2020

Vgl.: https://www.labsix.org/physical-objects-that-fool-neural-nets/. Datum des Zugriffs: 22.06.2020

Vgl.: Athalye, A. et al.: Synthesizing robust adversarial examples. In arXiv, 2018. https://arxiv.org/abs/1707.07397.
Datum des Zugriffs: 22.06.2020

Vgl.: Eykholt, K. etal.: Robust Physical-World Attacks on Deep Learning Visual Classification. In arXiv, 2018.
https://arxiv.org/abs/1707.08945. Datum des Zugriffs: 22.06.2020

https://www.eff.org/ai/metrics. Datum des Zugriffs: 22.06.2020

Vgl.: Brynjolfsson, E.; Mcafee, A.: Von Managern und Maschinen. In Harvard Business Manager Edition 3/2018. S. 35
Aufbauend auf: https://www.eff.org/de/ai/metrics. Datum des Zugriffs: 22.06.2020



Nicht nur bei der Bilderkennung, sondern auch bei Prognosen oder Klassifi-
zierungen gilt es, wichtige Aspekte (die in den nachfolgenden Kapiteln
erlautert werden), zu beachten, damit mittels kunstlicher Intelligenz Verfi-
gungswissen in Orientierungswissen transformiert werden kann. Wie in
Abbildung 1-2 ersichtlich, fungiert bei dieser Umwandlung das neuronale
Netz als Filter, welcher Zusammenhange zwischen den Input- und Output-
parametern erkennt. Hierflir missen lediglich ausreichend Daten vorliegen,
anhand derer gelernt werden kann. Im besten Fall erfolgt die kontextbe-
zogene Datenerhebung automatisch durch Sensoren und in Echtzeit.
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Abb. 1-2 Transformation von Verfligungswissen in Orientierungswissen7

Ein Tag ohne kinstliche Intelligenz ist im Zeitalter der digitalen Revolution
kaum vorstellbar. Selbstfahrende Autos, lernfahige Roboter, Bilderkennung
sowie personalisierte Film- oder Musikvorschlage erhohen den menschlichen
Komfort. Diese bereits eingesetzte und nutzbringende Technik gilt es, nun
auch im Bauwesen zu implementieren, weil dadurch Kosten gesenkt und
Prozesse optimiert werden kénnen. In weiterer Folge ermdglicht dies ein
ressourcen- und umweltschonenderes Bauen. Darlber hinaus liefert die
kinstliche Intelligenz einen wesentlichen Beitrag zur Verbesserung des
zukunftigen Bauens. Die Chance, eine Technologie, die Wissen implizit
speichern und automatisiert anwenden kann, auf der Baustelle effektiv
einsetzen zu kénnen, darf nicht au3er Acht gelassen werden, da sie fur alle
Beteiligten nutzbringend sein kann. Neben der Mdoglichkeit der Steigerung
der Produktivitat muss ebenfalls hervorgehoben werden, dass neuronale
Netze im Wissensmanagement eine wichtige Rolle spielen. Erfahrungen aus
laufenden und bereits abgeschlossenen Projekten werden in einer derartigen

’ In Anlehnung an: Hofstadler, C.: Multisystemische Hybridpyramide fiir den agilen Baubetrieb — System- und Prozes-

sinteraktionen mit der Digitalisierung. In: Agile Digitalisierung im Baubetrieb — Grundlagen, Innovationen, Disruptionen
und Best Practices. Hrsg.: Hofstadler, C.; Motzko, C. S. 8
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Form gespeichert, sodass sie dem Unternehmen langfristig erhalten bleiben.
Dadurch wird die Fehlerquote reduziert und neue Mitarbeiter*innen bendtigen
zudem weniger Einarbeitungszeit.

1.2 Zielsetzung und Forschungsfragen

Trotz der vielen Mdglichkeiten, welche diese neue Technologie mit sich
bringt, ist festzustellen, dass kinstliche Intelligenz im Rahmen baubetrieb-
licher und bauwirtschaftlicher Prognosen bzw. Klassifizierungen noch nicht
weit verbreitet ist. Um dies zu andern, die Bedenken hinsichtlich maschi-
nellen Lernens zu nehmen, die Potenziale sowie Einsatzmdglichkeiten aufzu-
zeigen und auf die Gefahren hinzuweisen, wird die vorliegende Arbeit
verfasst. Sie verfolgt das Ziel, einen ganzheitlichen Ansatz fur den effektiven
und effizienten Einsatz neuronaler Netze zu entwickeln, welcher alle notwen-
digen Schritte von der Datenerhebung bis hin zur Modellbildung beinhaltet,
um schlieBlich auch als Leitfaden herangezogen werden zu kdnnen. Hierfur
gilt es, folgende Forschungsfragen zu behandeln:

1. Bei welchen Aufgabenstellungen aus dem Bauwesen kann kinstliche
Intelligenz auf Basis des Uberwachten Lernens zielfihrend eingesetzt
werden?

2. Welchen Einfluss Uben die DatensatzgroRe sowie die Auswahl der Trai-
nings- und Testfalle auf das Ergebnis aus?

3. Welche Voraussetzungen mussen fir die Anwendung bei baubetriebli-
chen und bauwirtschaftlichen Fragestellungen erfiillt sein, damit effektive
und effiziente Vorhersagen getroffen werden kdnnen?

4. Welches polysensorale System eignet sich bei Hochbaubaustellen, um
automatisch die fur die Vorhersage bendtigten Einflussparameter zu erhe-
ben?

5. Welche Schrittfolge gilt es, bei der Implementierung einer Prognose oder
Klassifizierung auf Basis neuronaler Netze einzuhalten und welche Her-
ausforderungen kénnen hierbei auftreten?

Nach den soeben definierten Zielen ist abschlieliend noch festzuhalten, dass
die Programmierung der kinstlichen Intelligenz zu den Nicht-Zielen zahlt und
daher keine Berlicksichtigung in dieser Arbeit findet.

1.3 Wissenschaftliche Einordnung der kiinstlichen
Intelligenz

Als grundlegendste Aufgliederung der Wissenschaft wird jene in Formal- und
Realwissenschaften gewahlt. Bei ersterem liegt der Fokus auf der
Konstruktion von Sprachen, wobei dies immer basierend auf Zeichensy-
stemen mit Regeln zur richtigen Verwendung geschieht. Weil hierbei kein
Realitatsbezug aufzufinden ist, muss auf eine logische Wahrheit hin Gberpruft
werden. Bekannte Vertreter dahingehend sind die Philosophie, die Logik, die
Mathematik oder die Informatik. Die Realwissenschaften widmen sich
hingegen der Beschreibung, Erklarung und Gestaltung empirisch wahrnehm-
barer Wirklichkeitsausschnitte. Weiters lassen sich diese in Abhangigkeit des



1.3 Wissenschaftliche Einordnung der kunstlichen Intelligenz

verfolgten Ziels, welches theoretischer oder praktischer Natur sein kann, in
Grundlagenwissenschaften und Handlungswissenschaften unterteilen.®

Die nachfolgende Abbildung 1-3 verdeutlicht die geschilderte Gliederung der
Wissenschaften. Zusatzlich werden die Formalwissenschaften in axioma-
tische Wissenschaften und Seinswissenschaften sowie die Realwissen-
schaften in Naturwissenschaften, Ingenieurswissenschaften, Sozialwissen-
schaften und Geisteswissenschaften unterteilt. Die Baubetriebswissenschaft
ist sowohl den Ingenieur- als auch den Sozialwissenschaften zuzuordnen
und stellt dadurch ein interdisziplindres sowie anwendungsorientiertes
Forschungsfeld dar.®

Wissenschaften

Formalwissenschaften Realwissenschaften

Axiomatische Seins- Natur- Ingenieur- Sozial- Geistes-
Wissenschaften wissenschaften wissenschaften wissenschaften wissenschaften wissenschaften

* Biologisches
* Mikroorganismen
Pflanzen

* Geodasie
* Flugzeugbau
* Architektur

wirtschaftslehre
* Kommunikations
wissenschaften

* Tier * Energietechnik * etc.
* etc. * Verfahrens-
technik
* Humanes * Bauingenieurs-
* Medizin wesen
* Psychologie * etc.

* Logik * Philosophie * Physikalisches * Maschinenbau * Politik ¢ Sprache

¢ Mathematik * Wissenschafts- * Physik « Elektrotechnik ¢ Recht e Literatur

* Informatik theorie * Chemie * Biomedical * Soziologie ¢ Kunst

* etc. * Religion * Geologie Engineering * Betriebs- ¢ Geschichte
* Ethik * etc. * Elektrotechnik- wirtschaftslehre * etc.
* etc. Toningenieur * Volks-

* Neurophysiologie

* etc.
| Baubetriebswissenschaften |
Formale Ergebnisse Reale Ergebnisse

Abb. 1-3 Gliederung der Wissenschaft'?

An dieser Stelle gilt, es anzumerken, dass bei der Ldsung von Aufgabenstel-
lungen aus dem Bauwesen auch Methoden und Instrumente anderer
Wissenschaften wie beispielsweise der Logik, Mathematik oder Informatik —
z.B. kunstliche Intelligenz — eingesetzt werden.

Im Alltag wird der Begriff der kiinstlichen Intelligenz (KI) haufig mit Bild- und
Spracherkennung, dem autonomen Fahren, Chatbots, Robotern oder
Entscheidungssystemen in Verbindung gebracht. Daraus ist erkennbar, dass
unter dem Kl-Begriff im taglichen Sprachgebrauch ein spezifisches Werkzeug
verstanden wird.

Die Informatik teilt diese Sichtweise und sieht die klnstliche Intelligenz als
losen Sammelbegriff fir bestimmte Techniken der Softwareentwicklung.11
Dass unter kunstlicher Intelligenz auch ein interdisziplindrer Forschungs-

8 Vgl.: Ulrich, P.; Hill, W.: Wissenschaftstheoretische Grundlagen der Betriebswirtschaftslehre (Teil1). S. 305
9 Vgl.: Girmscheid, G.: Forschungsmethodik in den Baubetriebswissenschaften. S. 47

10 Vgl.: Ulrich, P.; Hill, W.: Wissenschaftstheoretische Grundlagen der Betriebswirtschaftslehre (Teil I). S. 305
Vgl.: Girmscheid, G.: Forschungsmethodik in den Baubetriebswissenschaften. S. 47

" Vgl.: Rosengriin, S.: Was ist KI und wenn ja, wie viele? — Vier Ratsel einer Philosophie der kiinstlichen Intelligenz. In:
Naturliche und Kinstliche Intelligenz im Anthropozan, Hrsg.: Rathmann, J.; Voigt, U. S. 37
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zweig gemeint sein kann, in dem natirliche Intelligenz modelliert und
simuliert wird, um beispielsweise die menschliche Fahigkeit des Lernens
oder der Mustererkennung besser zu verstehen, sei hier nur der Vollstan-
digkeit halber erwihnt.'®'3 In der vorliegenden Arbeit wird auf dieses
Forschungsfeld nicht naher eingegangen, wodurch der KI-Begriff
nachfolgend immer im Sinne einer Technik der Softwareentwicklung zu
verstehen ist.

Damit die Verbundenheit zwischen der Informatik und der kinstlichen Intel-
ligenz besser verdeutlicht werden kann, muss erstere zunachst in ihre Teilbe-
reiche aufgegliedert werden. Diese setzen sich aus der theoretischen Infor-
matik (z.B.: Berechenbarkeit, formale Sprachen, Algorithmenanalyse), der
praktischen Informatik (z.B.: Betriebssysteme, Compiler, Datenbanken), der
technischen Informatik (z.B.: Schaltwerke, Prozessoren, Rechnernetze) und
der angewandten Informatik (z.B.: Informationssysteme, Modellierung,
Simulation) zusammen. Letztere kombiniert die Erkenntnisse der ersten drei
Teilgebiete, um Aufgabenstellungen anderer Wissenschaften zu I6sen. Der
Einsatz kunstlicher Intelligenz zahlt genau zu diesem Teilbereich, weil
dadurch Prognosen, Klassifizierungen oder Optimierungen von beliebigen
Aufgabenstellungen durchgefiihrt werden kénnen.!#

Die kunstliche Intelligenz selbst entwickelte sich so wie die Verhaltensoko-
nomik aus der Kybernetik — der Wissenschaft der Steuerung und Regelung
von Maschinen, lebenden Organismen und sozialen Organisationen. Sie
wurde 1943 vom amerikanischen Mathematiker Norbert Wiener im Zuge
einer Analyse von Kampfflugzeugpiloten aus dem Zweiten Weltkrieg
begriindet. Hierbei setzte er das Verhalten von Organismen mit dem von
technischen Systemen gleich, sodass der Reiz-Reflex-Mechanismus fir
Prognosen herangezogen werden kann.'®

1.4 Forschungsmethodik

Um gemeinsam Bauprojekte erfolgreich umsetzen zu kdénnen, missen sich
die beteiligten Personen sowohl auf sprachlicher als auch auf inhaltlicher
Ebene verstehen. Die Vergangenheit hat jedoch gezeigt, dass es aufgrund
verschiedener Verstehensumgebungen oftmals zu Missverstandnissen
kommt. Da das ,Verstehen kdnnen* kein sicheres und einfaches Unterfangen
darstellt, zeigt sich in diesem Zusammenhang die Notwendigkeit der Herme-
neutik als Lehre des Verstehens. Die Hermeneutik selbst, sprich die Technik
des Verstehens, kann neben der Methodenlehre auch als Form des Weltzu-
gangs oder als eine spezielle Philosophie gesehen werden. 6

Fir die folgende Dissertation wird die hermeneutische Spirale aus dem
Bereich der Methodenlehre angewandt, wodurch sichergestellt ist, dass die
Erkenntnis aufbauend auf einem bestimmten Vorverstandnis fortlaufend
durch immer mehr Wissen prazisiert wird. Die nachfolgende Abbildung 1-4
stellt die Wissenswachstumsspirale dar.

12 vgl.: Ertel, W: Grundkurs Kiinstliche Intelligenz. 4. Auflage. S. 265 ff.
3 vgl.: Mainzer, K.: Kiinstliche Intelligenz — Wann iibernehmen die Maschinen?. S. 2

14 Vgl.: Heyer, G.: Teilgebiete der Informatik. Universitat Leipzig. https://www.informatik.uni-leipzig.de/lehre/Hey-
er9900/kap1/sld013.htm. Datum des Zugriffs: 02.07.2020

15 vgl.: Precht, R.: Jager, Hirten, Kritiker. S. 70f
16 Vgl.: Girmscheid, G.: Forschungsmethodik in den Baubetriebswissenschaften. S. 60f



Abb. 1-4 Hermeneutische Methode — Wissenswachs’[umsspirale17

Die obige Abbildung zeigt, dass ausgehend von einer bestimmten Vorer-
kenntnis V mittels Untersuchung U ein Gegenstandsverstandnis G erzielt
wird. In weiterer Folge fihrt dies wiederum zu einem neuen Vorverstandnis,
welches die Ausgangsbasis einer weiteren Untersuchung darstellt. Diesen
Prozess gilt es, solange zu durchlaufen, bis ein zufriedenstellendes Gegen-
standsverstandnis erreicht wird. An dieser Stelle ist jedoch anzumerken, dass
der Erkenntnisgewinn mit jedem weiteren Zyklus abnimmt, bis er schlielich
saturiert.'®

Damit die Wissenserweiterung systematisch und effektiv erfolgt, wird auf die
Methoden des Systems Engineering (SE) zuriickgegriffen. Das hierbei einge-
setzte zentrale Konzept, welches ein transparentes Vorgehen beim Ldsen
von komplexen Fragestellungen ermoéglicht, wurde an der ETH Zirich
entwickelt.!® Bei diesem Ansatz verkorpert die SE-Philosophie den Uberbau
der SE-Methodik, welche eine transparente Gestaltung sowie effiziente
Abwicklung des Problemlésungsprozesses ermoglicht. Sie setzt sich aus
dem Systemdenken und dem SE-Vorgehensmodell zusammen.20 Ersteres
basiert auf dem Ansatz, dass mit Systemmodellen komplexe Zusammen-
hange als Abstraktion der Wirklichkeit dargestellt werden kénnen. Hierbei ist
es von groRer Wichtigkeit, dass dem System eine funktionserfillende
Struktur zugrunde gelegt wird, damit die vorgegebene Zwecksetzung bei
vielfaltigen Randbedingungen erreicht werden kann.2" Die zweite Grundidee
— das SE-Vorgehensmodell — beruht auf dem Vorgehensprinzip ,Vom Groben
ins Detail®, dem Prinzip der Variantenbildung, der Phasengliederung als
Makro-Logik und dem Problemlésezyklus als Mikrologik.22

Vgl.: Girmscheid, G.: Forschungsmethodik in den Baubetriebswissenschaften. S. 63

Vgl.: Girmscheid, G.: Forschungsmethodik in den Baubetriebswissenschaften. S. 63

Vgl.: Schitz, M.; Hofstadler, C.: Anwendung des Systems Engineering auf die Arbeitsvorbereitung von Bauprojekten.
In: Bautechnik 89, Heft 11. S. 1

Vgl.: Haberfellner, R.; Stelzmann, E.: Systems Engineering: neu tiberdacht. In: WINGbusiness 3/2008. S. 18

Vgl.: Banse, G.: I[dee-Entwurf-Gestaltung Il. Der (schwierige) Weg zum (technischen) Neuen II. Folie 31

Vgl.: Schitz, M.; Hofstadler, C.: Anwendung des Systems Engineering auf die Arbeitsvorbereitung von Bauprojekten.
In: Bautechnik 89, Heft 11. S. 1
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Umfeld und Umwelt

Untersystem 1 Untersystem i

Elemente Hauptsystem

N

Beziehungen

Systemgrenze

Abb. 1-5 Bestandteile eines Systems23

Ein System besteht aus Elementen, welche bestimmte Eigenschaften
aufweisen und nicht weiter zerlegt werden kénnen, sowie deren Beziehungen
untereinander. Weiters wird das Haupt- oder Untersystem von der Umwelt und
dem Umfeld durch die Systemgrenze getrennt. Abbildung 1-5 verdeutlicht die
einzelnen Bestandteile eines Systems sowie deren Zusammengehb’rigkeit.24

Die vier Komponenten des Vorgehensmodells, welche nachfolgend naher
erlautert werden, kdnnen beliebig miteinander kombiniert werden und stellen
somit eine zusammenhangende Einheit dar:?%

» Das Vorgehensprinzip ,Yom Groben ins Detail“ besagt, dass das Betrach-
tungsfeld zuerst weit gefasst und erst danach sukzessive eingeengt
werden soll. Dadurch wird sichergestellt, dass kein wesentlicher Aspekt
Ubersehen wird. Bezogen auf das Bauwesen bedeutet dies, dass die
Einreichplanung erst nach der Entwurfsplanung beginnt.

* Dem Prinzip der Variantenbildung liegt zugrunde, dass grundsatzlich nicht
jede erstbeste Lésung eines Problems umgesetzt werden soll. Es gilt,
zunachst nach Alternativen zu suchen, aus denen abschlielend eine
Méoglichkeit ausgewahlt wird. Dadurch ist sichergestellt, dass eine Lésung
gefunden wird, die den Anforderungen bestmaglich entspricht und die alle
Denkrichtungen abdeckt.

» Die Phasengliederung als Makro-Logik verkérpert eine Erweiterung der
beiden bereits vorgestellten Vorgehenskomponenten hinsichtlich der zeit-
lichen Betrachtung. Hierbei wird eine Gliederung der Realisierung und
Lésung eines Problems in Projektphasen eingesetzt.

» Das vierte und somit letzte Element stellt der Problemldsungszyklus als
Mikro-Logik dar, welcher auf jegliche Fragestellung angewendet werden
kann. Er baut auf der Deweyschen Problemldsungslogik auf und kann in
jeder Projektphase eingesetzt werden.

23
24
25

Hofstadler, C.; Kummer, M.: Chancen- und Risikomanagement in der Bauwirtschaft. S. 6
Vgl.: Hofstadler, C.; Kummer, M.: Chancen- und Risikomanagement in der Bauwirtschaft. S. 6

Vgl.: Schitz, M.; Hofstadler, C.: Anwendung des Systems Engineering auf die Arbeitsvorbereitung von Bauprojekten.
In: Bautechnik 89, Heft 11. S. 2f



Die Zusammenhdnge der einzelnen Komponenten werden nochmals in
Abbildung 1-6 gezeigt. Hierbei wird die allgemeine Vorgehensweise ,Vom
Groben ins Detail® in einer zeitlich logischen Abfolge mit Hilfe der Projekt-
phasen umgesetzt. Weiters werden die Variantenbildung und der Probleml6-
sungszyklus in jedem Detaillierungsschritt mi’[eingebunden.26

Die Entwicklung eines Ortungssystems in Kapitel 4 stiitzt sich besonders auf
die einzelnen Schritte des Problemlésungszyklus. Nach der Zieldefinition
werden verschiedene Ldsungsmdglichkeiten aufgezeigt und abschlielend
die geeignetste ausgewahlt. Die Prufung des Erhebungskonzeptes erfolgt
durch eine baustellenbezogene Umsetzung mit experimentellem Charakter,
welche mittels Beobachtungsmethodik — bewusste Verfolgung eines Ziels
oder Zwecks mittels menschlicher Sinnesorgane und des Gebrauchs techni-
scher Mittel?” — beurteilt wird. Die auf die Datenerhebung aufbauende Klassi-
fizierung der Tatigkeiten stitzt sich als Erkenntnismethode auf die Model-
lierung, wobei fur die Gestaltungsmethode ein iterativer Lésungsfindungs-
prozess gewahlt wird. Die abschlielende Validierung des Modells erfolgt auf
Basis der Testdaten.

Modul 1
Vom Groben zum Detail

Modul 2

Variantenbildung

Modul 3
Projektphasen

Modul 4
Problemlésungszyklus

D

AnstofR Situations-Analyse
Zielsuche ﬁ
Zielformulierung
Loaamen von Vorstudie (E) NN St
prinzipien/System- . Lésungs-Synthese
architekturen Losungs-
suche T e
: Osungs-Analyse
Varianten von Hauptstudie oy | IS
Gesamtkonzepten (E)

Varianten von
Detailkonzepten

Detailstudie

(E)

Systembau

(R)

l

System-
einfuhrung (R)

Auswahl

.
Entscheidung

(E) = Entscheidungsphase

: Projekts 1 (R) = Realisierungsphase

Abb. 1-6 Vorgehensmodell Systems EngineeringZ®

Damit im Zuge dieser Arbeit die Voraussetzungen fir das Erreichen der
hochsten Ebene im Ideensuchraum nach Banse®® (siehe Abbildung 1-7)
gegeben sind, ist die Abstraktionshéhe Uber das strukturanaloge hinaus auf

26 Vgl.: Schitz, M.; Hofstadler, C.: Anwendung des Systems Engineering auf die Arbeitsvorbereitung von Bauprojekten.
In: Bautechnik 89, Heft 11. S. 3

Vgl.: Banse, G.: Idee-Entwurf-Gestaltung Ill. Der (schwierige) Weg zum (technischen) Neuen Ill. Folie 13

28 Hofstadler, C: Baubetrieb FS. Systematisches Denken und Handeln, Wissenschaftliches Arbeiten. SS 2017. S. 15

29 Vgl.: Banse, G.: Idee-Entwurf-Gestaltung |. Der (schwierige) Weg zum (technischen) Neuen |. Folie 38

27

1.4 Forschungsmethodik
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das funktionsanaloge Denken zu heben. Weiters wird die Analogieweite auf
fernliegende Fachbereiche sowie andere Wissenschaftsgebiete ausgedehnt
und die Kommunikationsweite dementsprechend angepasst.

Abstraktionshéhe

Erfindung

Mit Fachkolleg*in

Mit Kolleg*innen anderer
Féacher

Kommunikationsweite

Abb. 1-7 Ideensuchraum3®

1.5 Inhaltliche Abgrenzung der Dissertation

~Wer erfolgreich Mittel und Wege zeigt, ein bisher unerreichtes Ziel auf
dem Gebiet materiellen Wirkens zu erreichen, oder auch wer neue
Wege und Mittel zeigt, ein bereits bekanntes Ziel zu erreichen, hat eine
Erfindung gemacht.“31

Eyth definiert anhand der Bekanntheit bzw. Unbekanntheit des Ziels und der
Mittel vier Klassen von Erfindungen32’33, welche in Abbildung 1-8 veranschau-
licht werden. Die vorliegende Dissertation ist dem Bereich des bereits reali-
sierten Ziels mit neuen Mitteln und Wegen (Strukturerfindung) zuzuordnen. Als
Beispiel fur diese Gruppe fuhrt Eyth den Buchdruck an, welcher eine neue und
vor allem effizientere Methode darstellte, um Schriftstiicke zu verbreiten.34

Erfindungs-
einteilung -
nachEyth |l MNe |

Funktionserfindung | Strukturerfindung

m (z.B. Fernsehen) (z.B. Buchdruck)
Funktionserfindung |1 Ubertragungserfindung

(z.B. Telefax) (z.B. Daten-CD)

Abb. 1-8 Einteilung der Erfindungen nach Eyz‘h35

30 Anlehnung an: Banse, G.: Idee-Entwurf-Gestaltung |. Der (schwierige) Weg zum (technischen) Neuen I. Folie 38

31 Eyth, M.: Zur Philosophie des Erfindens (1903). In: Eyth, M.: Lebendige Krafte. Sieben Vortrage aus dem Gebiete der

Technik. S. 231f

Erfindung: etwas neu Hervorgebrachtes, Neuheit, Entwicklung.

Duden: https://www.duden.de/rechtschreibung/Erfindung. Datum des Zugriffs: 10.07.2020

Erfindung: (vergegenstandlichtes) Ergebnis der Ingenieurtatigkeit.

Banse, G.: Erfindungen im Spannungsfeld von Methodik, Heuristik und Kreativitét. In: Johann Beckmann und die Fol-

gen. Erfindungen — Versuch der historischen, theoretischen und empirischen Anndherung an einen vielschichtigen

Begriff. Hrsg.: Banse, G.; Miiller H. S. 28

34 Vgl.: Eyth, M.: Zur Philosophie des Erfindens (1903). In: Eyth, M.: Lebendige Krafte. Sieben Vortrage aus dem Gebiete
der Technik. S. 231f

32

33



1.6 Vorgehensweise und Gliederung der Arbeit

Kunstliche Intelligenz, im Speziellen ein neuronales Netz, eignet sich flur das
zielsichere Erstellen von Prognosen und Klassifizierungen. Diese Art der
Aufgabenstellung ist bereits bekannt und kann durch verschiedene, sich in
ihnrer Komplexitat unterscheidende Algorithmen geldst werden. Somit stellt
der Einsatz von maschinellem Lernen ein neues Mittel bei derartigen Frage-
stellungen dar.

Die im Rahmen dieser Arbeit durchgefiihrte Literaturrecherche verdeutlicht,
dass bereits unzahlige effektive und effiziente Anwendungsmdglichkeiten von
neuronalen Netzen im Baubetrieb sowie in der Bauwirtschaft diskutiert und
deren Ergebnisse in diversen Verodffentlichungen festgehalten worden sind.
Jedoch zeigt sich hinsichtlich einer systematischen Herangehensweise,
welche eine Erklarung der wesentlichen Schritte eines digitalen Datenerhe-
bungsprozesses sowie der Modellbildung und das Aufzeigen von Gefahren-
potenzial miteinschliel3t, eine unzureichende Darstellung. Die vorliegende
Arbeit, welche auch als Handlungsanleitung fir den Einsatz von kinstlicher
Intelligenz im Baubetrieb und in der Bauwirtschaft mit automatisierter
Datenerfassung herangezogen werden kann, setzt sich zum Ziel, dieser
Licke entgegenzuwirken.

Somit stellt diese Dissertation keine Einzelfallldsung einer spezifischen
Fragestellung dar, sondern beschreibt eine methodische Vorgehensweise,
welche sich von der automatischen Datenerhebung bis hin zu mit neuronalen
Netzen durchgefiuhrten Vorhersagen erstreckt. Hierfir werden nachfolgend
sowohl theoretische Grundlagen als auch eine Klassifikation basierend auf
mit Ortungstechnologien auf einer Hochbaubaustelle erhobenen Bewegungs-
mustern behandelt, um das Spannungsfeld zwischen Theorie und Praxis,
eingebettet in einem soziotechnischen System, bestmdglich zu bedienen.

1.6 Vorgehensweise und Gliederung der Arbeit

Die vorliegende Arbeit besteht aus sieben Kapiteln, wobei die Reihenfolge
der Gliederung der Vorgehensweise beim Erstellen der Arbeit entspricht. Der
inhaltliche Aufbau sowie die angewendete Forschungsmethodik basierend
auf den Phasen von Systems Engineering werden in Abbildung 1-9 verdeut-
licht.

Kapitel 1 stellt die Einleitung dar. Sie beinhaltet eine Einfihrung und die
Hintergrinde der Arbeit, die Zielsetzung, die wissenschaftliche Einordnung,
die Forschungsmethodik, die inhaltliche Abgrenzung der Dissertation sowie
die Vorgehensweise und Gliederung.

Im Zuge der Vorstudie werden darauffolgend in Kapitel 2 die theoretischen
Grundlagen erortert. Hierbei liegt der Schwerpunkt vor allem auf der Funkti-
onsweise neuronaler Netze und der Software NeuralTools3¢. Weiters stehen
zwei Anwendungsbeispiele basierend auf mittels Modellen erstellten Daten-
satzen im Zentrum der Betrachtung. Anhand dieser wird deutlich, welchen
Einfluss die einzelnen Datenpunkte auf das Prognoseergebnis ausiben.

35 n Anlehnung an: Ropohl, G.: Philosophie der Erfindung. In: Johann Beckmann und die Folgen. Erfindungen — Versuch

der historischen, theoretischen und empirischen Annaherung an einen vielschichtigen Begriff. Hrsg.: Banse, G.; Mller
H.S. 149

Vgl.: Eyth, M.: Zur Philosophie des Erfindens (1903). In: Eyth, M.: Lebendige Kréfte. Sieben Vortrage aus dem Gebiete
der Technik. S. 231f

36 https://www.palisade.com/neuraltools/default.asp. Datum des Zugriffs: 05.12.2021
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Nachdem ein grundlegendes Verstandnis Uber neuronale Netze geschaffen
worden ist, kdbnnen die verschiedenen Anwendungsmdglichkeiten besser
nachvollzogen werden. Die in Kapitel 3 geschilderte Hauptstudie befasst sich
zunachst mit dem Einsatz neuronaler Netze in baufremden Branchen und
zeigt eine systematische Vorgehensweise flir die Modellerstellung auf.
AnschlielRend werden Publikationen aus dem Fachbereich des Baubetriebs
und der Bauwirtschaft analysiert. Hierbei liegt der Fokus auf Kosten-, Dauer-
und Produktivitdtsprognosen, welche auf Feedforward-Netzen basieren.

Die Ergebnisse der vorhin angesprochenen Literaturanalyse verdeutlichen
die Notwendigkeit eines Systems, um Verfligungswissen automatisch in
Orientierungswissen zu transformieren. Aus diesem Grund fokussiert sich
das nachfolgende Kapitel 4 in der Detailstudie auf die polysensorale Datener-
hebung. Hierbei werden zunachst die theoretischen Grundlagen von
Sensoren und Ortungsmdglichkeiten beleuchtet, welche die Basis fur die
anschliellenden prototypischen Systementwicklungen darstellen. Den
Abschluss bildet die Systemauswahl basierend auf der Entscheidungsmatrix
nach Hofstadler.

Kapitel 5 beinhaltet die fallstudienbezogene Systemimplementierung und
stellt somit die Phase des Systembaus dar. Nach der Vorstellung der
Baustelle wird der flir das ausgewahlte polysensorale Erhebungskonzept
notwendige Prozess naher beleuchtet. Abschlieflend findet die System-
evaluation statt.

In Kapitel 6 steht die Klassifikation der Tatigkeiten Schalen, Bewehren und
Betonieren mittels neuronaler Netze anhand der erhobenen Bewegungs-
muster im Fokus der Betrachtung. Hierflr wird nach der Datenanalyse ein
Basisdatensatz gebildet, welcher die Grundlage flur die darauffolgenden
Vorhersagen darstellt. Im Rahmen eines iterativen Prozesses werden
einzelne Modelle erstellt und abschlieRend auf deren Ubereinstimmung mit
der Wirklichkeit Uberprift (Modellvalidierung). Die erste Variante beinhaltet
ausgewahlte Zeitgrenzen und die zweite summierungsbedingte Abbruchkri-
terien. Das beste Ergebnis wird schlussendlich mittels einer Variablenelimi-
nation erzielt.

Die Zusammenfassung in Kapitel 7 schliet die Dissertation ab. Sie
beinhaltet die Beantwortung der Forschungsfragen, den Nutzen der Arbeit
sowie einen Ausblick und den weiteren Forschungsbedarf.



1.6 Vorgehensweise und Gliederung der Arbeit

Einleitung

Einfihrung und Hintergriinde der Arbeit
Zielsetzung durch Forschungsfragen
Wissenschaftliche Einordnung

Rahmen der Arbeit
Forschungsmethodik

Abgrenzung
Vorgehensweise und Gliederung

Theoretische Grundlagen

Neuronale Netze

Softwarevorstellung NeuralTools
Prognosebeispiele

Anwendungsmdglichkeiten

Baufremde Branchen
Baubetrieb und Bauwirtschaft Hauptstudie

Literaturanalyse zum Einsatz neuronaler Netze

Automatische Datenerhebung

Grundlagen Sensoren und Ortungstechnologien
Prototypische Systementwicklung Detailstudie
Systemauswahl

Fallstudienbezogene Systemimplementierung

Datenerhebung bei Stahlbetonarbeiten

Systembau
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Klassifikation der Tatigkeiten anhand erhobener Bewegungsmuster
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Beantwortung der Forschungsfragen

Nutzen der Arbeit Rahmen der Arbeit
Ausblick und Forschungsbedarf

Abb. 1-9 Gliederung der Arbeit
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2 Theoretische Grundlagen

Dieses Kapitel erlautert die Wissensbasis, welche fiir einen erfolgreichen
Umgang mit neuronalen Netzen unumganglich ist. Hierbei steht der Aufbau
der mehrschichtigen Feedforward-Netze im Vordergrund. Abschlieend wird
auf das Programm NeuralTools, welches ein Excel-Add-In der Palisade
Corporation darstellt, eingegangen und die Anwendung anhand grundle-
gender Beispiele erlautert.

2.1 Einfuhrung

Damit Prognosen Uber zukinftige Entwicklungen nutzbringend durchgefihrt
werden kdnnen, muss zunachst ein Datensatz analysiert werden, um zielfih-
rende Zusammenhange zu erkennen. Diese Datenansammlung beinhaltet
somit das auf der Baustelle befindliche Verfligungswissen, zu dem unter
anderem die Temperatur, die Anzahl der Arbeitskrafte oder die Kranverfiig-
barkeit zahlen, und wird im Idealfall systematisch und automatisch aufge-
zeichnet. Die im Zuge der fortschreitenden Digitalisierung entstandenen
Erhebungsmdglichkeiten (Sensoren, RFID-Technologie, Ortungsverfahren)
gilt es, nutzbringend einzusetzen.

Im nachsten Schritt ist das gesammelte Verfligungswissen aufzubereiten, um
eine Grundlage fur effektive Entscheidungen zu schaffen. Bei der darauf
aufbauenden Transformation in Orientierungswissen konnen verschiedene
Analysealgorithmen oder auch kiinstliche Intelligenz, im Speziellen neuronale
Netze, eingesetzt werden. Die aus der Umwandlung entstandenen
Kennzahlen gilt es, anschlieRend in einer ansprechenden und Ubersicht-
lichen Form aufzubereiten. Hierbei kdnnen Apps oder Dashboards eingesetzt
werden, bei denen beispielsweise mittels Ampelregelung sofort ersichtlich ist,
in welchen Bereichen Handlungsbedarf besteht. Damit Erfolgswirksamkeit
eintritt, ist es schlussendlich erforderlich, den Datenkreislauf mittels
Ruckkopplung wieder zu schlieBen. Durch diesen Zusammenschluss wird
gewahrleistet, dass die gewonnene Erkenntnis bei der Erhebung des neuen
Verflugungswissens bertcksichtigt und dadurch der gesamte Regelkreis
verbessert wird.

In der nachfolgenden Abbildung 2-1 wird die soeben besprochene Transfor-
mation von Verfligungswissen in Orientierungswissen grafisch dargestellt. An
dieser Stelle ist darauf hinzuweisen, dass gesammelte Daten und Informa-
tionen noch keinen Mehrwert fiir die Steuerung von Projekten erzeugen. Erst
die Veredelung in Kennzahlen ermdglicht dem Menschen das Beurteilen des
Baugeschehens.

2.1 Einflhrung

15
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Abb. 2-1 Transformation von Verfligungswissen in Orientierungswissen

Eine Herausforderung fur die Erhebung des Verfligungswissens stellen die
sich standig andernden Umstande auf Baustellen dar (Abbildung 2-2). Aus
diesem Grund missen beim Sammeln von Daten und Informationen der
Aufgabenstellung entsprechende Zeitintervalle gewahlt werden. Weiters ist
darauf zu achten, dass ein flexibles System zur Datenerhebung eingesetzt
wird, damit bei fortschreitendem Baugeschehen auch in neu geschaffenen
Bereichen kontextbezogene Daten aufgezeichnet werden kdnnen. Vor allem
stellen hierbei Stahlbetondecken und -wande ein Hemmnis dar, weil sie Funk
(elektromagnetische Wellen) stark abschwachen und dadurch die Reichweite
von kabellosen Verbindungen begrenzen.

Abb. 2-2 Zeitliche Veranderung bei der Datenerhebung



Systematisch bedingt gliedert Hofstadler das VerflUgungswissen in
Prozessdaten, Daten zu Produktionsbedingungen und Bauwerksdaten. Zu
ersterem zahlen beispielsweise das gewahlte Verfahren, die Partiedefinition,
die tagliche Arbeitszeit oder die Bauzeit. Die Daten zu Produktionsbedin-
gungen beschreiben die Umstande bei der Arbeit. Darunter fallt die Kranan-
bindung, die Platzverhaltnisse, die Einsatzortwechsel oder auch das Wetter.
Die Bauwerksdaten fassen Informationen beziglich des zu errichtenden
Bauvorhabens zusammen. Dazu gehoéren unter anderem die geometrischen
Abmessungen, Querschnittsformen, Bewehrungsgrade oder auch die gefor-
derten Ausfuhrungsqualitaten.

Das erhobene Verfligungswissen gilt es, darauffolgend zu bereinigen und
aufzubereiten, damit daraus Orientierungswissen in Form von Kennzahlen
entsteht. Wie in Abbildung 2-3 ersichtlich, unterstlitzt das extrahierte Wissen
sofort die Projektsteuerung bei Entscheidungsfindungen. Gleichzeitig sollte
es jedoch auch im Wissensspeicher abgelegt werden, damit bei zuklnftigen
Projekten darauf zurlickgegriffen werden kann. AbschlieRend gilt es noch
anzumerken, dass bei diesem gesamten Prozess nicht auf die Riickkopplung
vergessen werden darf. Diese sorgt im Sinne der hermeneutischen Spirale
fur eine standige Anpassung und legt dadurch die Basis fur Verbesserung.
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Abb. 2-3 Neuronale Netze flr die Transformation von
Verfligungswissen in Orientierungs,wissen1

Damit Kennzahlen wie beispielsweise Kosten, Dauern, Auslastungen,
Aufwands- oder Leistungswerte fur zuklnftige Entwicklungen auf Basis des
erhobenen Verfligungswissens vorhergesagt werden kdnnen, gilt es, Modelle
fur die Transformation einzusetzen. Neuronale Netze stellen hierbei eine
geeignete und effektive Maglichkeit dar, die Wirklichkeit abzubilden.

1 Hofstadler, C.; Stockl, R.: Grundlagen zur Projekt- und Baustellenanalyse. In: Vorlesungsfolien, Baubetrieb und Exkur-

sion, Sommersemester 2021, TU Graz. S. 8
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Um bei jeglicher Art von Modellbildungen einen Mehrwert zu generieren, wird
empfohlen, die multisystemsiche Hypridpyramide nach Hofstadler zu berlck-
sichtigen. Hierbei stellen Digitalisierung sowie Daten- und Informationsgene-
rierung, Wissensmanagement, Simulation, Chancen-Risikomanagement,
Ergebnisinterpretation, Diagnose/Prognose und (Berechnungs-)Modell
(Abbild) die Basis dar. An der Spitze steht der Mensch mit seinen kreativ-
konzeptionellen Fahigkeiten, der die Modellbeziehungen koordiniert. Dieser
ganzheitliche Ansatz, welcher in Abbildung 2-4 dargestellt ist, verdeutlicht
somit die in dreiecksform passierenden Interaktionen der einzelnen
Elemente.?

Modellsubjekt
(modellierende/
nutzende Person)

W
GLES

™ [ Digitalisierung
- >
Daten- und
Informationsgenerierung

(Berechnungs-)Modell
(Abbild)

Diagnose/
Prognose

a
7 ~ Modellobjel ,BIM-IﬁdeII_\‘_
i -
'II , 4r&xies Eyster%, Qrigina) \

—
- ~
Zi =

Wissens-
management

Ergebnis-
interpretation

Simulation
Chancen-Risikomanagement

Abb. 2-4 Multisystemische Hypridpyramide3

Das bei der Transformation erzeugte Orientierungswissen in Form von
Kennzahlen wird herangezogen, um vergangene/aktuelle Zustande zu
beurteilen oder um zuklnftiges Handeln abzuleiten. Hierbei gilt es, zu
beachten, dass es absolute und relative Kennzahlen gibt, wobei letzteres
nochmals in Gliederungs-, Beziehungs- und Messzahlen unterteilt werden
kann (siehe Abbildung 2-5). Weiters ist darauf hinzuweisen, dass selbst bei
Verwendung von kinstlicher Intelligenz aus unvollstandigem Verfligungs-
wissen keine verlasslichen Kennzahlen erzeugt werden kénnen. Aus diesem
Grund ist es fUr ein nutzbringendes Output unerlasslich, dass die Inputpara-
meter der neuronalen Netze — vor allem bei begrenzter Datengrundlage —
eine hohe Genauigkeit (prazise und richtig) aufweisen. Abschlieend ist noch
anzumerken, dass kunstliche Intelligenz auch bei Prognosen weicher
Kennzahlen (Softfacts), welche sehr stark von subjektiven Empfindungen
abhangen, eingesetzt werden kénnen. Abhangig von der Anzahl der beurtei-
lenden Personen lernen neuronale Netze entweder ein Bewertungsschema
oder einen gewichteten Durchschnitt aus diesen.

Vgl.: Hofstadler, C.: Multisystemische Hybridpyramide fiir den agilen Baubetrieb — System- und Prozessinteraktionen
mit der Digitalisierung. In: Agile Digitalisierung im Baubetrieb — Grundlagen, Innovationen, Disruptionen und Best
Practices. Hrsg.: Hofstadler, C.; Motzko, C. S. 13ff

Hofstadler, C.: Multisystemic modeling to improve forecast accuracy in construction management. Konferenz: 10th
International Structural Engineering and Construction Conference, 2019. S. 3



2.2 Von der kunstlichen Intelligenz zu neuronalen Netzen

Kennzahlenarten

Absolute Kennzahlen
(Grundzahlen)

Relative Kennzahlen
(Verhéltniszahlen)

v v v
Gliederungszahlen Beziehungszahlen Messzahlen
= Einzelzahlen
= Summen Prozentuelles Zahler und Nenner Zahler und Nenner
= Differenzen Verhéltnis zwischen sind sachlich sind gleichartig und
= Mittelwerte einer Teilgroe zu zusammenhéngend gleichgeordnet und
einer GesamtgroRe und keine der GroRen unterscheiden sich nur
ist eine TeilgroRe der durch verschiedene
jeweils anderen Zeitbezlige
Bodenaushub K1.3 — 5 Schalungsflache Umsatz 2017
Bodenaushub _ —_— _—
Bodenaushub Betonmenge Umsatz 2016

Fur diesen Fall: m*

Liegt zwischen 0 und 1

Far diesen Fall: m?/m?

Unterschied: Zeitbezug

Abb. 2-5 Kennzahlenarten®

2.2 Von der kiinstlichen Intelligenz zu neuronalen Netzen

Wie bereits in der wissenschaftlichen Einordnung beschrieben, ist die kinst-
liche Intelligenz (KI) der Informatik, die sich intensiv mit der systematischen
Verarbeitung von Informationen mit Hilfe von Computern beschaftigt,
zuzuordnen. In dieser Formalwissenschaft werden unterschiedliche Verfah-
rensweisen fur die Aufbereitung von Daten sowie allgemeine Methoden der
Anwendung solcher Techniken in den verschiedensten Bereichen entwickelt.?

Eine allgemein anerkannte Definition von kunstlicher Intelligenz liegt derzeit
nicht vor.® Werden die beiden Worte separat betrachtet, bezieht sich laut
Duden kinstlich auf ,natirliche Vorgédnge nachahmend*’ und Intelligenz auf
die ,Fahigkeit [des Menschen], abstrakt und verniinftig zu denken und daraus

zweckvolles Handeln abzuleiten*®.

Ein bis heute noch weit verbreitetes Verstandnis von menschlicher Intelligenz
stammt aus dem Jahr 1912 und ist auf William Stern zuriickzufiihren.® Er
definiert diesen Begriff als ,allgemeine F&higkeit eines Individuums, sein
Denken bewulSt auf neue Forderungen einzustellen; sie ist allgemeine
geistige Anpassungsféhigkeit an neue Aufgaben und Bedingungen des
Lebens“1°. Aufgrund der Tatsache, dass der Mensch heutzutage seine
Umwelt an sich anpasst und teils irreversible Veranderungen (beispielsweise

Hofstadler, C.: Baubetriebliche und bauwirtschaftliche Bedeutung. In: Vorlesungsfolien, Produktivitat im Baubetrieb,
Wintersemester 2020, TU Graz. S. 2
In Anlehnung an: Gladen, W.: Performance Measurement Controlling mit Kennzahlen. S. 14ff

5 Gabler Wirtschaftslexikon: Informatik. https://wirtschaftslexikon.gabler.de/definition/informatik-38490. Datum des
Zugriffs: 03.08.2020

6 vgl.: Binte, C.: Kiinstliche Intelligenz — die Zukunft des Marketing. S. 5

7 Duden: kinstlich. https://www.duden.de/rechtschreibung/kuenstlich. Datum des Zugriffs: 03.08.2020
8 Duden: Intelligenz. https://www.duden.de/rechtschreibung/Intelligenz. Datum des Zugriffs: 03.08.2020
9

Vgl.: Friedrich M.: Intelligenz aus philosophischpsychologischer Sicht. In: Natirliche und Kinstliche Intelligenz im
Anthropozan, Hrsg.: Rathmann, J.; Voigt, U. S. 140

Stern W.: Die Intelligenz der Kinder und Jugendlichen und die Methoden ihrer Untersuchung. S. 3
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der Verbrauch natirlicher Ressourcen) vollbringt, scheint diese Definition
jedoch obsolet zu sein.!

Mainzer definiert ein intelligentes System, welches beispielsweise bei selbst-
fahrenden Autos, der Diktierfunktion, Robotern oder der personalisierten
Werbung vorzufinden ist, folgendermalien:

»Ein  System heil3t intelligent, wenn es selbststdndig und effizient
Probleme I6sen kann. Der Grad der Intelligenz hdngt vom Grad der
Selbststédndigkeit, dem Grad der Komplexitdt des Problems und dem Grad
der Effizienz des Problemlésungsverfahrens ab. “12

Somit stellt die Kl in Abgrenzung zur nattrlichen (z.B.: menschlichen) Intel-
ligenz ein durch technisches Eingreifen entstehendes System dar, das selbst-
standig und effizient Probleme I6sen kann."3 Ein weiteres wesentliches Unter-
scheidungsmerkmal liegt im Vorhandensein eines eigenen Bewusstseins,
welches selbst die am hdchsten entwickelten Kl-Systeme derzeit nicht
besitzen, wodurch diese trotz aller Fortschritte lediglich programmierte Daten-
modelle bleiben.' Somit stellt aktuell die kiinstliche Intelligenz ein Werkzeug
wie etwa Hammer und Sage dar, das auf das menschliche Bewusstsein
angewiesen ist.'® In diesem Fall wird auch von schwacher K| gesprochen,
weil es lediglich zu einer Simulation des Denkens kommt.’® Im Gegensatz
dazu verflgt die starke KI Uber ein eigenes Bewusstsein, wodurch die
gleichen kognitiven Fahigkeiten wie die eines Menschen erzielt werden.!”

Ebenso existiert eine Differenzierung in spezialisierte und allgemeine KI.
Hierbei ist festzuhalten, dass ersteres eine anwendungsbezogene Ki
darstellt, welche nur bestimmte Aufgabenstellungen wie beispielsweise
Bilderkennung oder Sprachverarbeitung I6sen kann. Die auf konkrete Anwen-
dungstypen vorhandene Beschranktheit ist hingegen bei der allgemeinen Kl
nicht gegeben. Somit ermoglicht diese aufgrund der generalisierenden Form
die gleichen Fahigkeiten, die mittels der menschlichen kognitiven Apparatur
vollbracht werden kénnen.'®

Eine konzeptuelle Sonderform stellt die kinstliche Superintelligenz dar. Diese
folgt dem Gedanken, dass sich die KI nach dem Erreichen des menschlichen
Niveaus selbststandig weiterentwickeln und die menschliche Intelligenz bei
weitem Ubersteigen wirde. Wie auch bei der allgemeinen und starken Kl ist nicht
geklart, wann bzw. ob Uberhaupt jemals eine Superintelligenz existieren wird. 19

Eine weitere, haufig zitierte Definition von klnstlicher Intelligenz ist jene von
Rich, Knight und Nair:

LJArtificial Intelligence is the study of how to make computers do things at
which, at the moment, people are better.“20

Vgl.: Friedrich M.: Intelligenz aus philosophischpsychologischer Sicht. In: Natirliche und Kinstliche Intelligenz im
Anthropozan, Hrsg.: Rathmann, J.; Voigt, U. S. 157

Mainzer, K.: Kiinstliche Intelligenz — Wann tibernehmen die Maschinen?. S. 3

Vgl.: Heichele, T.: Kiinstliche Intelligenz im Lichte der Technikphilosophie. Ein Uberblick unter besonderer Beriicksich-
tigung des Mensch-Natur-Technik-Verhaltnisses. In: Natirliche und Kinstliche Intelligenz im Anthropozan, Hrsg.:
Rathmann, J.; Voigt, U. S. 91

Vgl.: Kriiger, S.: Die Kl-Entscheidung — Kiinstliche Intelligenz und was wir daraus machen. S. 116

Vgl.: Meixner, U.: Bewusstseinsintelligenz und Kiinstliche Intelligenz. In: Natirliche und Kinstliche Intelligenz im
Anthropozan, Hrsg.: Rathmann, J.; Voigt, U. S. 14

Vgl.: Heichele, T.: Kiinstliche Intelligenz im Lichte der Technikphilosophie. Ein Uberblick unter besonderer Beriicksich-
tigung des Mensch-Natur-Technik-Verhaltnisses. In: Natirliche und Kinstliche Intelligenz im Anthropozan, Hrsg.:
Rathmann, J.; Voigt, U. S. 83f

Vgl.: Kriiger, S.: Die Kl-Entscheidung — Kiinstliche Intelligenz und was wir daraus machen. S. 89

Vgl.: Heichele, T.: Kiinstliche Intelligenz im Lichte der Technikphilosophie. Ein Uberblick unter besonderer Beriicksich-
tigung des Mensch-Natur-Technik-Verhaltnisses. In: Natirliche und Kinstliche Intelligenz im Anthropozan, Hrsg.:
Rathmann, J.; Voigt, U. S. 84

Vgl.: Kriiger, S.: Die Kl-Entscheidung — Kiinstliche Intelligenz und was wir daraus machen. S. 89
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Mit anderen Worten: Die kinstliche Intelligenz beschreibt Vorhaben, bei
denen einem Computer beigebracht wird, Aufgabenstellungen zu Iosen,
welche derzeit vom Menschen besser bewaltigt werden. Das bedeutet,
Maschinen erlernen eine intellektuelle Verarbeitungsfahigkeit, um Daten und
Informationen nach humanem Vorbild auswerten und interpretieren zu
kénnen.

Amazon, einer der grof3ten Kl-Anbieter, versteht unter kinstlicher Intelligenz
die Beschaftigung mit dem Erwerb kognitiver Fahigkeiten, die in der Regel
dem menschlichen Intellekt zugeordnet werden. Hierzu gehdren beispiels-
weise das Lernen, die Problemlésung und die Mustererkennung.?’

Ein weiterer Begriff, der oftmals in Verbindung mit kinstlicher Intelligenz
Anwendung findet, ist Machine Learning (ML). Dieser darf jedoch nicht mit K
gleichgesetzt werden, weil maschinelles Lernen eine Teildisziplin der kinst-
lichen Intelligenz darstellt. Sie nimmt unterschiedliche Formen des Selbst-
lernens bei Systemen an und versucht, Regel- und Gesetzmafigkeiten in
Daten zu erkennen, um daraus Aktionen abzuleiten.?? Das bedeutet, durch
ML wird Wissen erzeugt, um weitere Aufgaben zielgerichtet 16sen zu kdnnen.

Die Lernverfahren lassen sich in Gberwachtes Lernen (Supervised Learning),
unidberwachtes Lernen (Unsupervised Learning) und Lernen durch
Verstarkung (Reinforcement Learning) unterteilen. Bei letzterem eignet sich
die Maschine nicht Wissen anhand eines Datensatzes, sondern auf Basis
eines Belohnungssystems (beispielsweise wie bei der Erziehung eines
Hundes) an.

Ein typisches Anwendungsfeld stellt hierbei die Robotik dar. Aufgrund der
haufig auftretenden, komplexen Aufgabenstellungen flir Roboter ist es nicht
mdglich, die Lésung in einem einfachen Programmcode zu implementieren.
Aus diesem Grund ist es notwendig, dass die Maschine selbst — dhnlich wie
ein Kleinkind — durch viele Versuche und Irrtimer herausfindet, wie sie sich
beispielsweise am effizientesten und effektivsten fortbewegen kann.?3

Beim unuberwachten Lernen wird versucht, innerhalb vorgegebener, nicht
bewerteter Trainingsdaten ein Muster zu erkennen, welches nicht alleine
durch ein gleichmaRig im Raum verteiltes, zufélliges Rauschen entstanden
ist. Mathematisch gesehen spiegelt dies die Ermittlung struktureller
Aussagen Uber die Verteilung der Trainingsdaten wider. Hierbei stellt der
Algorithmus eine Modellannahme bezuglich des Datensatzes und dessen
Eigenschaften auf. Diese gilt es, mittels Statistik zu prifen, um herauszu-
finden, wie gut die im Modell vorkommenden GroRen geschatzt werden.2

Beim Uberwachten Lernen wird anhand von bewerteten Trainingsdaten eine
Abbildung der Inputvariablen auf die Outputs erlernt. An dieser Stelle ist es
wichtig, hervorzuheben, dass fur jeden Trainingsfall innerhalb eines Daten-
satzes sowohl die Eingabe X als auch die dazugehoérige Ausgabe Y
vorhanden sein muss. Diese Gegenlberstellung (X-Y) reprasentiert den
Lehrer und legt die Basis, um Wissen herauszufiltern. Das bedeutet, die
Aufgabe dieser Art von maschinellen Lernverfahren ist das Finden einer

20 Rich, E.; Knight, K.; Nair S. B.: Artificial Intelligence. S. 3

21 Amazon: Kinstliche Intelligenz. https://aws.amazon.com/de/machine-learning/what-is-ai/. Datum des Zugriffs:
03.08.2020

Gabler Wirtschaftslexikon: Machine Learning. https://wirtschaftslexikon.gabler.de/definition/machine-learning-120982.
Datum des Zugriffs: 03.08.2020

23 ygl.: Ertel, W: Grundkurs Kiinstliche Intelligenz. 4. Auflage. S. 313
24

22

Vgl.: Richter, S.: Statistisches und maschinelles Lernen. S. 289
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Funktion, die unter Beachtung des Rauschens innerhalb der Daten die
Zusammenhange bestmdglich abbildet. Die gefundenen Beziehungen
werden in weiterer Folge fur das Auswerten neuer Inputs herangezogen.25

Weiters stellt Supervised Learning inzwischen eine etablierte Ingenieurdis-
ziplin mit vielen erfolgreichen Anwendungsfallen dar. Sind ausreichend Input-
daten mit dazugehoérigem Output vorhanden, bietet die Mathematik und Infor-
matik eine grol’e Anzahl an Funktionsapproximationsalgorithmen, mit Hilfe
derer zielflhrende Klassifizierungen oder Prognosen erstellt werden kénnen.
Beispielsweise werden hierbei neuronale Netze effektiv eingesetzt.26

Die nachfolgende Abbildung 2-6 verdeutlicht die soeben beschriebenen
Zusammenhange zwischen Informatik, kunstlicher Intelligenz und maschi-
nellem Lernen. Weiters werden von letzterem die drei Lernverfahren darge-

WJ

73

Uberwachtes
Unuberwachtes

Maschinelles Lernen

Kinstliche Intelligenz

Informatik

Abb. 2-6 Einteilung des maschinellen Lernens

221 Nachahmung der Funktionsweise des menschlichen
Gehirns

Neuronale Netze stellen Verbindungen aus Nervenzellen im Gehirn von
Menschen und Tieren dar. Den komplexen Verschaltungen zwischen diesen
winzigen Bausteinen und deren Adaptivitat verdankt der Homo sapiens seine
Intelligenz und die Fahigkeit zu lernen. Weiters wird dadurch die Basis fur
das Ldsen von motorischen und intellektuellen Problemstellungen unter
variablen Umweltbedingungen geschaffen. 21

Dass das Gehirn die Schaltstelle bei Informationsverarbeitungen darstellt, ist
seit Beginn des 19. Jahrhunderts bekannt. Seither wurden die rund 80 Mrd.
Nervenzellen im Hirnstamm, Kleinhirn, Zwischenhirn und GroRhirn intensiv

2 Vgl.: Ertel, W: Grundkurs Kinstliche Intelligenz. 4. Auflage. S. 313
2% Vgl.: Ertel, W: Grundkurs Kunstliche Intelligenz. 4. Auflage. S. 257f
27 Vgl.: Ertel, W: Grundkurs Kunstliche Intelligenz. 4. Auflage. S. 265
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erforscht, damit unter anderem die menschliche Wahrnehmung, Assozia-
tionen, Gedanken und die Lernfahigkeit besser nachvollzogen werden
kénnen. Der Hirnstamm selbst ist verantwortlich fir die Verarbeitung der
eingehenden Sinneseindriicke und der ausgehenden motorischen
Reaktionen. Weiters werden in diesem Bereich die Reflexe und die automati-
schen Korperfunktionen (z.B.: die Atmung) gesteuert. Das Kleinhirn
Ubernimmt hingegen das Gleichgewicht, die Bewegungskoordination sowie
das unbewusste Lernen. Das Zwischenhirn Ubertréagt sensorische und
motorische Reize hin zum Grofhirn und ist unter anderem auch fiir die
Schlafsteuerung, das Schmerzempfinden und die Temperatursteuerung
verantwortlich. Im Bereich des GroRhirns werden visuelle und akustische
Informationen wahrgenommen. Ebenso ist es fir die Bewegungskontrolle,
die Tastwahrnehmung und das Gedachtnis zusté\ndig.28

Die Struktur des Gehirns, welche sich aus den einzelnen Nervenzellen ergibt,
andert sich entsprechend den Aktivitdten des Individuums sténdig. Das
bedeutet, die winzigen Bauteile schaffen von selbst neue Verbindungen oder
I6sen alte. Ein einzelnes Neuron ist hierbei mit 1.000 bis zu 10.000 weiteren
verbunden. Weiters ist die Nervenzelle in einem weichen dreidimensionalen
Gewebe eingelagert. Dadurch wird rasch ersichtlich, dass ein Zeichnen eines
Schaltplanes fur das bessere Verstandnis des Gehirns ein Ding der Unmog-
lichkeit ist. Aus heutiger Sicht ist dies jedoch auch nicht mehr notwendig, weil
nicht die Struktur, sondern die Synapsen, welche die Verbindungen zwischen
den Neuronen herstellen, die zentrale Rolle spielen. Das besondere hierbei
ist, dass diese Verbindungsstellen nicht perfekt leitend ausgefihrt sind. Das
freie Wandern der Elektronen wird durch einen kleinen Spalt erschwert,
welcher mit einer chemischen Substanz, den Neurotransmittern, gefullt ist. In
Abhangigkeit diverser Parameter wie beispielsweise der Konzentration oder
der chemischen Zusammensetzung von Neurotransmittern haben diese
Spalte unterschiedliche Leitfahigkeiten beim Ubertragen von Ladungen.
Werden die synaptischen Verbindungen durch Substanzen wie zum Beispiel
Alkohol oder Drogen manipuliert, reagiert das Gehirn sehr sensibel auf diese
Verémderungen.29

Der Zellkorper des Neurons dient der Speicherung von kleinen elektrischen
Spannungen und ist mit einem Kondensator oder einer Batterie zu
vergleichen. Die Ladung erfolgt durch eingehende Spannungsimpulse anderer
Nervenzellen so lange, bis ein gewisser Schwellenwert Uberschritten wird. Ist
dies der Fall, feuert das Neuron. Hierbei wird die im Speicher angesammelte
Spannung Uber alle Verbundstellen an andere Neuronen weitergegeben, in
denen der gleiche Prozess ablauft. Welche Menge lber den Berlihrungspunkt
weitergereicht werden kann, ist von der dortigen Leitfahigkeit abhéngig. Das
Interessante dabei ist, dass durch eine gezielte Steuerung der Synapsen die
Struktur verandert wird. Je groRRer die Notwendigkeit einer Verbindung, desto
starker wird diese ausgebildet. Das bedeutet, dass bei vermehrter Anzahl an
Spannungsimpulsen der dortige Widerstand gesenkt wird. Bei Verbindungs-
stellen, welche sehr wenig genutzt werden, nimmt die Leitfahigkeit stark ab,
bis sie schlielllich vollkommen verloren geht und somit zum Absterben flhrt.
Diese soeben beschriebene Adaptivitat ist die Grundlage fur die menschliche
Fahigkeit, sich an ein Umfeld anzupassen und zu lernen.30

28 vVgl.: Kaffka, T.: Neuronale Netze. Grundlagen. S. 24
29 vgl.: Ertel, W: Grundkurs Kiinstliche Intelligenz. 4. Auflage. S. 266
30 Vgl.: Ertel, W: Grundkurs Kinstliche Intelligenz. 4. Auflage. S. 266ff
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Zum Abschluss des biologischen Exkurses gilt es noch anzumerken, dass bis
heute noch nicht erforscht ist, wie diese bereits bekannten Prinzipien das
intelligente Verhalten ermdoglichen. Aus diesem Grund versuchen Wissen-
schaftler*innen der Neuroinformatik zu neuen Erkenntnissen durch Simula-
tionen von mathematischen Modellen neuronaler Netze zu gelangen, um
beispielsweis zu erklaren, wie die Mustererkennung madglich wird. Der erste
Schritt erfolgte hierflr von McCulloch und Pitts im Jahre 1943, in dem sie ein
mathematisches Modell des Neurons als grundlegendes Schaltelement von
Gehirnen vorsteliten.

222 Mathematischer Hintergrund

Wie auch beim menschlichen Vorbild bestehen die kinstlichen neuronalen
Netze aus einzelnen Neuronen, die untereinander in Verbindung gesetzt
werden. Jedoch setzen sich hierbei die Grundbausteine nicht aus biologi-
schen Zellen zusammen, sondern werden durch eine Modellbildung in Form
mathematischer Funktionen veranschaulicht. Somit ist ein Neuron mit einer
Variablen, welche bestimmte Zahlenwerte aufgrund hinterlegter Zusammen-
hange annehmen kann, gleichzusetzen. Meistens weist es einen positiven
reellen Wert auf, wobei auch zu erwahnen ist, dass abhangig von speziellen
Netztypen ebenso binare (0 oder 1) oder bipolare (-1 oder +1) Werte hinterlegt
werden konnen.32

Die ersten neuronalen Netze bauten auf bindaren Neuronen auf, weil die
Nervenzelle zu Beginn als logisches Schwellenwertelement gesehen worden
ist. Uber Eingangsleitungen, von denen mehrere vorliegen kénnen, gelangen
somit nur Impulse in Form von Einsen und Nullen zum Grundbaustein.
Zunachst addiert das Element alle eintreffenden Reize auf und sobald ein
bestimmter Schwellenwert Gberschritten wird, gibt das Neuron selbst einen
Impuls (Zustand 1) weiter. Hinzu kommt, dass die einzelnen Leitungen
zwischen den kinstlichen Nervenzellen eine hemmende (-1) oder eine
erregende (+1) Wirkung haben. Dadurch wird versucht, die Synapsenstéarke
zu modellieren. Ein Nachteil dieses Aufbaues ist jedoch, dass nicht gezeigt
werden kann, wie das Lernen zustande kommt. Um diesem Problem entge-
genzuwirken, wird die Verbindung der Synapsen variabel gestaltet. Dies
ermoglicht, dass beim Lernvorgang die Anpassung der Verbindungen mit
vom Lernverfahren abhangigen Betragen erfolgen kann.33

Die soeben vorgestellten Neuronen, die auch Units, Einheiten oder Knoten
genannt werden, haben somit die Aufgabe, Informationen aus der Umwelt
oder von anderen Neuronen aufzunehmen, zu modifizieren und an andere
Units oder die Umwelt weiterzugeben. Abhangig vom Ausgangspunkt der
Reize sowie dem Zielort lassen sich die kinstlichen Neuronen in drei
verschiedene Arten unterteilen:34

* Input-Neuronen: empfangen Signale/Reize von der AuRenwelt

* Hidden-Neuronen: befinden sich zwischen Input- und Output-Neuronen und
beinhalten eine interne Reprasentation der AuRenwelt

» Output-Neuronen: geben Signale an die Aullenwelt weiter

31 vgl.: Ertel, W: Grundkurs Kiinstliche Intelligenz. 4. Auflage. S. 265

32 vgl.: Schmidt, J.; Kliiver, C.; Kliiver, J.: Programmierung naturanaloger Verfahren. S. 141

33 Vgl.: Kaffka, T.: Neuronale Netze. Grundlagen. S. 29ff

34 Vgl.: Rey, G. D.; Beck, F.: Neuronale Netze. http://www.neuronalesnetz.de/. Datum des Zugriffs: 13.08.2020
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Die zuvor erwahnten Verbindungen der Units, welche auch als Gewichtungen
bezeichnet werden, bilden den zweiten wesentlichen Bestandteil. In Abhan-
gigkeit ihrer Einflussstarke werden grof3ere oder kleinere Werte in der
Gewichtsmatrix W = (Wij) gespeichert. Diese wird in weiterer Folge mit dem
Vektor der Eingangswerte multipliziert, um anschlie®end vom Neuron weiter
verarbeitet zu werden.3® Weiters kann in der Regel anhand dieser Matrix die
topologische Struktur des Netzes abgelesen werden.3® Das bedeutet, dass
bei der Analyse der eingetragenen Abhangigkeiten ersichtlich wird, wie die
Neuronen zueinander in Verbindung stehen. Betragt das Gewicht Null,
existiert kein Einfluss.

An dieser Stelle ist darauf hinzuweisen, dass erst die Gewichtungen
zwischen den einzelnen Neuronen die Adaptionsfahigkeit ermdéglichen. Sie
weisen Ahnlichkeiten mit der Leitfahigkeit einer Synapse im menschlichen
Gehirn auf und bilden dadurch die Basis fur das Erlernen von intellektuellen
Fahigkeiten und deren Anwendung bei unterschiedlichen Umweltbedin-
gungen.

Die nachfolgende Abbildung 2-7 zeigt den schematischen Aufbau eines im
Bereich des Baubetriebs und der Bauwirtschaft eingebetteten neuronalen
Netzes, um Prognosen zu erstellen.

Umwelt

Neuronales Netz

| ... Input-Neuronen H ... Hidden-Neuronen O ... Output-Neuronen

Abb. 2-7 Schematischer Aufbau eines neuronalen Netzes3’

Die in der Grafik dargestellten runden Kreise reprasentieren die einzelnen
Neuronen, wobei Neuronen mit der gleichen Aufgabe in einer Schicht, dem
sogenannten Layer, zusammengefasst werden. Die Input-Neuronen (I)
befinden sich immer am Anfang eines neuronalen Netzes und nehmen die
vorgegebenen Reize aus der Umwelt auf. In diesem Fall sind dies Plane,
Bauvertrage oder Zeitvorgaben. Die O-Einheiten verkdrpern die Output-
Neuronen, werden im Output-Layer angeordnet und geben die Ergebnisse —
beispielsweise Tatigkeitsanordnungen, Dauern in Bauzeitplanen oder
Kostenentwicklungen — an die Umwelt zurtck. Zwischen den soeben

35
36
37

Vgl.: Richter, S.: Statistisches und maschinelles Lernen. S. 225f
Vgl.: Schmidt, J.; Kliver, C.; Kliiver, J.: Programmierung naturanaloger Verfahren. S. 141

Stockl, R.: Einsatzmdglichkeiten von neuronalen Netzen im Baubetrieb und in der Bauwirtschaft. Masterarbeit. Institut
flr Baubetrieb und Bauwirtschaft, TU Graz, 2018. S. 8
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genannten Schichten sind die Hidden-Neuronen (H) anzutreffen. Diese
speichern die erlernten Zusammenhange und kdnnen auch in einem oder
mehreren Hidden-Layern zusammengefasst werden. Die Verknipfungen
zwischen den Units, sprich die Einflisse untereinander, werden durch Linien
dargestellt. Die unterschiedlichen Strichstarken reprasentieren die verschie-
denen Betrage der Gewichtungen, welche in der Matrix eingetragen sind.

Die Struktur innerhalb der Gewichtsmatrix ist frei wahlbar. Das bedeutet, es
kénnen neuronale Netze in homogenen Umgebungen konstruiert werden, bei
denen jedes Neuron mit allen restlichen Units verbunden ist. Solche freien
Strukturen rufen jedoch haufig aufgrund maximaler Ruckkopplung komplexe
Dynamiken hervor und konvergieren nur selten. Weil dadurch die Stabilitat der
Ergebnisse leidet, werden derartige Netze nur in wenigen Fallen eingesetzt.38

Damit die Ordnung innerhalb kiinstlicher neuronaler Netze erhéht wird, werden
einzelne Neuronen in Schichten zusammengefasst, wobei sie untereinander
keine Verbindung aufweisen. Nur Einheiten aus verschiedenen Klassen Gben
einen Einfluss aufeinander aus. In der Gewichtsmatrix ist diese strukturbil-
dende Malinahme in Form von Null-Blécken zu erkennen. Weiters spielt auch
die Richtung der Verbindungen eine wesentliche Rolle, weil dadurch die
Anordnung der Layer untereinander festgelegt wird. Erfolgt die Reihenfolge wie
in Abbildung 2-7 vom Input in Richtung Output, wird von Feedforward-Struk-
turen gesprochen. Existieren hingegen Verbindungen, die entgegen dieser
Vorzugsrichtung verlaufen, tragen sie die Benennung rekurrent, wahrend
Abhangigkeiten innerhalb eines Layers als laterale Verbindungen bezeichnet
werden. Die nachfolgende Abbildung 2-8 zeigt einige Beispiele.3®

3-schichtig, 3-schichtig, 3-schichtig, feed-forward 3-schichtig,
feed-forward feed-back 2 laterale Verbindungen feed-forward
in der Zwischenschicht mit short cuts

Abb. 2-8 Schematische Darstellung von Netzstrukturen©

Beim Einsatz von vier Neuronen existieren bereits 218 verschiedene
Graphen-Strukturen mit gerichteten Verbindungen. Liegen sechs Neuronen
vor, steigt die Anzahl auf rund 1,5 Millionen Mdglichkeiten. Aufgrund dieses
explosionsartigen Anstiegs ist es sinnvoll, sich auf wenige spezielle Struk-
turen zu beschranken. Dadurch wird gewahrleistet, dass die Ublichen zu
I6senden oder simulierenden Probleme bewaltigt werden kdnnen. Ein
weiterer Grund fur die Verwendung strukturschaffender Malinahmen ist, dass
nur fir wenige Neuronenkonstellationen Lernalgorithmen existieren, die
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2.2 Von der kunstlichen Intelligenz zu neuronalen Netzen

theoretisch ausreichend erfassbar sind und dadurch fundierte Aussagen Uber
das Konvergenzverhalten gemacht werden kénnen. Der dritte Grund fur eine
Struktur im neuronalen Netz ist in der Performance der Programme zu finden.
Natirlich ist es moglich, eine Software zu entwerfen, die jeden beliebigen
Aufbau unterstiitzt. Jedoch wird dadurch in Kauf genommen, dass mit zuneh-
mender Neuronenzahl die Algorithmen, welche die Gewichtsmatrizen verar-
beiten missen, uneffektiver und langsamer werden. Um Rechenschritte zu
minimieren, werden daher in der Praxis die Programme auf bestimmte
Netzstrukturen zugeschnitten.*!

Typische und weitverbreitete Falle stellen daher Schichtstrukturen in
Verbindung mit reinen Feedforward-Architekturen dar. Durch das separate
Abarbeiten aufeinanderfolgender Schichten koénnen kleinere Teilmatrizen
abgespalten und unter deutlich geringerem Rechenaufwand geldst werden.
Netze mit rekurrenten Verbindungen fihren zu weitaus komplexeren
Dynamiken, wodurch sich wiederum Probleme bei der Konvergenz bzw.
Stabilitdt ergeben kdnnen. Bei der Wahl der Netzstruktur empfiehlt es sich
daher, aus der Literatur ein im selben Fachbereich eingesetztes neuronales
Netz zu suchen und dieses anschlieRend anzupassen. Somit ist sicherge-
stellt, dass der Netzaufbau und die Lernalgorithmen zusammenspielen, was
sich in weiterer Folge positiv auf die Eignung und Effizienz der kinstlichen
Intelligenz auswirkt. Ebenso gilt es zu beachten, dass mit keiner zu
komplexen Neuronenkonstellation begonnen wird.*2

2.2.3 Funktionen

Mathematisch gesehen basieren klnstliche neuronale Netze auf einer
Grundstruktur von Graphen43, deren wichtigste Reprasentation die Gewichts-
matrizen sind. Jede Ecke der Graphen wird hierbei als Neuron bezeichnet
und bekommt einen Zustand (Aktivierung) sowie eine Transformations-
funktion zugesprochen. Letztere ist in der Regel in drei hintereinander auszu-
fuhrende Funktionen (Propagierungs-, Aktivierungs- und Outputfunktion)
unterteilt. In der Praxis ist es Ublich, entweder fur alle Neuronen oder
zumindest flr Units innerhalb einer Schicht dieselben mathematischen
Zusammenhange zu hinterlegen. Schlussfolgernd kann somit gesagt
werden, dass ein Neuron nichts anderes als eine Variable darstellt, die
verschiedene Zahlenwerte annehmen kann.**

Nachfolgend werden die gebrauchlichsten Propagierungs-, Aktivierungs- und
Outputfunktionen kurz erklart, weil diese grof3e Auswirkungen auf die Netzei-
genschaften haben.

Propagierungsfunktionen

Der lineare Zusammenhang stellt die einfachste Form von Propagierungs-
funktionen dar. Der Nettoinput (net;) wird hierbei durch das Aufaddieren der
Produkte (Ergebnis der Multiplikation) aus den einzelnen Outputs (o;) der
sendenden Neuronen mit der dazugehorigen Gewichtung (wj;) berechnet.
Diese Summenbildung wird in Gleichung (2-1) gezeigt. Wird zusatzlich ein
Schwellenwert ®j berlicksichtigt, ist der Nettoinput nach Gleichung (2-2) zu

41
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Vgl.: Schmidt, J.; Kliver, C.; Kliver, J.: Programmierung naturanaloger Verfahren. S. 144f
Vgl.: Schmidt, J.; Kliver, C.; Kliiver, J.: Programmierung naturanaloger Verfahren. S. 145ff
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berechnen. An dieser Stelle ist jedoch zu erwahnen, dass in den meisten
Fallen ein Grenzwert innerhalb der Propagierungsfunktion durch eine
geeignete Aktivierungsfunktion ersetzt wird. 4°

n
net; = 3 w;o; (2-1)
i=1
n
xfir % w;0;>0;
i=1
0 sonst

net; = (2-2)

Aktivierungsfunktionen

Die Aktivierung eines Neurons wird haufig erst durch die Modifizierung des
Nettoinputs dargestellt. Die hierbei erzielte Verdnderung hangt von der Wahl
der eingesetzten Aktivierungsfunktion Fj(net) ab und bestimmt in starkem
Ausmal} die Eigenschaften des Netzes. Zu den wichtigsten Aufgaben,
welche diese Funktion erfiillen muss, zahlt es, die Aktivierungswerte a; der
einzelnen Neuronen in einem sinnvollen Intervall zu halten. Dadurch wird ein
standiges Anwachsen aufgrund der Summation der einzelnen Beitrage der
Neuronen verhindert, wodurch das Netz stabiler wird und leichter konvergiert.
Weiters werden unnétige Rechenoperationen aufgrund infinitesimal kleiner
Veranderungen reduziert. Weil die Aktivierungsfunktion somit festlegt, ob
Nicht-Linearitdten abgebildet werden kdénnen, mit welchen Aktivierungs-
werten ein Netz arbeitet (z.B.: bindr) und wie schnell es konvergiert, zahlt
diese Funktion zum Herzstick der kunstlichen neuronalen Netze. Aus
diesem Grund hat die Auswahl immer unter Berlicksichtigung der zugrunde-
liegenden Aufgabenstellung zu erfolgen. Folgende Aktivierungsfunktionen
sind in der Praxis sehr gebréiuchlich:46

Schwellenwertfunktion

x fur net; > O

i~ (y fur net} s@D (2-3)
In Gleichung 2-3 reprasentieren x und y madgliche Aktivierungszustande des
Neurons j, welche in Abhangigkeit des Nettoinputs und des angegebenen
Schwellenwertes 0, berechnet werden. Diese Beschrankungen k&nnen
individuell fur jedes Neuron selbst, fiir ganze Klassen oder fir das gesamte
Netzt festgelegt werden. Weiters ist anzumerken, dass eine Schwellenwert-
funktion auch haufig bei Outputfunktionen eingesetzt wird.*’

Signumfunktion sgn(net;j)

Diese Funktion, auch Vorzeichenfunktion genannt, liefert die Aktivierungszu-
stande a; = +1 oder -1 und wird daher bei bipolar kodierten Netzen einge-
setzt.*® Die folgende Abbildung 2-9 und die kommende Gleichung (2-4)

45 vgl.: Schmidt, J.; Kliiver, C.; Kliiver, J.: Programmierung naturanaloger Verfahren. S. 149
46 vgl.: Schmidt, J.; Kltver, C.; Kliiver, J.: Programmierung naturanaloger Verfahren. S. 150
a7 Vgl.: Schmidt, J.; Kliver, C.; Kltver, J.: Programmierung naturanaloger Verfahren. S. 150
48 Vgl.: Schmidt, J.; Kliver, C.; Kltver, J.: Programmierung naturanaloger Verfahren. S. 150
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stellen die Signumfunktion dar, welche jeder reellen Zahl ihr Vorzeichen
zuordnet.49

o<

A
v

Abb. 2-9 Signumfunktion®°

1 firx>0

a = ( Of[]rx=0] (2-4)
—1 firx<0
Lineare Aktivierungsfunktion
a; = Y w;0; = net; (2-5)

i=1

In Gleichung (2-5) wird eine lineare Aktivierungsfunktion gezeigt. Weil diese
aufgrund der dargestellten Summation beliebig anwachsen kann, werden
haufig eine untere und eine obere Schranke, ®, bzw. ®, hinzugefugt. Die
modifizierte Funktion ist in Gleichung (2-6) ersichtlich und wird zusatzlich in
Abbildung 2-10 verbildlicht.®!

netj fir @, < netj <0,
a = x fir net; <@, (2-6)
y fur netj >0,

49 Vgl.: Lexikon der Mathematik: Signumfunktion. online: https://www.spektrum.de/lexikon/mathematik/signumfunk-

tion/9749. Datum des Zugriffs: 25.08.2020
Stockl, R.: Einsatzmdglichkeiten von neuronalen Netzen im Baubetrieb und in der Bauwirtschaft. Masterarbeit. Institut
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y

Abb. 2-10 Lineare Aktivierungsfunktion mit oberer und unterer Schranke®?

Sigmoide Funktion

Sigmoide Funktionen, welche auch den Namen Schwanenhals- oder S-
Funktionen tragen, werden oftmals als Aktivierungsfunktion eingesetzt. Die
Namensgebung stitzt sich hierbei auf den s-formigen Verlauf. Ein haufig
eingesetzter Zusammenhang stellt in diesem Bereich die logistische Funktion
dar. Sie ist in Gleichung (2-7) ersichtlich und in Abbildung 2-11 schematisch
aufbereitet.>3

1

7net-

3

a; = Fj(netj) = (2-7)

1+e

F(net;)

A
v

l net;

Abb. 2-11 Schematische Darstellung einer sigmoiden Funktion®*

Tangens-Hyperbolicus-Funktion

Ein weiterer funktionaler Zusammenhang mit der sigmoiden Form wird durch
den Tangens-Hyperbolicus verkorpert. Die Aktivierungswerte werden nach
Gleichung (2-8) berechnet. Der daraus resultierende Graph wird in
Abbildung 2-12 wiedergegeben.5®

a; = Fj(net) = tanh(net)) (2-5)

52 Stockl, R.: Einsatzmdglichkeiten von neuronalen Netzen im Baubetrieb und in der Bauwirtschaft. Masterarbeit. Institut
flr Baubetrieb und Bauwirtschaft, TU Graz, 2018. S. 12
Vgl.: Schmidt, J.; Kliver, C.; Klver, J.: Programmierung naturanaloger Verfahren. S. 151
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F(net;) = tanh(net;)

A

v

Abb. 2-12 Schematische Darstellung des Tangens-HyperboIicus56

Bei praxisbezogenen Anwendungsféllen haben sich in Abhangigkeit der
Aufgabenstellung verschiedene Funktionen und dazugehoérige Parameter
bewahrt. Aus diesem Grund empfiehlt es sich, vor dem Entwurf eines Netzes
die Literatur nach vergleichbaren Fallen zu durchsuchen, um mit den bereits
erprobten Abhangigkeiten zu beginnen. Weiters gilt es, moglichst einfache
und mit der Kodierung des Netzes abgestimmte Funktionen einzubauen. Die
Schwellenwertfunktion ist haufig bei binar und die Signumfunktion bei bipolar
kodierten Netzen zu finden. Ebenso ist hervorzuheben, dass Schwellenwert-,
Signum- oder lineare Funktionen kurze Rechenzeiten hervorrufen.®’

Der Vorteil der logistischen Funktion sowie des Tangens-Hyperbolicus ist,
dass deren Ableitung, welche bei den Lernregeln einen wichtigen Platz
einnimmt, durch die selbige Funktion ausgedriickt werden kann. Dies wird in
Gleichung (2-9) gezeigt.58

logistische Funktion: fi(x) = f(x)(1-1(x)) (2-9)
Tangens-Hyperbolicus: fi(x) = 17(f(x))2

Outputfunktionen

Als Outputfunktion wird vorzugsweise die Identitatsfunktion oder die Schwel-
lenwertfunktion implementiert. Ersteres ist in Gleichung (2-10) abgebildet und
kann im Bedarfsfall noch skaliert werden. Letzteres wird in Gleichung (2-3)
gezeigt und findet unter anderem bei ganzzahligen oder bindren Outputs
Verwendung wie beispielsweise bei der Mustererkennung oder der
Simulation von Logikfunktionen. Ist eine bipolare Ausgabe gefordert, erfillt
die Signumfunktion diese Anforderung.%®

o; = a; = F(net) (2-10)

5 Stockl, R.: Einsatzmdglichkeiten von neuronalen Netzen im Baubetrieb und in der Bauwirtschaft. Masterarbeit. Institut
fiir Baubetrieb und Bauwirtschaft, TU Graz, 2018. S. 13
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Schmidt, Kliiver und Kliiver fassen die drei Funktionen in jeweils einem Satz
sehr treffend zusammen:

,Die Propagierungsfunktion fasst durch eine gewichtete Summe die
Eingaben aus allen auf ein betreffendes Neuron j wirkenden anderen
Neuronen zu der Netzeingabe net; zusammen.

Die Aktivierungsfunktion erzeugt aus net; und ggf. schon vorhandener
Aktivierung einen neuen Aktivierungswert a; des Neurons j.

Die Outputfunktion (Ausgabefunktion) erzeugt aus der Aktivierung a; die
Ausgabe 0o;, die an andere Neuronen bzw. den Outputvektor weitergegeben
wird.“60

Die soeben besprochenen Funktionen werden meistens global eingesetzt,
das bedeutet, sie gelten fir alle Neuronen im Netz oder zumindest in einer
Schicht. Nur Schwellenwerte weisen gelegentlich lokale Anwendungen bei
einzelnen Neuronen innerhalb eines Layers auf. Abschliefiend ist noch zu
erwahnen, dass letztendlich die genaue Aufgabenverteilung von Propagie-
rungs-, Aktivierungs- oder Outputfunktion innerhalb des Gesamtalgorithmus
nur eine praktische und programmiertechnische Frage darstellt. Es kann
problemlos die Propagierungs- oder Outputfunktion in die Aktivierungs-
funktion integriert werden.8’

2.24 Die Fahigkeit zu lernen

Die Adaptionsfahigkeit der kinstlichen neuronalen Netze ermdglicht es,
Zusammenhange zu erkennen und somit zu lernen. Damit Wissen gespei-
chert werden kann, muss durch eine steuernde Instanz das Netz systema-
tisch oder auch stochastisch verandert werden. Um die passenden Gewich-
tungen, sprich Abhangigkeiten der Neuronen untereinander, zu finden, muss
diese Instanz zunachst den Status des Netzes evaluieren. Im Zuge dessen
werden sowohl externe GroRen wie beispielsweise ein Lernziel (Prognose-
werte) oder ein zu erkennendes Muster (Bilder) als auch interne Grofen,
welche zum Beispiel Zustandsfunktionen darstellen, analysiert. Im ersten Fall
handelt es sich um Uberwachtes Lernen oder auch Lernen mit Lehrer. Hierbei
wird die Annaherung des Netzoutputs an das Lernziel zuriickgegeben. Der
zweite Fall ist dem nicht iiberwachten Lernen zuzuordnen.2

Die Anpassung eines kunstlichen neuronalen Netzes an die Lésung einer
Aufgabenstellung, kurz lernen, kann auf folgenden Ebenen Veranderungen
bewirken:%3

1. Hinzufiigen neuer oder Léschen bestehender Neuronen
2. Hinzufugen neuer oder Léschen bestehender Verbindungen

3. Veranderung der Gewichtswerte wj; (Verbindungsstarken der Neuronen,
welche in der Gewichtsmatrix gespeichert sind)

4. Modifizierung der Transformationsfunktionen z.B.: durch den Einsatz
eines anderen mathematischen Zusammenhangs oder Schwellenwerts

5. Abanderung der kontinuierlichen Inputs spezieller Neuronen

60
61
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Unter den ersten drei Moglichkeiten wird die Veranderung der Topologie
eines Netzes verstanden, welche Uber die Anpassung der Gewichtsmatrix
realisiert wird. Weist eine Verbindung den Wert Null auf, bedeutet dies, dass
Neuron i auf j keinen Einfluss ausibt. Die letzten zwei Modifikationen kénnen
als Veranderung des Ablaufmodus interpretiert werden.%4

Um den Stand eines Lernprozesses bewerten zu koénnen, ist es notwendig,
die Fehlerfunktion E einzufihren. Diese beschreibt bei Gberwacht lernenden
neuronalen Netzen die Abweichung oder Distanz des Outputvektors Y zum
Zielvektors T, der auch Target-Vektor genannt wird. Hierbei finden verschie-
denste Distanzmalle Anwendung, wobei die euklidische Distanz, die in
Gleichung (2-11) gezeigt wird, am haufigsten fir n-dimensionale Vektoren mit
bindren, ganzzahligen oder reellen Komponenten eingesetzt wird.5°

d= |3 -y (2-11)
i=1

Oftmals findet jedoch auch nur das Quadrat derselben Funktion Anwendung,
weil es beim Berechnen des Minimums der Distanz (Extremwertaufgabe)
keine Auswirkung hat, ob die euklidische Distanz oder deren Quadrat, welche
in Gleichung (2-12) abgebildet ist, eingesetzt wird.5® Der Faktor 1/2 ermdg-
licht nach der Ableitung das Kirzen der herabgeschriebenen Hochzahl und
fuhrt somit zu einer Vereinfachung der Gleichung.

d = % 3 -y (2-12)
i=1

Der Lernprozess lauft so lange, bis die Fehlerfunktion, welche den aktuellen
Stand des Lernens bewertet, einen ausreichend kleinen Wert angenommen
hat. Ist der gewlinschte Fehlerwert erreicht oder unterschritten, ist das
Suchen nach Zusammenhangen als abgeschlossen zu betrachten. Dieses
Abbruchkriterium beinhaltet somit den Fehler des gesamten vom Netz
ausgegebenen Outputvektors Y bezogen auf den ganzen Target-Vektor T,
der aus dem Datensatz folgt. An dieser Stelle ist jedoch wichtig, hervorzu-
heben, dass dieser Wert nicht mit den Distanzen aus den einzelnen Kompo-
nenten y; des Outputvektors und den dazugehdrigen Komponenten t; des
Zielvektors gleichgesetzt werden darf. Diese Fehlerwerte der Form
8, = t;—y,; beschreiben das Mal} der einzelnen Abweichungen. Anwendung
finden sie bei der Steuerung der mit den Komponenten verknipften
Gewichtswerten wy; bzw. anderer Parameter, welche die Aktivierung y; beein-
flussen. 87

Der durch die Fehlerfunktion bewertete Zustand eines Netzes hangt natur-
gemal von allen Parametern ab, die wahrend des Lernens angepasst
werden kénnen und dadurch die Adaption des Netzes ermdglichen. Die
Darstellung der mehrdimensionalen Fehlerfunktion, welche die verander-

64 vgl.: Schmidt, J.; Kliiver, C.; Kliiver, J.: Programmierung naturanaloger Verfahren. S. 140
65 Vgl.: Schmidt, J.; Kliver, C.; Kliver, J.: Programmierung naturanaloger Verfahren. S. 160
66 Vgl.: Schmidt, J.; Kliver, C.; Kliver, J.: Programmierung naturanaloger Verfahren. S. 160
67 Vgl.: Schmidt, J.; Kliver, C.; Kliiver, J.: Programmierung naturanaloger Verfahren. S. 160f
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baren Gewichtswerte enthalt, ist in Gleichung (2-13) beschrieben und stellt
eine Flache im n+1-dimensionalen Raum dar.%®

EW) = E(wy) i=123..n (2-13)

Das Ziel des Lernprozesses, welcher beim Uberwachten Lernen in der
Trainingsphase stattfindet, ist, auf Basis der bekannten Muster das globale
Minimum der Fehlerflache zu finden. Sobald der Gradient (Vektor, der die
partiellen Ableitungen dieser Funktion enthalt) den Wert Null aufweist, ist ein
Minimum gefunden, weil es im untersuchten Punkt keinen weiteren steilsten
Abstieg gibt. An dieser Stelle ist jedoch hervorzuheben, dass es sich bei dem
detektierten Extremwert nicht zwingend um das globale Minimum handeln
muss. Es kann auch lediglich ein lokales darstellen. Diese Vorgehensweise
bei Abhangigkeiten mit mehreren Variablen ist mit der ersten Ableitung einer
Funktion im zweidimensionalen Raum vergleichbar und liegt dem Gradien-
tenabstiegsverfahren zu Grunde. Hierbei folgt man von einem Standpunkt
aus, welcher den derzeitigen Systemzustand verkdrpert, der Richtung des
steilsten Abstiegs, sprich dem gréften negativen Gradienten, um die Extrem-
wertaufgabe zu I6sen. Dieser soeben besprochene Algorithmus wird in seiner
Grundfunktion oder in modifizierter Art und Weise (z.B.: konjugiertes
Gradientenabstiegsverfahren) eingesetzt, um von einem beliebigen Punkt
aus durch Modifikation der Variablen ein Minimum der Fehlerflache zu
erreichen.®

Beim Lernen in mehrschichtigen neuronalen Netzen ist es nicht mdglich den
Zwischenschichten konkrete Zielwerte zuzuordnen. Weil der Abgleich der
Aktivierungen des Netzes mit dem Soll ausschlieRlich in dem Output-Layer
erfolgt, miissen sich die Anderungen der Gewichte zwischen Input- und
Hiddenschicht sowie zwischen zwei Hidden-Layern aus den in der Ausgabe-
schicht berechneten Differenzen ergeben. Der bekannteste Lernalgorithmus,
der hierbei eingesetzt wird, tragt den Namen Backpropagation und findet bei
reinen Feedforward-Netzen mit mehreren Schichten sowie monotonen, diffe-
renzierbaren Aktivierungsfunktionen Anwendung. Die Namensgebung dieser
Lernregel ist darauf zurlickzufihren, dass die in der Output-Schicht errech-
neten Differenzen gegen die Rechenrichtung des Netzes, sprich rickwarts, in
die Verbindungsgewichte eingearbeitet werden. Das fortlaufende Riickwarts-
schreiten in die davor liegende Schicht ist wichtig, weil die Anderung eines
Gewichtswertes w;; vom Output aller empfangenden Neuronen der nachsten
Schicht abhéngt."f

2.3 Eingesetzte Software — NeuralTools

Prognosen und Klassifizierungen kénnen mittels selbst programmierter oder
kommerzieller Software erstellt werden. Hierbei gibt es jedoch grof’e Unter-
schiede bei den Einsatzmdglichkeiten und in der Verwendungsfreiheit der
Nutzer*innen, weil mit zunehmender Distanz zur selbststandigen Program-
mierung die Fahigkeit der Neuentwicklung und Anpassung abnimmt. Gleich-
zeitig steigt jedoch die Anwenderfreundlichkeit. Weiters wird bei einem
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kommerziellen Produkt weniger Fachwissen bendtigt als bei Eigenimplemen-
tierungen. Die Auswahl des Programmes oder der Programmierpakete ist
somit immer auf den Anwendungsfall und die zur Verfigung stehenden
Ressourcen zurtckzufihren.

Die vorliegende Dissertation stitzt sich auf NeuralTools’, ein Produkt der
Palisade Corporation, da diese Software ein effizientes Erstellen und
Verwalten von neuronalen Netzen ermdglicht. Weiters baut sie auf Microsoft
Excel’? auf, einem in der Bauwirtschaft und im Baubetrieb weit verbreiteten
Programm, wodurch die Erreichbarkeit und die Nachvollziehbarkeit von
Unternehmen geférdert wird. Zu Beginn dieser Arbeit wurden Uberlegungen
zum Einsatz von TensorFlow’? und dessen benutzerfreundlicheren Erwei-
terung Keras’* angestellt. Bald jedoch kristallisierte sich heraus, dass dieses
datenstromorientierte Framework ein weitaus gré3eres Potenzial besitzt, als
bei numerischen Prognosen bendtigt wird, wodurch die Komplexitat bei
Demonstrationen unnétigerweise steigt. Um eine einfache Handhabung bei
Vorzeigeprognosen sowie eine leichtere Nachvollziehbarkeit zu gewahr-
leisten, wurde daher NeuralTools bewusst ausgewahlt.

Ein weiterer Grund, der bei der Entscheidung mitgewirkt hat, ist, dass dieses
Anwendungsprogramm mittels VBA-Makros’® automatisiert werden kann,
wodurch in weiterer Folge die Steuerung der Ablaufe erleichtert wird.
Abschlieffend ist noch anzufiihren, dass bereits seit einigen Jahren am
Institut fir Baubetrieb und Bauwirtschaft der TU Graz erfolgreich Projekte mit
einer Softwareunterstlitzung der Palisade Corporation durchgefiihrt werden.

Fir eine genaue Anleitung zum Erstellen von Prognosen oder Klassifizie-
rungen mit NeuralTools sei auf die Masterarbeit Einsatzmdglichkeiten von
neuronalen Netzen im Baubetrieb und in der Bauwirtschaft’® verwiesen. Im
dortigen dritten Kapitel ist eine Anleitung zu finden, welche die Vorgehens-
weise Schritt fir Schritt erklart.

Ist die Entscheidung fiir ein bestimmtes Produkt gefallen, muss innerhalb der
angebotenen Ldsungsmdglichkeiten gearbeitet werden. Die Einschran-
kungen von NeuralTools werden nun im Folgenden naher erlautert.

Zu den wichtigsten Begrenzungen =zahlt, dass nur das Erstellen von
mehrschichtigen Feedforward-Netzen, Wahrscheinlichkeits- und Regressi-
onsnetzen mdglich ist. Weiters ist bei ersterem die Anzahl an Hidden-Layer
auf zwei Stuck und die Neuronenanzahl je Layer auf 100 Einheiten
beschrankt. Daraus wird sofort ersichtlich, dass mit Hilfe dieser Software kein
Deep Learning77 durchgefiihrt werden kann. Dies ware aber auch aufgrund
der geringen bauwirtschaftlichen und baubetrieblichen Datenlage nicht
sinnvoll. Weiters besagt das Universal Approximation Theorem,”® dass ein
Feedforward-Netz mit einem Hidden-Layer eine stetige Funktion exakt
nachbilden kann. Dies gilt jedoch nur, solange eine beliebige Anzahl an
Hidden-Neuronen dem Layer hinzugefligt werden kann.”® Aufgrund der

71
72
73

https://www.palisade.com/neuraltools/de/. Datum des Zugriffs: 29.07.2019

https://products.office.com/de-at/excel. Datum des Zugriffs: 29.07.2019

https://www.tensorflow.org/. Datum des Zugriffs: 29.07.2019

74 nttps:/keras.iol. Datum des Zugriffs: 29.07.2019

75 Visual Basics for Applications

76 Stéckl, R.: Einsatzmdglichkeiten von neuronalen Netzen im Baubetrieb und in der Bauwirtschaft. Masterarbeit am
Institut fir Baubetrieb und Bauwirtschaft. TU Graz. 2018

Neuronales Netz mit mehreren Hidden-Layern

Cybenko, G.: Approximation by superpositions of a sigmoidal function. In: Mathematics of Control, Signals, and
Systems, 2 (4), 1989. S. 303-314

Hornik, K.; Stinchcombe, M., White, H.: Universal approximation of an unknown mapping and its derivatives using mul-
tilayer feedforward networks. In: Neural networks, 3 (5), 1990. S. 551-560
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limitierten Datenmenge, die im Bauwesen fir Prognosen und Klassifizie-
rungen zur Verfugung steht, und dem Universal Approximation Theorem hat
die soeben besprochene maximale Anzahl von zwei Hidden-Layern keinen
wesentlichen Einfluss auf die Benutzbarkeit.

Ein ebenso wesentlicher Aspekt ist, dass NeuralTools keinen Backpropaga-
tionen-Algorithmus beim Minimieren der Fehlerfunktion einsetzt. Die Anpassung
der Gewichtungen erfolgt hierbei unter Verringerung der mittleren quadratischen
Abweichungen mit Hilfe des konjugierten Gradientenverfahrens .8

Das besondere beim konjugierten Gradientenverfahren ist, dass dem Weg
mit der steilsten Neigung unter Berlcksichtigung der vorherigen Suchrich-
tungen gefolgt wird. Hierfir wird zundchst der Gradient am Startpunkt
berechnet und dann als Richtungsvorgabe eingesetzt. Daraufhin gilt es,
herauszufinden, wie weit diesem vorgeschlagenen Weg gefolgt werden soll.
Dies geschieht, solange der Fehlerfunktionswert kleiner wird. Sobald er
wieder zunimmt, ist ein neuer Tiefpunkt erreicht, der wiederum den Startpunkt
fur den nachsten Abstieg darstellt. Fir die weitere Suche ist daraufhin die
neue Richtung, welche durch den konjugierten Gradienten vorgegeben wird,
zu bestimmen. Zu den Merkmalen dieses Gradienten zahlt, dass die
Richtungsanteile, welche parallel zu den vorherigen steilsten Abstiegen
verlaufen, nicht bericksichtigt werden. Darauffolgend gilt es wiederum, die
Distanz, welche auf dem neuen Weg zum nachsten Startpunkt zuriickgelegt
werden soll, zu ermitteln. Ist ein neuer Ausgangspunkt erreicht, beginnt der
Lésungszyklus durch Bilden eines weiteren konjugierten Gradienten von
vorne. Der soeben besprochene Vorgang wird so lange wiederholt, bis ein
Minimum der Fehlerfunktion erreicht ist.8!

Weiters wird die soeben besprochene deterministische Vorgehensweise mit
Simulated Annealing verknupft, damit ein lokales Extremum wieder verlassen
werden kann.®? Dieses Néaherungsverfahren beruht auf dem Prinzip eines
Abkiihlvorgangs in der Metallverarbeitung und ist dem Gebiet der Stoch-
astik®® zuzuordnen. Hierbei wird das Tempern, ein metallurgischer Prozess,
bei dem Atome durch Zuflhren von Energie zunachst auf ein hoheres
Energieniveau ansteigen, um anschlieBend durch langsames Abkuhlen den
optimalen Gitterplatz, sprich deren Energieminimum, zu erreichen,
nachgeahmt. Fir das Losen des Optimierungsproblems bedeutet dies, dass
mit einer bestimmten Wahrscheinlichkeit auch schlechtere Ldsungen
wahrend der algorithmischen Suche zugelassen werden. Dies ermdglicht das
Verlassen von lokalen Extremstellen, um ein globales zu erreichen. Wahrend
des Fortschreitens des Verfahrens wird diese Wahrscheinlichkeit allerdings
sukzessive verringert (Abkuhlvorgang), bis schlussendlich nur noch Verbes-
serungen moglich sind. Dadurch kann bei unendlicher Abklhlzeit das globale
Minimum erreicht werden.8*

Bei endlicher Abkuhlzeit, welche bei realen Aufgabenstellungen vorliegt, ist
dies jedoch nicht garantiert. Aus diesem Grund startet der Trainings-
Algorithmus von NeuralTools die Ermittlung des minimalen Fehler-
messwertes oftmals von vorne, in der Hoffnung, das globale Minimum zu

79 Vgl.: Goodfellow . et al.: Deep Learning. S. 194f

80 vgl.: Palisade Corporation: Benutzerhandbuch, NeuralTools. S. 91f

81 vgl.: Bishop, C. M.: Neural Networks for Pattern Recognition. S. 275ff

82 vgl.: Palisade Corporation: Benutzerhandbuch, NeuralTools. S. 91

83 Teilgebiet der Mathematik

84 Vgl.: Schmidt, J.; Kliver, C.; Kllver, J.: Programmierung naturanaloger Verfahren. S. 101f



finden. Hierbei gilt, dass mit langer andauernden Trainingsphasen eine
grolRere Anzahl an Startfaktoren getestet werden kann.8%

2.4 Einfuhrungsbeispiele

Um eine bessere Verstandlichkeit fur die Anwendung neuronaler Netze zu
erzielen, beinhaltet der folgende Abschnitt zwei eingdngige Prognosen, die
auf zufallig erstellten Datensatzen beruhen, um den Einfluss der Datensatz-
grolRe auf den Testfehler zu beleuchten.

Erstere beinhaltet den Gesamt-Aufwandswert von Stahlbetonarbeiten sowie
eine detaillierte Erlauterung wesentlicher Aspekte, die es bei der Auswertung
zu bericksichtigen gilt. Hierbei werden neben dem standardmafigen Testda-
tenbereich auch Vorhersagen aulerhalb der Trainingsdaten sowie die
Auswirkung fehlerbehafteter Inputparameter untersucht.88

Das zweite Beispiel beinhaltet die Ermittlung des Bewehrungs-Aufwands-
wertes bei Stutzen unter Berlcksichtigung diverser produktivitatsbeeinflus-
sender Faktoren. Der hierbei eingesetzte Datensatz wird jedoch nicht wie
beim ersten Beispiel mittels Monte-Carlo-Simulation erstellt, sondern beruht
auf einem im Rahmen dieser Dissertation betreuten Masterprojekt.

241 Prognose des Gesamt-Aufwandswertes fiir Stahlbetonar-
beiten auf Basis zufillig erstellter Datensatze

Nachfolgend werden die wichtigsten Grundlagen im Umgang mit kinstlichen
neuronalen Netzen anhand eines praxisnahen Beispiels verdeutlicht, wobei
die versteckten Gefahrenpotenziale im Mittelpunkt stehen. Hierfir wird
zunachst ein Datensatz mittels Monte-Carlo-Simulation erstellt und daraufhin
verschiedene Netze mit dem Programm NeuralTools 7.687 der Palisade
Corporation trainiert. Abschlief3end folgt die Analyse der Fehlerverlaufe unter
Berucksichtigung der verschiedenen DatensatzgroRen samt Interpretation
der Ergebnisse. Hervorzuheben ist, dass nicht nur Prognosen im Bereich der
Trainingsdaten, sondern auch auRerhalb dieses untersucht werden und dass
die Auswirkung eines fehlerbehafteten Datensatzes Eingang in die Analyse
findet.

Damit auch ohne ein tiefgriindiges Basiswissen die Nachvollziehbarkeit des
Beispiels gewahrleistet ist, wird auf die Tatsache, dass neuronale Netze ihre
grolte Starke erst bei komplexen Zusammenhangen zeigen, nicht naher
eingegangen. Der Gesamt-Aufwandswert der Stahlbetonarbeiten wurde
somit bewusst gewahlt, weil er einerseits aufgrund des sehr hohen Bekannt-
heitsgrades im Bauwesen gelaufig ist und andererseits die Zusammenhange
der Variablen in einer Gleichung dargestellt werden kdnnen. Dadurch wird in
weiterer Folge das Generieren und beliebige Erweitern des Datensatzes
ermdglicht.

Der erste Schritt, um solch eine Prognose durchzufiihren, beinhaltet die
Definition der Einflussfaktoren. Diese ergeben sich aus den einzelnen

85
86

Vgl.: Palisade Corporation: Benutzerhandbuch, NeuralTools. S. 91

Als Kurzfassung dieses Beispiels siehe auch: Stockl, R.; Hofstadler, C.: Neuronale Netze im Baubetrieb und in der
Bauwirtschaft — Systematische Modellierung und Implementierung. In: Agile Digitalisierung im Baubetrieb — Grundla-
gen, Innovationen, Disruptionen und Best Practices. Hrsg.: Hofstadler, C.; Motzko, C.

87 https://www.palisade.com/neuraltools/default.asp. Datum des Zugriffs: 01.04.2020
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Bestandteilen des Gesamt-Aufwandswertes®®, der in Gleichung (2-14)
ersichtlich ist. Er setzt sich aus der Summe der Multiplikationen vom
Aufwandswert flr die Schalarbeiten [AWg] mit dem Schalungsgrad [sg pwk]
und dem Aufwandswert der Bewehrungsarbeiten [AWpgy,] mit dem Beweh-
rungsgrad [bwg 1] sowie dem Aufwandswert der Betonierarbeiten [AWgT]
zusammen.

AWgrg = AWg - Sg, bwk T AWpgyy - bwg, bwk T AWRT (2-14)

AnschlieRend muss anhand der soeben definierten Variablen ein Datensatz
erstellt werden. Weil diesem Beispiel keine Informationen von bereits
abgeschlossenen Baustellen zu Verfigung stehen, wird der Datensatz mit
Hilfe der Monte-Carlo-Simulation erstellt. Hierbei werden zufallige Werte
innerhalb vorgegebener Verteilungsfunktionen fur die einzelnen Inputpara-
meter ausgewahlt. Tabelle 2-1 verdeutlicht die eingesetzten Bandbreiten der
symmetrischen Dreiecksverteilungen der Variablen mit dem dazugehdrigen
Erwartungswert.

Mit Hilfe dieser Methode werden unterschiedlich groRe Datensatze mit
folgender Anzahl an Fallen — ein Fall besteht aus den Inputparametern mit
dem dazugehorigen Output — erzeugt: 50, 100, 150, 200, 250, 300, 350, 400,
450, 500, 1.000, 2.500 und 5.000. Hierbei ist anzumerken, dass der jeweils
nachstgrolRere Datensatz alle Falle des vorherigen beinhaltet und nur die
Differenz neu generiert wird. Diese aufbauende Struktur gewahrleistet in
weiterer Folge eine bessere Vergleichbarkeit.

I;::' Berechnungsparameter Einheit MIN ERW MAX
0 A B c D E F
1 Aufwandswert Schalarbeiten AWg Std/m? 1,08 1,35 1,62
2 Schalungsgrad Sg,bwk m?/m? 2,66 3,32 3,98
3 Aufwandswert Bewehrungsarbeiten AWpgy Std/t 9,12 11,40 13,68
4 Bewehrungsgrad bwg ik kg/m? 103,20 129,00 154,80
5 Aufwandswert Betonarbeiten AWgr  Std/m? 0,84 1,05 1,26
Gesamt-Aufwandswert der
6 AW. 3
Stahlbetonarbeiten s Std/m 7,00

Tab. 2-1 Verteilung der Inputparameter89

Damit aus den erstellten neuronalen Netzen das beste ausgewahlt werden
kann, ist jeder einzelne Datensatz in Trainings- und Validierungsfalle aufzu-
teilen. Hierbei wird ein Verhaltnis von 80:20 gewahlt, wobei der nachst-
groRere Datensatz alle Fallzuordnungen des vorherigen Ubernimmt, um
ebenfalls eine bessere Vergleichbarkeit zu erzielen. Somit missen nur die
neuen Datensatzeintrage aufgeteilt werden. Tabelle 2-2 verdeutlicht
beispielhaft die Struktur des Datensatzes mit zugewiesener Verwendung der
ersten funf Falle.

88 vgl.: Hofstadler, C.: Produktivitat im Baubetrieb. S. 47

89 Stockl, R.; Hofstadler, C.: Neuronale Netze im Baubetrieb und in der Bauwirtschaft — Systematische Modellierung und
Implementierung. In: Agile Digitalisierung im Baubetrieb — Grundlagen, Innovationen, Disruptionen und Best Practices.
Hrsg.: Hofstadler, C.; Motzko, C. S. 139



Inputparameter Output
Lfd. Aws s, AWgy bw, AWz AWs Verwendung
[Std/m?] [m2/m?] [Stdff] [kg/m?] [Std/m?] [Std/m?]
0 A B € D E F G
1 1,21 3,09 12,09 132,89 1,16 6,50 Trainieren
2 1,45 3,26 10,93 131,99 1,10 7,58 Trainieren
3 1,35 323 11,63 141,47 0,93 6,96 Trainieren
4 1,32 3,25 10,12 129,14 1,02 6,62 Trainieren
5 1,20 3,38 11,42 118,80 0,96 6,70 Validieren

Tab. 2-2 Beginn eines Datensatzes

Abschlieliend werden die anhand der Validierungsdaten ausgesuchten Netze
mittels zweier Testdatensatze bewertet. Hierbei ist hervorzuheben, dass der
erste Testdatensatz im Bereich der Trainingsdaten liegt und 4.000 Falle
beinhaltet. Der zweite wird hingegen aufierhalb davon situiert, um die
Prognosegenauigkeit bei Fallen zu beurteilen, welche nicht im Trainingsbe-
reich liegen. Der soeben beschriebene Ablauf ist nochmals in der nachfol-
genden Abbildung 2-13 zusammengefasst, wobei Resultat 1 die Testfalle
innerhalb und Resultat 2 die aulerhalb liegenden beinhaltet. Ebenso
verdeutlicht die Grafik, dass die Testdaten bei allen Netzen die selben sind
und nicht beim Trainingsprozess eingesetzt werden, wodurch eine objektive
Beurteilung ermdglicht wird.

Fehlerverlauf bei der Prognose des Gesamt-Aufwandswertes

Inputparameter wahlen

¥

Datenséatze erstellen

¥

Aufteilung in Trainings- und Validierungsfalle

¥

Kinstliche Intelligenz: neuronales Netz

Diverse Netze trainieren

Bestes Netz je Datensatz aussuchen

Resultat 1 Resultat 2
Testdatensatz innerhalb des Testdatensatz aulRerhalb des
Trainingsbereichs erstellen Trainingsbereichs erstellen
Fehlerverlauf darstellen Fehlerverlauf darstellen

Abb. 2-13 Schematische Vorgehensweise90
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Nachdem die einzelnen Datensatze mit den unterschiedlichen GroRen
erstellt und die Verwendungen den Fallen zugewiesen worden sind, kann mit
dem Trainingsprozess begonnen werden. Hierflir wird das Programm Neural-
Tools®' eingesetzt. Weiters wird unter Bezugnahme auf das Universal Appro-
ximation Theorem nur ein Hidden-Layer, welcher zwischen 2 und 50
Neuronen besitzen kann, bei der Modellbildung bertcksichtigt. Somit sind je
Datensatz 49 Netzvariationen durchzurechnen, bevor abschlieRend das Netz
mit dem kleinsten quadratischen Fehler innerhalb der Validierungsfalle
ausgewahlt wird.

Beim Trainingsprozess der Feedforward-Netze bericksichtigt NeuralTools
drei verschiedene Abbruchkriterien: die Zeit, die Schrittanzahl und die
Anderung des Fehlers. Da die vorliegende Aufgabenstellung eine geringe
Komplexitat aufweist, sinkt der Fehlerwert Uber die Zeit gesehen sehr rasch
ab, weshalb als Abbruchkriterium das Erreichen von zwei Minuten gewahlt
wird.

Somit ist der Trainingsprozess 13 Mal fir jeden Datensatz mit je 49 Netzen
zu durchlaufen und jeweils auf Basis der Validierungsfalle die beste Netzkon-
figuration zu bestimmen. AbschlieRend werden die ausgewahlten Modelle
mittels der Testdaten (4.000 Falle) beurteilt, um ein objektives Bild des
Prognosefehlers zu bekommen. Abbildung 2-14 verdeutlicht diesen, wobei in
roter Farbe der mittlere absolute Fehler des Testdatensatzes und in Blau der
Verlauf des RMS-Fehlers (Wurzel des mittleren Fehlerquadrates) ersichtlich
ist. Weiters ist aus dem Trend beider Funktionen ablesbar, dass mit zuneh-
mender Fallanzahl der Prognosefehler abnimmt. Das Minimum liegt bei
5.000 Fallen.

Fehlerverlauf des Testdatensatzes
0,040 | T | I

——RMS-Fehler
0,035 \
0,030

——Mittlerer absoluter Fehler
0,025 -\ \

E

B

N

£ 0020

5 0,015 \ \/

w — 1
’ N N~ \
0,005
0,000

50 100 150 200 250 300 350 400 450 500 1.000 2.500 5.000
DatensatzgroBe [Falle]

Abb. 2-14 Fehlerverlauf des Testdatensatzes®?

90 Stoekl, R.; Hofstadler, C.: Neuronale Netze im Baubetrieb und in der Bauwirtschaft — Systematische Modellierung und

Implementierung. In: Agile Digitalisierung im Baubetrieb — Grundlagen, Innovationen, Disruptionen und Best Practices.
Hrsg.: Hofstadler, C.; Motzko, C. S. 140

91 Siehe Abschnitt 2.3

92 stockl, R.; Hofstadler, C.: Neuronale Netze im Baubetrieb und in der Bauwirtschaft — Systematische Modellierung und
Implementierung. In: Agile Digitalisierung im Baubetrieb — Grundlagen, Innovationen, Disruptionen und Best Practices.
Hrsg.: Hofstadler, C.; Motzko, C. S. 142




Bei Betrachtung dieses Minimums gilt es jedoch, zu erwdhnen, dass das
anhand der 5.000 Falle trainierte neuronale Netz nicht zwingend das beste
sein muss. Die Grafik verdeutlicht nur, dass dieses Netz bei Anwendung der
4.000 Testfalle den kleinsten Fehlerwert besitzt. Naturlich deutet das
Minimum in weiterer Folge darauf hin, dass das Modell die Zusammenhange
bei der Berechnung des Aufwandswertes am besten identifiziert hat. Welches
Wissen die klnstliche Intelligenz jedoch innerhalb der Hidden-Neuronen
tatsachlich gespeichert hat, ist nicht bekannt. Dies gilt es, bei der Anwendung
neuronaler Netze immer zu beachten.

Die nachfolgende Abbildung 2-15 verkdrpert die Anderung des Fehlers der
Validierungsfalle in Abhangigkeit der DatensatzgroRe. Das Minimum ist bei
300 Fallen zu verzeichnen, wobei die Wurzel des mittleren quadratischen
Fehlers 0,009 Std/m?* (rot) und der mittlere absolute Fehler 0,007 Std/m?3
(blau) ausmachen. Bei dem Datensatz mit 500 Fallen weist der RMS-Fehler
0,013 Std/m? und der mittlere absolute Fehler 0,008 Std/m? auf.

Fehlerverlauf der Validierungsfille je Datensatz
0,045 T T I I
C ——RMS-Fehler
0,040 ——Mittlerer absoluter Fehler

0,035 |

0,030 :\

0,025 \

0,020 \\ AN\
0,015: \

[ ——
¥ \ \\
0,010 £ e ~_

NN/ ——

Fehlerwert [Std/m?]

0,005 |

0,000 F
50 100 150 200 250 300 350 400 450 500 1.000 2.500 5.000
DatensatzgroBe [Falle]

Abb. 2-15 Fehlerverlauf der Validierungsfalle je Datensatz

Zusatzlich zur Modellbildung durch neuronale Netze wurde pro Datensatz
eine lineare Regression durchgefuhrt. Der Fehlerwert dieser ist fast immer
groRRer ausgefallen als jener der Netze. Lediglich beim ersten Datensatz mit
50 Eintragen erzielt der lineare Pradiktor eine bessere Losung. Der Vergleich
zwischen diesem und dem besten neuronalen Netz, welches 3 Hidden-
Neuronen aufweist, wird in Tabelle 2-3 dargestellt. Es zeigt sich, dass die
kinstliche Intelligenz beim Training im Vergleich zum linearen Pradiktor
besser abschneidet. Beim Validieren und beim Testen ist es genau
umgekehrt. Das bedeutet, dass das neuronale Netz einen datensatzspezifi-
schen Zusammenhang gefunden hat, mit welchem es die Trainingsdaten
sehr gut abbildet, dieser jedoch nicht allgemeingultig ist. Daher schneidet es
beim Testen und Validieren deutlich schlechter ab. Aufgrund dessen muss
bei Prognosen mit Hilfe neuronaler Netze bei geringer Anzahl an Trainings-
daten eine besondere Vorsicht geboten sein, damit das soeben beschriebene
Phanomen, welches Overfitting genannt wird, nicht zu falschen Prognosen
fuhrt. Die allgemeine Mindestgrofe eines Datensatzes lasst sich jedoch

2.4 EinfGhrungsbeispiele
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schwer festlegen, weil diese immer von der Komplexitat der Aufgabe
abhangt.

Training Validierung Testen
Lfd. Art RMS- Mttl. abs. RMS- Mttl. abs. RMS- Mttl. abs.
Nr. Fehler Fehler Fehler Fehler Fehler Fehler
[Std/m?] [Std/m?] [Std/m?] [Std/m?] [Std/m?] [Std/m?]
0 A B C D E F G
1 Linearer Pra. 0,027 0,018 0,041 0,031 0,037 0,026
2 3 Neuronen 0,010 0,008 0,204 0,132 0,157 0,082

Tab. 2-3 Gegenliberstellung linearer Pradiktor und neuronales Netz

Die nachfolgende Tabelle 2-4 listet die Anzahl der eingesetzten Neuronen
des Hidden-Layers je ausgewahltem Netz auf. Die Bandbreite dieser
erstreckt sich von 5 bis 34 Units, wobei im Durchschnitt 23 Neuronen einge-
setzt werden.

Lfd. Datensatz- Anzahl der Lfd. Datensatz- Anzahl der
Nr. grofRe Hiddenneuronen Nr. grofRe Hiddenneuronen

0 A B A B

1 50 Linearer Pré&. 8 400 19

2 100 5 9 450 31

3 150 14 10 500 34

4 200 12 " 1.000 29

5 250 32 12 2.500 27

6 300 26 13 5.000 29

7 350 18

Tab. 2-4 Anzahl der Neuronen des besten Netzes je Datensatz%®

Damit die vorhin aufgezeigte Gefahr des Overfittings reduziert wird, gilt es,
die Fehlerwerte des Trainings mit jenen der Validierung bzw. des Testens zu
vergleichen. Sind diese zu grof3, liegt dem Modell kein genereller Zusam-
menhang zu Grunde. Abbildung 2-16 beinhaltet aus diesem Grund die
Verlaufe der Wurzel des mittleren quadratischen Fehlers der Trainingsdaten
(rot) und der Validierungsfalle (blau). Hierbei sind im Bereich der kleineren
Datensatze grolere Abweichungen vorzufinden. Diese reduzieren sich
jedoch mit steigender Fallanzahl, wodurch das Risiko von Overfitting —
Uberanpassung aufgrund nicht generalisierbarer Zusammenhange -
abnimmt.

98 Stockl, R.; Hofstadler, C.: Neuronale Netze im Baubetrieb und in der Bauwirtschaft — Systematische Modellierung und
Implementierung. In: Agile Digitalisierung im Baubetrieb — Grundlagen, Innovationen, Disruptionen und Best Practices.
Hrsg.: Hofstadler, C.; Motzko, C. S. 143
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Die nachfolgenden Abbildungen 2-17 und 2-18 vergleichen die Fehlerver-
ldufe des Testdatensatzes und der Validierungsfalle je Datensatz. Das
Minimum der Validierungsfélle liegt bei 300 und deckt sich nicht mit dem
Minimum des Testdatensatzes, welches bei 5.000 vorzufinden ist. Daraus
wird ersichtlich, dass das Minimum bei den Validierungsfallen nicht unbedingt
die beste Generalisierungsoption mit sich bringen muss. Es sagt blof3 aus,
dass der Fehler bei den vorhandenen Validierungsfallen am geringsten ist.

Abb. 2-16 Fehlerverlauf der Trainings- und Validierungsfalle®*

Ab 1.000 Fallen verlaufen die Kurven annahernd ident.
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Abb. 2-17 RMS-Fehlerverlauf der Validierungsfalle und des Testdatensatzes
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Abb. 2-18 Mittlerer absoluter Fehlerverlauf der Testdaten und Validierungsfalle

Nachdem Resultat 1, der Fehlerverlauf im Raum der Trainingsdaten,
ausfuhrlich aufbereitet und diskutiert wurde, werden nun die Prognosefahig-
keiten des neuronalen Netzes aulerhalb der Trainingsdaten beleuchtet.
Hierfir wird zunachst ein neuer Testdatensatz generiert, welcher im
Gegensatz zum vorherigen einer Rechteckverteilung unterliegt. Weiters ist er
symmetrisch Uber bzw. unter den Maximal- und Minimalwerten der Trainings-
daten angeordnet. Die angenommenen Bandbreiten der Testparameter
ergeben sich aus der Halfte der Differenz von Maximum (MAX) und Minimum
(MIN) der Trainingsdaten (TD). Um den Einfluss der Entfernung zu den
Trainingsdaten besser beurteilen zu kénnen, werden die neuen Testfalle
zusatzlich in drei Bereiche gegliedert. Abbildung 2-19 stellt die soeben
beschriebene Aufteilung grafisch dar.

Testdaten Trainingsdaten Testdaten

Dreiecksverteilung

MIN ERW MAX
| | | |
| | | |
MAX - MIN MAX - MIN MAX - MIN
2 2
——— ]
3 2 1 ..l ..Z ..E
UE U§ U§ D U3 U3 U3

Abb. 2-19 Testdaten auRerhalb des Trainingsdatenbereiches95
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Im nachsten Schritt, gilt es, die neu erstellten Testdaten anzuwenden. Hierflr
wir das neuronale Netz (34 Hidden-Neuronen) basierend auf dem 500er
Datensatz ausgewahlt, weil diese Fallanzahl eine praxisnahe Menge darstellt
und das Netz bei der Evaluierung ein sehr gutes Resultat erzielt.

Abbildung 2-20 verdeutlicht die Auswertung des mittleren absoluten Fehlers
fur das getestete neuronale Netz. Sofort ist ersichtlich, dass Prognosen
aulerhalb der Trainingsdaten nicht zielfihrend sind, weil sie grof3e Abwei-
chungen aufweisen. Weiters ist abzulesen, dass mit zunehmender
Entfernung zu den Trainingsdaten der Fehlerwert steigt. Im untersten und
obersten Drittel sind die beiden Maxima mit 1,5 Std/m? und 3,1 Std/m? vorzu-
finden. Tabelle 2-5 beinhaltet die einzelnen Werte mit den dazugehdrigen
relativen Fehlern. Diese fallen im unteren Bereich deutlich grofRer aus, da der
durchschnittliche Aufwandswert, welcher beim relativen Fehler im Nenner
steht, kleiner wird. AbschlieRend ist somit festzuhalten, dass der Einsatz
neuronaler Netze zu sehr unzuverlassigen Prognoseergebnissen aulierhalb
der Trainingsdaten fuhrt.

Fehlerverlauf auBerhalb der Trainingsdaten
35 T T

—— Netz aus 500 Fallen

30§ )
[ / 1
25 4

2,0 2,0

15 1 /

Mittlerer absoluter Fehler [Std/m?]

’ T~
i 0,9\ .
05 | <
r 0,59
0,0 F
u3/3 u2/3 ut/3 TD u1/3 u2/3 u3/3

Testdatenbereiche

Abb. 2-20 Mittlerer absoluter Fehlerverlauf der Testdatenbereiche

';lf:' Parameter ud3 w23 ul3 TD 3 623 G3i3
o A B © D E [ G H
1 AWerspmw [Stm? 31 36 43 70 103 114 125
2 M.abs. F.500 [Stdm3] 14 09 05 00 10 20 31
3 Rel.F.500 [%] 453 258 107 00 96 173 244

Tab. 2-5 Relativer Fehler aufRerhalb liegender Testdaten

Nachfolgend stehen die Auswirkungen eines fehlerbehafteten Datensatzes
auf die Fahigkeit, mittels neuronaler Netze Wissen zu erlangen, im Fokus der
Betrachtung. Hierbei wird ein neues Prognosemodell basierend auf mit
Abweichungen versehenen Trainingsdaten erstellt und der daraus folgende
Testfehler mit jenem aus Resultat 1 verglichen.

2.4 EinfGhrungsbeispiele
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Zu Beginn muss somit ein neuer Datensatz fur das Trainieren und Validieren
erstellt werden. Um eine Vergleichbarkeit zu gewahrleisten, dienen die vorhin
generierten Datensatze (welche zu Resultat 1 fuhren) als Basis der Analyse.
Lediglich werden die einzelnen Werte der Inputparameter mit einer zufallig im
Bereich -5 bis +5 % gewahlten Abweichung versehen, wodurch beispiels-
weise ein Messfehler simuliert wird. Der Outputparameter sowie die Netzkon-
figurationen bleiben unverandert. Nachdem der Trainingsprozess 13 Mal bei
je 49 Netzen durchlaufen und auf Basis der Validierungsfalle jeweils das
beste neuronale Netze ausgesucht wurde, beurteilt der unveranderte, 4.000
Falle grol3e Testdatensatz die ausgewahlten Modelle.

Die nachfolgende Abbildung 2-21 stellt den Vergleich der Netze anhand der
Testergebnisse dar. In Blau ist der RMS-Fehler und in Rot der mittlere absolute
Fehler des mit Abweichungen versehenen Datensatzes ersichtlich. Im Vergleich
dazu verkérpert die griine Linie den RMS-Fehler des fehlerlosen Datensatzes
und der violette Verlauf den dazugehdrigen mittleren absoluten Fehler.

Grundsatzlich ist bei der Analyse festzuhalten, dass bei beiden Varianten die
Fehlerwerte mit zunehmender Datensatzgréf3e abnehmen. Jedoch startet der
mit Abweichungen behaftete Datensatz mit hoéheren Fehlerwerten und
bendtigt eine grofRere Datenbasis, um sich deutlich zu verbessern. Erst ab
dem 2.500er Datensatz ist keine merkliche Verbesserung festzustellen.
Somit geht aus dieser Untersuchung hervor, dass neuronale Netze auch bei
fehlerhaften Daten zuverldssige Ergebnisse erzielen kénnen. Hierfir wird
jedoch eine grolkere Datenmenge bendtigt, damit die kiunstliche Intelligenz
zusatzlich zu den Zusammenhangen der einzelnen Inputparameter auch die
moglichen Abweichungen erlernen kann.

Fehlerverlauf des Testdatensatzes
unter Beriicksichtigung mit Abweichungen behafteter Trainingsdaten
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Abb. 2-21 Fehlerverlauf des Testdatensatzes unter Bertcksichtigung
mit Abweichungen behafteter Trainingsdaten96

Die folgenden zwei Abbildungen 2-22 und 2-23 veranschaulichen die Fehler-
verlaufe des Testdatensatzes und der fehlerbehafteten Validierungsfalle. Im
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Vergleich zu Resultat 1 liegen die beiden Verldufe getrennt voneinander und
Uberschneiden sich kein einziges Mal. Die 4.000 fehlerfreien Testfalle
schneiden hierbei jedoch deutlich besser ab. Die beiden Verlaufe der Validie-
rungsdaten (RMS-Fehler und mittlerer absoluter Fehler) pendeln sich rasch
nach 100 Fallen ein und bei alleiniger Betrachtung dieser kdnnte man zu dem
Entschluss kommen, dass die Netze bei steigender DatensatzgroRe fast
keinen weiteren Lernerfolg aufweisen. Der Verlauf des Testdatenfehlers zeigt
jedoch sehr gut, dass weitere Zusammenhange erkannt werden. Erst bei 2.500
Fallen ist keine wesentliche Verbesserung mehr zu vernehmen.

RMS-Fehlerverlauf des Testdatensatzes und der Validierungsfille
unter Beriicksichtigung mit Abweichungen behafteter Trainingsdaten
0,30
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Abb. 2-22 RMS-Fehler aus dem Testdatensatz und der Validierungsfalle

MA-Fehlerverlauf des Testdatensatzes und der Validierungsfille
unter Beriicksichtigung mit Abweichungen behafteter Trainingsdaten
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Abb. 2-23 Mittlerer absoluter Fehler des Testdatensatzes und der Validierungsfalle

Schlussendlich wird noch der Fehler der Trainingsfalle jenem der Validie-
rungsfalle gegenubergestellt, um zu Uberprifen, ob Overfitting vorliegt.
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Dieser Vergleich wird in Abbildung 2-24 visualisiert und zeigt, dass sich die
Abweichung mit zunehmender Datensatzgrofie verringert. Weiters sollte das
erste Modell, welches anhand des 50er-Datensatzes erstellt wurde, keines-
falls fur Vorhersagen verwendet werden, weil die beiden RMS-Fehler zu stark
voneinander abweichen. Nach Bewertung der Fehlerverlaufe aus Abbildung
2-21, 2-22, 2-23 und 2-24 wird geraten, ausschliellich Netze ab
einschliellich 200 Fallen fur Vorhersagen heranzuziehen.

Fehlerverlauf der Trainingsfélle und der Validierungsfille
unter Beriicksichtigung mit Abweichungen behafteter Trainingsdaten
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Abb. 2-24 Fehlerverlauf Trainings- und Validierungsfalle®”

242 Prognose des Aufwandswertes beim Bewehren von Stiitzen

Nachfolgend wird der Aufwandswert von Bewehrungsarbeiten bei Stahlbe-
tonstutzen anhand eines Datensatzes mit Hilfe neuronaler Netze erlernt, um
abschlieflend dieses Wissen flir Prognosen einsetzen zu kénnen. Die hierbei
verwendete Datengrundlage stammt aus einem Masterprojektgs, welches im
Rahmen dieser Dissertation ausgeschriebenen wurde. Dieses hatte zum Ziel,
anhand ausgewahlter Parameter die fur das Verlegen bendétigten
Lohnstunden pro Tonne Bewehrung unter Berticksichtigung produktivitatsbe-
einflussender Faktoren zu berechnen.

Die Stahlbetonstiitze selbst wird in diesem Modell mittels Lange, Breite und
Hoéhe beschrieben. Um reale Baustellenbedingungen abzubilden, werden
Produktivitatsverluste basierend auf der GruppengroRe, der Temperatur, der
Arbeitszeit, der Lichtverhaltnisse und der Krankapazitat bericksichtigt.
Hierflr werden die von Hofstadler ermittelten funktionalen Aufwandswerter-
hohungen®® herangezogen. Der Basisaufwandswert errechnet sich aus den
eingebauten Stabdurchmessern, wobei sich letztendlich bei jedem Durch-
messer ein Bereich mit einer Bandbreite von 0,5 Std/t ergibt, in dem ein zufal-
liger Wert ausgewahlt wird. Diese Basis wird abschliefend mit den aufsum-
mierten Produktivitatsverlusten beaufschlagt.100
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Damit der Einfluss der Anzahl der zur Verfliigung stehenden Falle aufgezeigt
wird, werden insgesamt 10 verschieden gro3e Datensatze fur das Erkennen von
Zusammenhangen herangezogen. Der kleinste weist 100 Falle auf und wird
jeweils um weitere 100 erganzt, bis eine DatensatzgroRe von 1.000 erreicht ist.
Die Aufteilung in Trainings- und Validierungsfalle erfolgt hierbei immer im
Verhaltnis 4:1. Somit bauen die grofReren Datensatze immer auf die kleineren
auf und verwenden aus diesem Grund auch dieselben Fallzuordnungen fur das
Trainieren und Validieren. Die nachfolgende Abbildung 2-25 zeigt den Beginn
dieses Datensatzes. Als Inputparameter werden der Durchmesser der Langsbe-
wehrung, das Gewicht der Langs- sowie Blgelbewehrung, die Temperatur, die
Arbeitsgruppengrolle, die Krankapazitatsreduktion, die Lichtverhaltnisse und die
Arbeitszeit herangezogen. Als Outputparameter wird der Aufwandswert der
Bewehrungsarbeiten definiert. Nachdem die Auswirkung der Datensatzgréfien
unter Berlcksichtigung der soeben vorgestellten Einflisse untersucht wurde,
werden weitere Modellparameter wie beispielsweise der Bewehrungsgrad und
die geometrischen Abmessungen der Stlitze analysiert.

2.4 EinfGhrungsbeispiele

Lfd.
Nr.

o A W N - O

Input Output
GeDwu::rllt-e ' C:Z“r“’;?:t (;Bel"iﬂs:-::--|t Anzahl ka::(e:zai:.éits- Temperatur Arbeitszeit Llc ht_ver- Aufwands-
messer bewehrung bewehrung (O verringerung RElpiess wert
[mm] [kg] [kg] [Anzahl] [%] [°C] [h] [-] [Std/t]
A B © D E F G H I
16 63,1 13,0 3 13 -5 12 0 16,28
14 43,5 13,0 2 3 27 11 3 16,64
20 88,8 13,3 4 9 24 11 3 13,23
16 69,4 16,1 4 ) -2 8 2 18,78
26 83,4 12,1 2 5 28 10 3 9,59

Abb. 2-25 Beginn des Datensatzes fur die Aufwandswertprognose
von Bewehrungsarbeiten

Im vorherigen Beispiel wurde verstarkt auf die Gefahr aufierhalb der Trainings-
daten angeordneter Validierungs- bzw. Testdaten aufmerksam gemacht. Um
diesem Problem vorzubeugen, werden nachfolgend die Verteilungen der
einzelnen Parameter, gegliedert in 800 Trainings- und 200 Validierungsfalle,
unter die Lupe genommen. Begonnen wird in Abbildung 2-26 mit dem Durch-
messer der Langsbewehrung, welcher 12, 14, 16, 20 oder 26 mm aufweist.

Durchmesser Langsbewehrung
400 -
350 -
300 -
s 250 -
£
2 200 -
L
] 150 -
* 100 -
50 -
o  mm__ l_
Félle 12 14 16 20 26
u Training 25 100 337 192 146
u Validierung 7 12 94 51 36
Stabdurchmesser [mm]

Abb. 2-26 Verteilung der Durchmesser der Langsbewehrung
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Die nachfolgenden Abbildungen 2-27 und 2-28 verdeutlichen die Verteilung
der Stitzen unter dem Aspekt des Gewichts der Langs- und der Bligelbe-
wehrung. Im gesamten Datensatz weist die L&ngsbewehrung eine
Bandbreite von 40 bis 200 kg/Stutze auf, wahrend sich die Blgelbewehrung
zwischen 6 und 20 kg/Stitze erstreckt. Anhand der an die Abszisse
angefiigten Datentabelle ist ersichtlich, dass die meisten Stitzen bei der
Langsbewehrung im Bereich zwischen 51 und 89 kg zu liegen kommen.

Gewicht Lingsbewehrung
300 -
250 -
200 -
150 -

100 -
50 - L
0 _L L__-—__I_
Falle 33 | 51 70 | 89 | 107 | 126 | 144 | 163 | 181 | 200
= Training 59 | 193 | 247 | 133 | 102 | 36 | 11 16 1 2
m Validierung| 7 47 | 62 | 39 | 25 | 11 6 3 0 0

Gewicht [kg]

Haufigkeit

Abb. 2-27 Verteilung des Gewichtes der Langsbewehrung

Gewicht Biigelbewehrung

Haufigkeit
=
o

L LJ.L

|
Fille 8 9 10 12 | 13 | 14 | 16 | 17 | 18 | 20
= Training 9 | 38 83 115|172 160 | 120 | 69 @ 28 | 6
m Validierung| 3 7 |21 26 | 42 | 41 36 | 14 | 9 1

Gewicht [kg]

Abb. 2-28 Verteilung des Gewichtes der Bligelbewehrung

Nachfolgend werden die produktivitdtsbeeinflussenden Faktoren analysiert.
Abbildung 2-29 zeigt die Verteilung der einzelnen Arbeitsgruppengréflen. Die
optimale Gruppenzusammensetzung weist zwei Arbeitskrafte’®! auf und
innerhalb der Validierungsdaten kommt das Maximum mit 67 Stutzen bei
einer Arbeitskraft zu liegen. Die restlichen Gruppengrofen sind annahernd
gleich verteilt.

101 vgl.: Hofstadler, C.: Produktivitat im Baubetrieb. S. 209



Arbeitsgruppengréfe

250 4

200 -+
e 150 -
(=]
5 100 -
T

50

0 4
Falle 1 2 3 4
= Training 196 205 207 192
= Validierung 67 46 40 47

Anzahl der Personen
Abb. 2-29 Verteilung der Arbeitsgruppengrolle
Verringerung der Krankapazitat
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- 100 -
$ 80 -
=
5 60 -
Hi
T 40

20 |
Fale ° 2] 4 68 10121416 18 | 20
= Training 1231 64 | 79 | 71 | 76 | 86 | 86 | 84 | 70 | 61
= Validierung| 26 | 18 | 17 | 156 | 29 | 23 | 18 | 156 | 21 18

Krankapazitatsreduktion [%]

Abb. 2-30 Verteilung der Verringerung der Krankapazitaten

Eine Verringerung der Krankapazitat ist im Datensatz zwischen 0 und 20 %
moglich — dessen Verteilung wird in Abbildung 2-30 ersichtlich. Die meisten
Stutzen (123 Stk.), welche den Trainingsfallen zugeordnet sind, fallen in
jenen Bereich, der 0 bis 2 % abdeckt. Das Maximum der Validierungsfalle
liegt mit 29 Stitzen zwischen 8 und 10 %. Die dortige Anzahl an Trainings-
stltzen betragt 76, was als ausreichend zu erachten ist.

Die Abbildungen 2-31, 2-32 und 2-33 geben die Verteilungen der Stltzen in
Bezug auf die Temperatur, die tagliche Arbeitszeit und die anzutreffenden
Lichtverhaltnisse wieder. Letzteres beinhaltet vier Lichtklassen, wobei 0 mit
Tageslicht, 1 mit einer starken Bewodlkung, 2 mit der Ddmmerung und 3 mit
einer magigen Sicht bei Nacht gleichzusetzen ist. Alle Histogramme weisen
sowohl bei den Trainings- als auch bei den Validierungsdaten einen
annahernd gleich verteilten Verlauf auf.

2.4 EinfGhrungsbeispiele
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Temperaturverteilung
140 -
120 -
100 -
5 80 -
X
2 60 -
3 40 -
20 -
0 4
Falle 0 5 10 15 20 25 30
= Training 123 113 110 105 120 116 113
mValidierung| 34 33 23 22 27 29 32
Temeratur [°C]

Abb. 2-31 Verteilung der Temperatur

Tagliche Arbeitszeit

160 -
140 -
120 -
100 -
80 -
60 -
40 -
20 -

Haufigkeit

Félle 0 8 9 10 11 12 13

= Training 139 136 145 117 123 140

= Validierung 37 25 24 37 39 38
Zeitstunden [h]

Abb. 2-32 Verteilung der taglichen Arbeitszeit

Lichtverhéltnisse
250 -

200 -
150 -

100 -

Haufigkeit

Falle 0 0 1 2 3

= Training 188 218 183 21

= Validierung 46 44 56 54
Lichtklassen [-]

Abb. 2-33 Verteilung der Lichtverhaltnisse

AbschlieRend wird die Verteilung der Stutzen unter Berticksichtigung des
Aufwandswertes fur die Bewehrungsarbeiten vorgenommen. In der nachfol-



genden Abbildung 2-34 wird sofort ersichtlich, dass die meisten Stitzen (701
von 800) zwischen 9 Std/t und 21 Std/t zu liegen kommen, wobei davon 214
in den Bereich 12-15 Std/t fallen. Weiters wird deutlich, dass die Randbe-
reiche sehr schwach besetzt sind. Aus diesem Grund gilt es, Prognoseergeb-
nisse, welche Uber 24 Std/t liegen, kritisch zu hinterfragen und auf keinen Fall
ungeprift zu Ubernehmen. In der Praxis mussten fir derartige Vorhersagen
weitere Trainingsfalle im Datensatz aufgenommen werden, damit der
schwach besetzte Bereich besser abgebildet werden kann.

Zusammenfassend ist festzustellen, dass die Trainingsdaten in allen
Bereichen die vorhandenen Validierungsdaten in ausreichender Anzahl
umgeben. Lediglich bei Aufwandswerten grofRer als 24 Std/t gilt es, den
Validierungsfehler genau zu analysieren und derartige Prognoseergebnisse
kritisch zu hinterfragen.

Aufwandswertverteilung Bewehrungsarbeiten
250 -

200 -
150 -

100 -

L LLL

Félle 0 9 12 15 18 | 21 24 | 27 | 30 | 33

= Training 48 | 187 | 214 | 209 @ 91 34 13 3 1

= Validierung| 9 52 | 48 | 59 | 23 5 4 0 0
Aufwandswert Bewehren [Std/t]

Haufigkeit

Abb. 2-34 Verteilung der Aufwandswerte der Bewehrungsarbeiten

Nach der Analyse des Datensatzes wird im nachsten Schritt mit dem
Trainieren der Netze mit Hilfe des Programmes NeuralTools 192 begonnen.
Hierfur werden je Datensatz Feedfoward-Netze mit einem Hidden-Layer,
welcher zwischen 2 und 50 Neuronen aufweist, trainiert. Daraus wird mittels
der Validierungsdaten die Netzkonfiguration mit dem geringsten quadrati-
schen Fehler ausgewahlt. Als Abbruchkriterium werden 100.000 Versuche
festgesetzt. Das bedeutet, dass die Software 100.000 Versuche je Neuronen-
konstellation unternimmt, um das globale Minimum der Fehlerfunktion zu
finden.

Die nachfolgende Abbildung 2-35 zeigt die Entwicklung des RMS-Fehlers
(Wurzel aus dem mittleren Fehlerquadrat) in Abhangigkeit der einzelnen
DatensatzgrofRen. Hierbei ist deutlich zu erkennen, dass die relative Verbes-
serung mit zunehmender Datenmenge abnimmt. Bei 100 Fallen (80 fur das
Training, 20 zum Validieren) betragt der RMS-Validierungsfehler 1,6 Std/t und
bei 1.000 Fallen nur noch 0,5 Std/t.

102 https://www.palisade.com/neuraltools/de/. Datum des Zugriffs: 29.07.2019
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Abb. 2-35 Fehlerverlauf der Trainings- und Validierungsfalle

Weiters ist anzumerken, dass sich die zufallige Positionierung der ersten
Validierungsdaten sehr positiv ausgewirkt hat (Validierungsfehler liegt unter
dem Trainingsfehler). Bei der DatensatzgréRe von 900 Fallen weisen sowohl
der Trainings- als auch der Validierungsfehler 0,6 Std/t auf.

Um die ausgewahlten neuronalen Netze anhand desselben Datensatzes
vergleichen zu kénnen, werden nachfolgend 1.000 neue Aufwandswerte
generiert und zum Testen herangezogen. Die Verteilung des Testdatensatzes
wird in Abbildung 2-36 veranschaulicht. Bei der Betrachtung des Histo-
gramms ist ersichtlich, dass die Validierungsdaten ebenfalls ab 24 Std/t sehr
dinn besetzt sind.

Aufwandswertverteilung Bewehrungsarbeiten
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Abb. 2-36 Verteilung der Aufwandswerte des Testdatensatzes

Der RMS-Fehlerverlauf der Validierungs- und Testfalle wird in Abhangigkeit der
DatensatzgroRe in Abbildung 2-37 gezeigt. Es ist deutlich zu erkennen, dass
die zufallig gewahlten Validierungsdaten im 100er- und 200er- Datensatz sehr
glnstig liegen. Beim Testen schneiden diese wesentlich schlechter ab.
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Abb. 2-37 Fehlerverlauf der Validierungs- und Testfélle

Aus diesem Grund gilt es, besonders bei kleinen Datensatzen (fur dieses
Beispiel kleiner als 300 Falle) darauf zu achten, welche Falle als Validie-
rungs- bzw. Testfalle gewahlt werden. Je mehr Daten zur Verfligung stehen,
desto geringer wird dieser Einfluss.

Abbildung 2-38 zeigt den RMS-Fehler in Abhangigkeit des dazugehdrigen
Aufwandswertebereichs. Es ist deutlich ersichtlich, dass in den Randbe-
reichen, in denen weniger Anhaltspunkte zur Verfligung stehen, der
Fehlerwert ansteigt. Besonders drastisch ist dies ab 24 Std/t zu erkennen. In
der letzten Klasse, welche zwischen 30-33 Std/t liegt, ist wie in Abbildung 2-34
ersichtlich nur eine Stltze fir das Training und keine zum Validieren vorzu-
finden. Aus diesem Grund fallt der RMS-Fehler beim Testen dieses
Bereiches mit 1,98 Std/t sehr hoch aus.

RMS-Fehler in Abhdngigkeit des Aufwandswertes
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Abb. 2-38 Verteilung der Aufwandswerte des Testdatensatzes

Abschlieflend ist festzuhalten, dass sich bei diesem Berechnungsbeispiel
bereits 800 Stltzen fir Prognosen des Aufwandswertes eignen (RMS-Fehler:
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0,6 Std/t). Hierbei gilt es jedoch, zu beachten, dass die Vorhersagen im dicht
besetzten Trainingsbereich liegen, welcher in diessem Fall zwischen
9-24 Std/t angesiedelt ist. Fir auRerhalb situierte Prognosen sind die RMS-
Fehler zu grof. Fir die Baupraxis bedeutet dies, dass es problemlos mdglich
ist, bereits mit einer DatensatzgroRe von rund 1.000 Fallen zielsichere
Prognosen zu erstellen, welche vor allem bei der Plausibilisierung der getrof-
fenen Annahmen sehr gut eingesetzt werden koénnen. Fir eine Automati-
sierung, bei der die Vorhersagen ohne menschliche Kontrolle eingesetzt
werden, ist jedoch diese Fallanzahl zu niedrig und musste soweit erhdht
werden, bis der firmenspezifische, maximal vertragliche Fehlerwert unter-
schritten wird.

Schlussendlich muss noch festgehalten werden, dass neuronale Netze kein
Wundermittel bei Prognosen darstellen. Fur das Erkennen von Zusammen-
hangen in Datensatzen sind sie allerdings sehr gut geeignet. Kommt jedoch
darin eine Zufallszahl vor, ist die Grenze des Machbaren verstandlicherweise
erreicht. FUr das vorliegende Beispiel sei angemerkt, dass im Modell der
Aufwandswert in Abhangigkeit des Bewehrungsdurchmessers innerhalb
einer Bandbreite von 0,5 Std/t zufallig gewahlt wird, bevor die aufsummierten
Produktivitatsverluste hinzugezahlt werden. Aus diesem Grund kann der
RMS-Fehler Null nie erreichen.



3  Anwendungsmaoglichkeiten kiinstlicher Intelligenz

Anhand der vorherigen Beispiele ist erkennbar, dass neuronale Netze
zielsicher bei numerischen Prognosen eingesetzt werden kdnnen. Jedoch
mussen fur effektive Vorhersagen geniigend Trainingsdaten zur Verfligung
stehen. Ohne einen ausreichenden Datensatz ist es neuronalen Netzen nicht
mdglich, Zusammenhange zu erkennen und diese als implizites Wissen zu
speichern.

Andere Branchen wie beispielsweise die Medizin, die Automobilindustrie, der
Handel oder der Finanzsektor haben die Potenziale bereits erkannt, sammeiln
riesige Mengen an Daten und transformieren erfolgreich das erhobene
unstrukturierte Verfigungswissen in Orientierungwissen. Die daraus gewon-
nenen Kennzahlen fiihrten zu einer Produktivitatssteigerung und zu héheren
Wettbewerbschancen. Aufgrund dieser postitiven Effekte wird laut einer von
McKinsey durchgefuhrten Studie der globale Markt fiir kinstliche Intelligenz
(Service, Software, Hardware) jahrlich um 15-25 % zunehmen und 2025 rund
130 Mrd. USD (115 Mrd. EUR) betragen.1

In diesem Kapitel wird zundchst auf Anwendungen in baufernen Fachbe-
reichen eingegangen und anhand verschiedener Beispiele der Nutzen
herausgearbeitet. Daraufhin steht die allgemeine Vorgehensweise bei der
Verwendung von neuronalen Netzen im Vordergrund. AbschlieRend werden
konkrete Anwendungsmdglichkeiten aus dem Bauwesen mit zielfihrenden
Input- und Outputparametern vorgestellt und eine Literaturanalyse durchge-
fuhrt.

3.1 Bauferne Anwendungsbereiche

Begonnen wird die exemplarische Auflistung, welche einen Uberblick (iber
die Diversitat der Einsatzmoglichkeiten liefern soll, im Verkauf. Hierbei zahlt
es zu den Hauptaufgaben, interessierte Kunden zu erkennen und diese zum
Kauf eines Produktes zu animieren. Aus diesem Grund sammeln Firmen
bereits seit vielen Jahren Daten in der Hoffnung, einen besseren Uberblick
Uber das Kaufverhalten einzelner Kundensegmente zu erlangen. Solange
hierflr nur einzelne Attribute wie beispielsweise Apps oder e-Mails analysiert
werden, ist es mdglich, unter angemessenem Aufwand einen Uberblick zu
erhalten. Sobald aber SMS-, Web-, Social-Media-, App- und In-Store-Interak-
tionen dem zu analysierenden Datensatz beigefligt werden, wird es schnell
schwer, Muster im Kundenverhalten zu erkennen. Eine Moglichkeit, um aus
solch riesigen Datenmengen erfolgreich Kundenprofile zu erstellen, ist es,
Machine-Learning-Algorithmen anzuwenden. Diese koénnen komplexe
Zusammenhange erkennen und Kunden in separaten Profilen abbilden. Eine
verallgemeinernde Kundensegmentierung ist dabei nicht mehr notwendig.
Dadurch kénnen in weiterer Folge das optimale Produktangebot oder die
bevorzugten Kommunikationskanale, -inhalte, sowie -zeiten ausgewahlt
werden, um das Individuum bestmdglich anzusprechen. Diese intelligenten

1 Vgl.: McKinsey: Smartening up with Artificial Intelligence (Al). S. 12
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Werkzeuge analysieren auch die Wahrscheinlichkeit, mit der ein Kunde kauft
oder den Vertrag kiindigt und zu einem Konkurrenzprodukt wechselt. Sollte
die Abwanderungswahrscheinlichkeit Gberwiegen, gilt es, im nachsten Schritt
mittels effektiver Vorschlage dem entgegen zu wirken.2

Auch im Supermarkt wird es Anderungen beim gewohnten Einkaufen geben.
Das Konzept von Amazon Go verspricht, dass zeitaufwendiges Anstellen und
Produkte auf das Kassaband legen in Zukunft nicht mehr notwendig sein
wird.® Die Ware muss nur noch aus dem Regal genommen und in die Tasche
gesteckt werden. Das Zahlen funktioniert vollig automatisch mittels einer
App, welche beim Eintreten in den Supermarkt einem Lesegerat vorgezeigt
werden muss. Diese Vereinfachung ist durch die Datenauswertung kompli-
zierter Sensortechnologie moéglich. Mittels Bilderkennung kann dabei ermittelt
werden, ob der Kunde ein Produkt herausnimmt oder dieses zurickstellt.
Aber nicht nur die Interaktion mit dem Produkt wird analysiert, sondern auch
das Verhalten der einkaufenden Person — beispielsweise das Stehen vor
bestimmten Regalen — wird akribisch beobachtet und ausgewertet. In
Kalifornien ist ein kassenloser Supermarkt bereits in Betrieb. Weil dieses
Vohaben derartig positive Rickmeldungen liefert, plant Amazon weitere 50
Supermarkte, welche in Zukunft nur noch mit kiinstlicher Intelligenz und ohne
Personal auskommen werden.*

Neben dem Vorhaben, Pakete automatisch per Drohne zu liefern, forscht
Amazon auch daran, dass kunstliche Intelligenz Obst und Gemuse automa-
tisch anhand des Reifegrades sortiert. Hierfir werden die auf einem
Forderband vorbeifahrenden Obst- oder Gemusekisten mittels eines spezi-
ellen Sensors berihrungsfrei untersucht und anschliefend dessen Daten
ausgewertet. Bei dieser Datenerhebung werden neben normalen Kamerainfor-
mation auch Parameter gemessen, die flir das menschliche Auge unsichtbar
sind. Durch diese automatische Beurteilung von verderblichen Lebensmitteln
erhofft sich Amazon eine deutlliche Reduktion der Ausschussrate.®

Um Kunden bestmdglich zu versorgen, mussen Handler bereits heute
wissen, welche Produkte in ein bis zwei Wochen von ihnen verlangt werden
kdénnten. Nur durch dieses Vorausdenken ist es mdglich, unter Einhaltung
geringster Lieferzeiten und ausreichender Vorhaltemengen den Kunden-
wunsch zu befriedigen. Liegen genigend Verkaufsdaten aus den letzten
Jahren vor, kdnnen neuronale Netze auf diesen aufbauend Prognosen Gber
einen zukunftigen Bedarf erstellen. Auch Amazon versucht, mittels speziellen
Algorithmen die Nachfrage in vereinzelten Regionen vorherzusagen. Hierbei
ist anzumerken, dass nicht das individuelle Kaufverhalten prognostiziert wird,
sondern der gesamte Konsum einzelner geographischer Bereiche.®

Einen weiteren Aspekt, der durch die kinstliche Intelligenz auf ein neues Level
gehoben wurde, stellt die Spracherkennung dar. Alexa, Cortana, Siri und viele
weitere Sprachassistenten haben bereits im Alltag eine groRe Bedeutung.
Hierbei ist die sprachbasierte Adresseingabe bei den Navigationsgeraten oder
die Diktierfunktion bei den Mobilgeraten erst der Anfang. Die wahre Starke liegt

Vgl.: Leukert, B.; Miiller, J.; Noga, M.: Das intelligente Unternehmen: Maschinelles Lernen mit SAP zielgerichtet ein-
setzen. In: Kiinstliche Intelligenz Mit Algorithmen zum wirtschaftlichen Erfolg. S. 50f

Vgl.: Herbrich, R.: Kiinstliche Intelligenz bei Amazon Spitzentechnologie im Dienste des Kunden. In: Kiinstliche Intelli-
genz Mit Algorithmen zum wirtschaftlichen Erfolg. S. 66f

4 Vgl.: Wolff, T.; Yogeshwar, R.: Der groRe Umbruch. In: ORF2, Eco Spezial am 09.04.2020 um 22:30-23:05

Vgl.: Herbrich, R.: Kiinstliche Intelligenz bei Amazon Spitzentechnologie im Dienste des Kunden. In: Kiinstliche Intelli-
genz Mit Algorithmen zum wirtschaftlichen Erfolg. S. 68

Vgl.: Herbrich, R.: Kiinstliche Intelligenz bei Amazon Spitzentechnologie im Dienste des Kunden. In: Kiinstliche Intelli-
genz Mit Algorithmen zum wirtschaftlichen Erfolg. S. 70



in der Interpretation des Gesagten. Ubersetzungsprogramme sind bereits
derartig ausgereift, dass eine China-Reise ohne jeglicher Sprachkenntnisse
mittels einer Sprach-App problemlos durchgefiihrt werden kann.

Durch die steigenden Errungenschaften in der Spracherkennung steht die
Arbeit in Call Centern vor einem Wandel. Einfache Adressanderungen oder
Terminvereinbarungen kénnen mittlerweile problemlos im Gesprach mit einer
kinstlichen Intelligenz durchgefiihrt werden. Letzteres wurde bereits im Jahr
2018 mit Hilfe von Google Duplex anhand einer Tischreservierung und einem
Frisortermin demonstriert.” Ebenso wird bereits bei Telefonanfragen das vom
Kunden beschriebene Problem analysiert und dem dafir zustandigen
Facharbeiter bzw. der dafiir zustéandigen Facharbeiterin weitergeleitet.
Weiters unterstitzt diese Technologie im Hintergrund auch die Angestellten,
indem Formulare durch Mithéren automatisch ausgefillt werden.

Aber nicht nur im Bereich des Gehorten sind groRartige Mdglichkeiten zu
verzeichnen, sondern auch bei geschriebenen Texten kdnnen Chatbots den
Alltag erleichtern. Bei vielen Konzernen wie beispielsweise bei A1 Telekom
Austria beantwortet zunachst ein Bot die schriftlichen Chatanfragen, wodurch
sehr schnell erste Lésungsmdglichkeiten aufgezeigt werden kénnen. Wird
keine zufriedenstellende Problembehebung gefunden, geht das Anliegen zu
einem/einer Sachbearbeiter*in weiter.

Einer der fihrenden Anbieter von Chatbot-Technologien ist IBM. Viele derer
Kunden setzen auf intelligente digitale Serviceassistenten, um deren Mitar-
beiter*innen zu entlasten und gleichzeitig den Komfort flr die Klient*innen zu
erhdhen. TOBI ist beispielsweise ein digitaler Serviceassistent, der bei der
Bearbeitung von Anfragen auf Facebook, Apple Business Chat sowie per
SMS unterstitzt. Neben der Conciergetatigkeit, sprich er teilt das Anliegen
dem/der richtigen Servicemitarbeiterin zu, versucht er auch, einfache
Fragen selbst zu beantworten. Reisebuddy ist hingegen ein virtueller intelli-
genter Assistent, der von der Deutschen Bahn eingesetzt wird, um die rund
12 Millionen Anfragen pro Jahr effizienter zu bearbeiten. Hierflr stellt er mit
Hilfe des antrainierten Wissens Antworten fir die eingetroffene Kunden-
fragen zusammen, die vom/von der Servicemitarbeiter*in nur noch tberpruft
werden missen. Standardfragen werden automatisch beantwortet.?

IBM Watson bleibt jedoch nicht nur am Boden, sondern ist auch in héheren
Spharen anzutreffen. CIMON, ein runder und 5 kg schwerer, intelligenter
Astronautenassistent ist dank kinstlicher Intelligenz in der Lage, zu sehen,
zu horen, zu verstehen, zu sprechen und zu fliegen. Seit Sommer 2018
verbringt er die Tage im Weltall an Board der ISS. Seine Aufgabe ist es, die
Astronaut*innen bei Experimenten zu unterstiitzen.®

Watson ist auch als Wissensspeicher einsetzbar. Die Lufthansa hat als Unter-
stitzung im Wissensmanagement ein internes Supportcenter auf Basis
kinstlicher Intelligenz eingefuhrt, welches dem raschen Beantworten der
Fragen von Passagierinnen und Angestellten dient. Sollte beispielsweise
beim Einchecken ein Problem auftreten, kdnnen die Servicemitarbeiter‘innen
dieses gleich mit Hilfe des neuen Supportcenters I6sen. 10

7 Vgl.: https://www.youtube.com/watch?v=D5VN56jQMWM. Datum des Zugriffs: 03.04.2020
8 vgl.: IBM Deutschland: IBM Watson — Anwendungsbeispiele 2019. S. 3ff

9 Vgl.: IBM Deutschland: IBM Watson — Anwendungsbeispiele 2019. S. 1

10 Vgl.: IBM Deutschland: IBM Watson — Anwendungsbeispiele 2019. S. 6
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Eine weitere Sparte, in der das Erkennen von Mustern mittels neuronaler
Netze Einzug gefunden hat, stellt das Finanzwesen dar. Banken nutzen die
Erfahrung aus dem Kundenverhalten der letzten Jahre, um die Kreditwur-
digkeit zu beurteilen. Ebenso wird versucht, Markt- und Aktienentwicklungen
mittels kanstlicher Intelligenz vorherzusagen. Das Finden von Zusammen-
hangen ist aber auch bei der Bekdmpfung von illegalen Finanztransaktionen
und Geldwasche aulerst wichtig.

Ebenso wird durch kinstliche Intelligenz das AbschlieRen von Versiche-
rungen vereinfacht. Seit November 2017 setzt die INTER Versicherung den
kognitiven Chatbot EVA erfolgreich bei Online-Abschlissen von Zahnzusatz-
tarifen ein. Die Beraterin EVA chattet dabei monatlich mit rund 1.000 Inter-
essent*innen, klart auf und verzeichnet dadurch mittlerweile eine deutlich
steigende Anzahl an abgeschlossenen Vertragen. Weiters erkennt sie, ob
vom Fachgebiet der Zahnzusatzversicherung abgewichen wird und flhrt
daraufhin zum Thema zuriick.!

Im Bereich der Medizin wurde bereits sehr friih erkannt, dass systematisches
Erheben von Daten einen wesentlichen Mehrwert erzeugt. Beginnend mit
den 1970er Jahren wurden bereits in der bibliografischen Referenzdatenbank
PubMed Studien gesammelt.12 Heutzutage weisen die in einem Datensatz
aufbereiteten Informationen einen gro3en Wert auf, weil diese mit Hilfe kiinst-
licher Intelligenz auf Zusammenhange untersucht werden kénnen, um in
weiterer Folge effektive Prognosen und Klassifizierungen durchzufihren. Ein
Beispiel stellt hierfir die Detektion von Hautkrebs mittels Bilderkennung dar.
Estava et al. trainierten ein neuronales Netz anhand 129.450 einzelner Bilder,
um Hautlasionen zu erkennen. Abschlielend wurde die Prognose der kiinst-
lichen Intelligenz mit jener von 21 Dermatologinnen und Dermatologen
verglichen. Hierbei kommt die Studie zu der Erkenntnis, dass die computer-
basierten Vorhersagen mit jenen der Facharztinnen und -arzte problemlos
mithalten konnen.'® Die selbe Vorgehensweise wird ebenso bei der
Auswertung von Polypen, die bei Endoskopien entdeckt werden, erfolgver-
sprechend eingesetzt. Aufgrund der Auswertung reichlicher Informationen
der vergangenen Jahre kénnen somit automatisch histopatologische Befunde
anhand endoskopischer Bilder erstellt werden. 4

Sind geniigend Rodntgenaufnahmen vorhanden, stellen auch hierbei
neuronale Netze ein geeignetes Hilfsmittel dar, um Krankheiten zu erkennen.
Im Mai 2017 verdffentlichten die National Institutes of Health (NIH) den
Datensatz ChestX-ray8. Dieser beinhaltet 108.948 frontale Rdngtenbilder,
welche von 32.717 einzelnen Personen stammen. Daraus sind 84.312 Abbil-
dungen von gesunden Menschen. Die restlichen 24.636 Aufnahmen zeigen
acht verschiedene Lungenkrankheiten, wobei auf einem Bild auch mehrere
erkennbar sein kdénnen. Das Ziel dieser Erhebung ist es, eine Daten-
grundlage flr automatisierte Beurteilungen mittels kinstlicher Intelligenz zur
Verfligung zu stellen.’® Im September 2017 wurde eine Erweiterung auf 14
Krankheiten mit einer Gesamtmenge von 120.120 Ro&ntgenaufnahmen
durchgef[]hrt.16 Auf diesen erweiterten Datensatz spezialisierte sich die

1 Vgl.: IBM Deutschland: IBM Watson — Anwendungsbeispiele 2019. S. 6f

12 Vgl.: Wittpahl, V.: Kiinstliche Intelligenz Technologie | Anwendung | Gesellschaft. S. 164

13 Vgl.: Esteva, A. et al.: Dermatologist-level classification of skin cancer with deep neural networks. In: Nature, 542
(7939), 2017. S. 115-118.

Vgl.: Schmitz, R.; Werner, R.; Résch, T.: Kiinstliche Intelligenz in der Endoskopie: Neuronale Netze und maschinelles
Sehen — Techniken und Perspektiven. In: Gastroenterol, 57 (06), 2019. S. 767-780

Vgl.: Wang, X. et al.: ChestX-ray8: Hospital-scale Chest X-ray Database and Benchmarks on Weakly-Supervised
Classification and Localization of Common Thorax Diseases. In: IEEE CVPR, 2017. S. 2097-2106



Stanford Machine Learning Group und entwickelte den Deep-Learning-
Algorithmus CheXNet, welcher herausragende Ergebnisse lieferte. Nach
Uber einem Monat des Trainings gelang es CheXNet, Lungenentziindungen
besser auf Réntgenbildern zu erkennen als vier Stanford-RadioIog*innen.17

Neben der Bewertung medizinischer Bilder, erleichtert kinstliche Intelligenz
auch den Alltag von Parkinsonpatient*innen. Microsoft nahm sich der Krank-
heitsgeschichte einer Grafikerin an und fand nach mehrmonatiger
Forschungsarbeit eine Losung, die vom Aussehen her einer Armbanduhr
gleicht. Die Kompensation der Armmuskelkontraktionen mittels einer um das
Handgelenk geschnallten Scheibe ermdglicht hierbei, dass die Patientin
wieder Zeichnen und Schreiben kann. Diese vibrierende Masse ist genau auf
die Bewegungsmuster der jungen Dame abgestimmt, welche zuvor mittels
Sensoren erhoben wurden. Mit Hilfe kiinstlicher Intelligenz konnte aus diesen
Informationen eine gezielte Gegenbewegung generiert werden, wodurch die
Hand in Ruhelage bleibt."®

Heutzutage gibt es eine Unzahl an Arzneimitteln, um diverse Krankheiten
sowohl traditionell als auch mittels Schulmedizin zu behandeln. Durch diese
enorme Menge an Produkten ist es fur das arztliche Personal sehr schwer
geworden, alle Wechselwirkungen untereinander und die Nebenwirkungen
zu kennen. Eine Mdglichkeit, diese Herausforderung zu bewaltigen, ist der
Einsatz kuinstlicher Intelligenz. Durch das umfangreiche Erkennen von
Zusammenhangen zwischen den einzelnen Medikamenten kénnen Fehlme-
dikationen sofort detektiert und dadurch Leben gerettet werden.

Big data und die derzeitige Methoden zur Auswertung tragen ein enormes
Potenzial in sich, um die Gesundheitsversorgung sowie Patient*innenergeb-
nisse zu verbessern. Durch effizientere und auf das Individuum abgestimmte
Behandlungen ist es moglich, die Verschwendung von Ressourcen zu
verringern. Weitere durch die Auswertung gro3er Datenmengen profitierende
Anwendungsbereiche sind die Uberwachung der molekularen Charakteristika
im Verlauf der Behandlung, DNA-Sequenzierungen, die Entlarvung von
Betrugsfallen, Behandlungsentscheidungen oder Modellbildungen, welche
die Ausbreitung einzelner Krankheiten beschreiben.®

Damit einerseits mdgliche Patient*innen bereits im Vorhinein praventiv
behandelt werden kdnnen und es andererseits zu keinen unnotwendigen
medizinischen Interventionen kommt, ist eine prazise Prognose fir
zuklnftige Erkrankungen notwendig. Dieser herausfordernden Aufgabe
stellte sich ein Forscherteam der Universitat Nottingham. Anhand medizini-
scher Daten von 378.256 Patient*innen versuchten die Wissen-
schaftlersinnen kardiovaskulare (Herz und Kreislauf betreffende) Krankheiten
im Zeitraum von 10 Jahren vorherzusagen. Hierflr testeten sie vier
verschiedene Machine-Learning-Algorithmen, von denen die neuronalen
Netze am besten abschnitten. Der Gesamtdatensatz wurde zufallig in zwei
kleinere, 295.267 und 82.989, aufgeteilt, wobei der erste zum Trainieren und
der zweite zum Validieren herangezogen wurde. Beim Uberpriifen des neuro-

Vgl.: Summers, R. M.: NIH Clinical Center provides one of the largest publicly available chest x-ray datasets to scientific
community. https://www.nih.gov/new nts/news-rel /nih-clinical-center-provides-one-largest-publicly-available-
chest-x-ray-datasets-scientific-community. Datum des Zugriffs: 06.04.2020

Vgl.: Kubota, T.: Stanford algorithm can diagnose pneumonia better than radiologists. https://news.stanford.edu/2017/
11/15/algorithm-outperforms-radiologists-diagnosing-pneumonia/. Datum des Zugriffs: 06.04.2020

Vgl.: Gurtler, O.: Kiinstliche Intelligenz als Weg zur wahren digitalen Transformation In: Kiinstliche Intelligenz Mit Algo-
rithmen zum wirtschaftlichen Erfolg. S. 102

Vgl.: Lee, C. H.; Yoon H.: Medical big data: promise and challenges. In: Kidney Research and Clinical Practice, 36 (1),
2017.S. 3-11
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nalen Netzes konnten 4.998 aus 7.404 Krankheitsfallen (68 %) und 53.458
von 75.585 gesunde Lebensverlaufe (71 %) richtig prognostiziert werden.2°

Neben den Anwendungsmadglichkeiten, die den menschlichen Gesundheits-
zustand verbessern, wird kinstliche Intelligenz auch auf den Feldern einge-
setzt, um Pflanzen bestmdglich mit Wasser und Nahrstoffen zu versorgen.
Uber Sensoren im Boden werden die wesentlichen Parameter erhoben und
mit weiteren Daten — beispielsweise dem Wetter — zu einem Datensatz
vereint. Dieser kann anschlieRend von neuronalen Netzen analysiert werden.
Somit kdnnen unter anderem zielgerichtete Prognosen tber den Erntezeit-
punkt, den Einsatz von Schadlingsbekampfungsmitteln, das Wasserbedurfnis
oder die Luftung von Glashausern erstellt werden.

In der Landwirtschaft wird die kinstliche Intelligenz jedoch nicht nur fir
Vorhersagen verwendet, sondern auch bei Robotern eingesetzt, damit diese
einzelne Tatigkeiten selbststandig durchfihren kdénnen. Zu den Hauptauf-
gaben gehodren hierbei die Navigation Uber das Feld (Flug- oder Landro-
boter), Objekterkennung bei Aufnahmen, Precision Farming (z.B.: Sden oder
Bewuchs ausdiinnen), prazise Manipulationen (z.B.: Ernten), die Kommuni-
kation der Geréte untereinander und das Anlegen von Bepflanzungskarten.?!

Jahrzehntelang galt es in der Landwirtschaft, massivere und vor allem
leistungsstarkere Gerate einzusetzen, damit immer gréRere Flachen
bearbeitet werden kénnen. Das starke Verdichten des Bodens durch schwere
Maschinen oder Sondergenehmigungen, um auf der Stralle zu fahren,
wurden dafir in Kauf genommen. Durch kleine Feldroboter, die in
Schwarmen Uber die Ackerflache fahren, wird diese Denkweise nun in Frage
gestellt. Der Bauer bzw. die Bauerin muss nur noch einen Anhanger mit
Saatgut auf dem Feld platzieren, damit die kleinen Helfer selbststandig
nachladen koénnen. Mit einem Gewicht von 50 kg wird somit beim Saen der
Boden nicht verdichtet und zusatzlich die Position eines jeden Kornes mit
einer Genauigkeit von 4 cm dokumentiert. Dies hilft in weiterer Folge, die
Dungemittel effizienter einzusetzen.?2

Bilderkennung kann nicht nur einem Roboter dabei helfen, Unkraut und
Nutzpflanzen auseinander zu halten, sondern auch Versicherungen unter-
stitzen, indem Autounfdlle automatisch in Schadensklassen eingeteilt
werden. Hierfur ist es lediglich notwendig, ein Foto des Blechschadens zu
machen und an die Versicherung zu schicken. Die klnstliche Intelligenz
erkennt sofort die Problemstelle und ordnet sie sachgemaR in die passende
Kategorie. Diese Art der Bearbeitung geht sehr schnell, erspart der Versi-
cherung Kosten und flhrt in weiterer Folge zu einer héheren Kundenzufrie-
denheit, da die Antwort postwendend zurtickkommt.23

Es bendtigt aber nicht immer einen Unfall, damit ein PKW zum Stehen
kommt. Oftmals reicht hierfiir schon ein Problem in der Elektronik, wodurch
das Auto nicht gestartet werden kann. Lediglich eine Warnlampe leuchtet auf,
deren genaue Bedeutung nur mittels Betriebsanleitung entziffert werden
kann. Damit Autofahrern das Suchen in dieser erspart bleibt, entwickelte

20 Vgl.: Weng, S. F. et al.: Can machine-learning improve cardiovascular risk prediction using routine clinical data?. In:

PLoS ONE, 12 (4), 2017. S. 1-14

Vgl.: Wittpahl, V.: Kiinstliche Intelligenz Technologie | Anwendung | Gesellschaft. S.109

Vgl.: Woélbert, C.: Das sind die Stars auf der Agritechnica. In: Hannoversche Allgemeine. am 17.11.2017.
https://www.haz.de/Nachrichten/Wirtschaft/Niedersachsen/Das-sind-die-Stars-auf-der-Agritechnica-2017-in-Hanno-
ver. Datum des Zugriffs:01.04.2020

Vgl.: Hildesheim, W.; Michelsen, D.: Kiinstliche Intelligenz im Jahr 2018 — Aktueller Stand von branchentiibergreifen-
den Kl-Lésungen: Was ist mdglich? Was nicht? Beispiele und Empfehlungen. In: Kiinstliche Intelligenz Mit Algorith-
men zum wirtschaftlichen Erfolg. S. 136

21
22

23



Mercedes einen eigens darauf trainierten Chatbot. Dieser tragt den Namen
»+Ask Mercedes®, wurde gemeinsam mit IBM ins Leben gerufen und ist fur die
E- und S-Klasse verfligbar. Neben den Antworten auf die klassischen Fragen
liefert diese leistungsfahige Software jegliches Wissen zum vollstandigen
Betrieb der beiden Modelle. Dies ist nicht nur bei der standig wachsenden
Anzahl an Funktionen im Auto, sondern auch beim Nutzen eines Mietwagens
hilfreich, weil man sich dadurch sehr rasch zurecht findet.?*

In der Vergangenheit haben es hart umkampfte Entwicklungen im Rennsport
bereits in die Grol3serie geschafft. Hierzu zédhlen zum Beispiel Leichtbaumate-
rialien, durch die der Kraftstoffverbrauch gesunken ist, Scheibenbremsen oder
elektronische Einspritzanlagen, welche die Leistung zudem deutlich erhéhen.
Ein aktuelles vielversprechendes Forschungsergebnis, das ebenfalls groflies
Potenzial zeigt, um in Serie zu gehen, stammt aus einer Kooperation von
Volkswagen Data:Lab und Audi Motorsport in der Formel E. Das Hauptziel
dieser Partnerschaft ist die optimale Ausnutzung der Batterie der elektrischen
Rennwéagen. Das Optimum ist dann erreicht, wenn die Energiequelle genau
beim Zieleinlauf leer ist. Dies ist das entscheidende Kriterium flr einen Sieg,
weil die verfugbare Batterieleistung fir alle Teams gleich ist. Einen wesent-
lichen Einflussfaktor auf die Entladung stellt die Temperatur der Energiequelle
dar. Aus diesem Grund versuchte Data:Lab mittels kinstlicher Intelligenz die
Warmeentwicklung des Batteriesystems vorherzusagen. Nach einer dreimo-
natigen Entwicklungszeit lieferten bereits die ersten Tests im Simulator und
auf der Rennstrecke vielversprechende Ergebnisse.25

Neben intensiver Forschungsarbeit am Elektroantrieb sind selbstfahrende
Autos ein weiterer Bereich, in den aktuell viele Entwicklungsbemuhungen
gesteckt werden. Damit ein Transportmittel ohne Fahrer unterwegs sein kann,
muss es die Umgebung mittels Sensoren wahrnehmen kénnen und das
Gesehene verstehen. Ein wesentlicher Bestandteil ist hierbei die Auswertung
von Bildern mittels kunstlicher Intelligenz. In diesem Forschungsbereich ist
ImageNet 2012 ein weit verbreiteter Datensatz, der als Vergleichsbasis
verschiedener Bilderkennungsalgorithmen herangezogen wird. Dieser besteht
aus 1.000 Begriffsgruppen, bei denen jede einzelne rund 1.200 Bilder
beinhaltet.2 Der Top-5-Fehler eines Menschen liegt bei diesem Datensatz
laut Russakovsky et al. bei 5,1 %.27 Top-5 bedeutet, dass eine der funf
wahrscheinlichsten Bildgruppen laut kiinstlicher Intelligenz mit dem richtigen
Ergebnis Ubereinstimmt. Top-1 heillt somit, dass die eine vom Algorithmus
ausgewahlte Bildgruppe mit dem Ergebnis identisch ist. Xie et al. (2020)
erzielen mittels deren Algorithmus bei der Klassifikation dieser Bilder einen
Top-5-Fehler von 1,3 % und einen Top-1-Fehler von 11,6 %.28 Mit Hilfe eines
erweiterten Trainingsdatensatzes senken Zihang et al. (2021) den Top-1-
Fehler auf 9,12 %.2% An dieser Stelle gilt es jedoch, darauf hinzuweisen, dass
dieses herausragenden Ergebnisse hauptsachlich auf die enorme Rechenlei-
stung, die Google mittels spezieller Hardware erreicht, zurlickzufiihren ist.

24 Vgl.: Hildesheim, W.; Scheunert, S.: Ask Mercedes: Chatbot statt Betriebsanleitung. https://www.ibm.com/de-de/

blogs/think/2017/11/30/ask-mercedes-chatbot-statt-betriebsanleitung/. Datum des Zugriffs: 03.04.2020

Vgl.: Hilbert, M. et al.: KI-Innovation tber das autonome Fahren hinaus In: Kiinstliche Intelligenz Mit Algorithmen zum
wirtschaftlichen Erfolg. S. 177f

26 Vgl.: http://www.image-net.org/challenges/LSVRC/2012/. Datum des Zugriffs: 07.04.2020

27 Vgl.: Russakovsky, O. et al.: ImageNet Large Scale Visual Recognition Challenge. In: arXiv, 2015.
https://arxiv.org/abs/1409.0575. Datum des Zugriffs: 07.04.2020. S. 31

2 Vgl.: Xie, O. et al.: Self-training with Noisy Student improves ImageNet classification. In arXiv, 2020.

https://arxiv.org/abs/1911.04252. Datum des Zugriffs: 07.04.2020. S. 1-16

Vgl.: Zihang, D. et al.: CoAtNet: Marrying Convolution and Attention for All Data Sizes. In: arXiv, 2021.

https://arxiv.org/abs/2106.04803. Datum des Zugriffs: 19.12.2021

25

29

3.1 Bauferne Anwendungsbereiche

INSTITUT FUR BAUBETRIEB UND BAUWIRTSCHAFT

»
w



LAVHOSLHIMNYE ANN 8314138NV8 ¥N4 LNLILSNI

MEIE

3 Anwendungsmaoglichkeiten kinstlicher Intelligenz

Sensoren spielen nicht nur im Auto eine wesentliche Rolle, sondern auch bei
technischen Anlagen. Der Samson-Prozessknoten besteht aus dem Ventil
sowie einer Sensor-Aktor-Einheit und sendet die gesammelten Daten an den
Sam Digital Hub. Dort werden sie mit Hilfe kiinstlicher Intelligenz ausgewertet
und grafisch aufbereitet. Dadurch kénnen beispielsweise Unregelmafigkeiten
anhand einer Gerduschanalyse in Echtzeit detektiert werden. Mit zuneh-
mender Anzahl an Prozessknoten und Laufzeit steigt die Schwarmintelligenz
und somit das Wissen uber die Anlage. Diese aus den Feldgeraten gesam-
melten Informationen helfen, Kosten zu senken und die Effizienz zu steigern.
Weiters konnen Ausfalle durch pradiktive Wartungen reduziert werden. 30

Neben der Vorhersage von Wartungen ist auch eine Prognose tber Ausfalle
von bestimmten (Bau-)Teilen mdglich. In Australien wird beispielsweise das
Ausfallrisiko von Wasserleitungen beurteilt. Dadurch kdnnen Problemstellen
detektiert und vorzeitig behoben werden, wodurch sich Folgeschaden
minimieren. Diesem Hilfsmittel bedienen sich auch amerikanische Behdérden
um herauszufinden, wo sich bauaufsichtliche Inspektionen am ehesten
lohnen.3

3.2 Allgemeine Herangehensweise

In folgendem Abschnitt wird die allgemeine Herangehensweise flr die Imple-
mentierung von kunstlicher Intelligenz aus dem Bereich Supervised Learning
vorgestellt. Unabhangig von der Art der Prognose gilt es, diese Schritte
einzuhalten, um zu effektiven Lé6sungen wie beispielsweise den vorgestellten
Anwendungsmdglichkeiten zu kommen.

Die nachfolgende Abbildung 3-1 verdeutlicht die einzuhaltende Reihenfolge.
An dieser Stelle muss jedoch erwahnt werden, dass die gezeigte Grafik bereits
ein Vorwissen Uber klnstliche Intelligenz sowie deren Einsatzmdglichkeiten
voraussetzt. Wurde ein Prozess beispielsweise vom Management aus detek-
tiert, welcher mit Hilfe von Supervised Learning effektiver gestaltet werden
kann, ist zunachst ein Team fur die Umsetzung zu bestimmen, in welchem die
Zustandigkeiten und die Verantwortlichkeiten klar geregelt sind.

Ist diese Vorarbeit getan, wird im ersten Schritt die Zieldefinition formuliert.
Diese beinhaltet neben der gewlinschten Vorhersage auch den fiir ein Unter-
nehmen maximal vertretbaren Fehler. So wie Menschen irren sich auch
neuronale Netze. Der maximale Fehler muss somit in Abhangiglkeit der
Folgen einer Fehlinterpretation festgelegt werden. Wird dies vorab nicht
besprochen, kann es nach dem Implementierungsprozesses zu einer bitteren
Enttduschung kommen. Wenn der Fehler in den Vorhersagen zu grof ist,
fuhrt dies im schlimmsten Fall sogar zu einem Produktivitatsverlust. Ob eine
80-prozentige Eintrittswahrscheinlichkeit flir grobe Abschatzungen oder eine
99-prozentige Trefferquote fur folgenschwerere Prognosen ausreicht, ist
somit immer individuell zu prufen.

30 Vgl.: Interview mit Widl, A.. et al.: Best of both Worlds. In: Industriearmaturen & Dichtungstechnik 4/2017. S. 1-6
31 Vgl.: Roth, F.; Kohler, K.: KI verandert auch das Risikomanagement. In: IT-Security 5/19. S. 23



Mittels Kunstlicher Intelligenz aus realen Daten Vorhersagen erstellen

| Zielformulierung der Prognose oder Klassifizierung I¢

1 Firmeninternes Wissen
| Erhebbare Einflussfaktoren suchen Literaturrecherche
1 Expert*innenbefragung

Datensatz aus Einflussfaktoren und
dazugehdrigem Output erstellen

Vergangenheit

Kinstliche Intelligenz: neuronales Netz

Verschiedene Netze trainieren

Validieren

Kénnen weitere Daten
erhoben werden?

Bestes Netz aussuchen

Testen

Erwlinschter Fehlerwert
eingehalten?

Fertiges Modell, um Prognosen oder Klassifizierungen zu erstellen

Abb. 3-1 Allgemeine Herangehensweise fir Prognosen oder
Klassifizierungen im Bereich Supervised Learning

Da im Bauwesen deutlich kleinere Datensatze als beispielsweise in der
Medizin vorliegen, mussen im nachsten Schritt erhebbare Faktoren bestimmt
werden, die einen mdglichst groen Einfluss auf den Prognosewert ausiben.
Theoretisch lernen neuronale Netze aus jedem Datensatz, welche Inputpara-
meter eine grofl’e und welche eine geringe Bedeutung fur das Output haben,
jedoch gilt dies nur, wenn eine ausreichende Datenmenge vorhanden ist.
Deshalb muss bei kleineren Datengrundlagen eine menschliche Vorauswahl
getroffen werden, um bessere Prognoseergebnisse zu erzielen. Bei dieser
notwendigen Auswahl kann beispielsweise auf fimeninternes Wissen
(kontextbezogene Informationen), eine Literaturrecherche oder eine
Expert*innenbefragung zurtickgegriffen werden. Wichtige Aspekte, die es bei
der Einflussfaktorensuche zu beachten gilt, sind die Verfiigbarkeit von bereits
erhobenem und systematisch aufbereitetem Wissen sowie die Mdglichkeit,
automatisch Informationen im laufenden Betrieb zu sammeln.

Wurden die Parameter mit dem groRtmoglichen Einfluss bestimmt, ist
daraufhin zu Uberprifen, ob diese Informationen bereits in Verbindung mit
dem zu prognostizierenden Ergebnis im Wissensspeicher des Unternehmens
vorhanden sind. Sollen beispielsweise die Kosten einer Hochhausbaustelle
prognostiziert und als Einflussfaktoren die Grundflache, die Stockwerk-
sanzahl und die Ausstattungsqualitat ausgewahlt werden, missen nun alle

3.2 Allgemeine Herangehensweise
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vergangenen Baustellen dieser Art auf diese drei Parameter und die Kosten
hin untersucht werden.

In weiterer Folge gilt es, die Informationen (Grundflache, Stockanzahl,
Ausstattungsqualitadt und Kosten) in einem Datensatz zusammenzufassen.
Ein hierflr beispielhafter Aufbau wird in Abbildung 3-2 gezeigt. Jede Zeile
reprasentiert einen Fall, welcher aus den Einflussfaktoren, den sogenannten
Inputparametern, und dem vorherzusagenden Wert (Output) besteht. Wichtig
ist es hierbei, auf die Vollstandigkeit innerhalb der einzelnen Falle zu achten.

Nr.: Datensatz
Fall 1 Inputparameter Output
Fall 2 Inputparameter Output
Fall 3 Inputparameter Output
Fall 4 Inputparameter Output

Abb. 3-2 Demonstrativer Aufbau eines Datensatzes

Neben der Analyse der Vergangenheit muss ebenso Uberlegt werden, auf
welche Art und Weise zukiinftige Falle (Baustellen), am besten automatisch,
in den Datensatz eingebunden werden. Nur durch eine Vergrofierung der
Datengrundlage ist es moéglich, dass sich die kinstliche Intelligenz weiterent-
wickelt und dadurch zu genaueren Ergebnissen kommt.

Sollten zu wenig Informationen aus bereits abgeschlossenen Arbeiten
vorliegen, kann kein neuronales Netz trainiert werden. In diesem Fall gilt es,
sich zunachst auf die systematische Erhebung von Informationen zu fokus-
sieren, damit ein Datensatz aus kommenden Projekten erstellt werden kann.
Hierbei ist die Anwendung von Sensoren und Ortungstechnologien sehr zu
empfehlen, weil dadurch eine lickenlose und automatische Dokumentation
gewahrleistet wird.

Nach ausreichendem Sammeln von Daten kann mit dem Trainieren der
neuronalen Netze begonnen werden. In Abhangigkeit von der Komplexitat der
Aufgabenstellung und den programmiertechnischen Fahigkeiten der Arbeits-
gruppe muss zunachst entschieden werden, ob der Programmierauftrag
extern oder intern abgearbeitet wird. Weiters ist anhand des vorhandenen
Wissens, der gewilnschten Anwenderfreundlichkeit, der Mdglichkeit einer
zukinftigen Anpassung sowie weiterer firmenspezifischer Uberlegungen
festzulegen, auf welche Art und Weise die kinstliche Intelligenz implementiert
wird. Hierbei liegt die Auswahlmoglichkeit zwischen dem kompletten Code
selbst verfassen bis hin zur Anwendung eines fertigen Programms.

Abbildung 3-3 zeigt den Einfluss der einzelnen Faktoren auf die Implementie-
rungsart. Unter Selbstbedienungs-KI wird eine intuitive, einfache Software
verstanden, welche ohne explizites Fachwissen eingesetzt werden kann. Mit
der hohen Anwenderfreundlichkeit geht jedoch eine sehr geringe Anpas-
sungsmaoglichkeit einher. Genau das Gegenteil stellt KI Backbone dar. Das
sogenannte Ruickgrat der klnstlichen Intelligenz spiegelt detailliert die
programmiertechnischen Einzelheiten wider. Mit hohem Fachwissen ist es
mdglich, die Problemstellung bestmoglich zu I6sen und zukilnftig
Anderungen rasch zu implementieren. Zwischen den soeben beschriebenen



Randpunkten liegen noch drei weitere Ebenen mit unterschiedlicher
Programmiertiefe. Diese werden wiederverwendbare Module, Machine-
Learning-Algorithmen und Deep Learning Framework genannt.32

Ein weitverbreitetes Framework ist TensorFlow, welches von Google
entwickelt wurde. Diese Machine Learning Bibliothek bietet mit all ihren
Werkzeugen und einer weltweiten Community eine solide Grundlage fir das
Umsetzten und Implementieren neuronaler Netze.33 Aus diesem Grund wird
sie nicht nur in der Forschung, sondern auch in der Wirtschaft erfolgreich
eingesetzt. Die nutzerfreundliche Erweiterung Keras3* zeigt bereits, dass der
Trend immer mehr in Richtung der wiederverwendbaren Module geht, damit
diese grof¥flachig in der Wirtschaft eingesetzt werden kénnen.

Hoch

Gering

Wenig

Selbstbedienungs-KI
Wiederverwendbare Module
Machine Learning Algorithmen

Deep Learning Framework

KI Backbone

Viel Hoch

Gering

Abb. 3-3 Einfluss der Programmiertiefe35

Beim Einsatz neuronaler Netze fur Prognose- oder Klassifizierungszwecke
sind, wie in Abbildung 3-1 gezeigt, zunachst verschiedene Netze zu
trainieren, welche unterschiedliche Netzkonfigurationen aufweisen. Weil zu
Beginn der beste Netzaufbau nicht bekannt ist, sollte zunachst mit Hilfe von
einer Literaturrecherche oder Expert*innenmeinung abgeschatzt werden,
welche Neuronenkonstellationen am geeignetsten erscheinen. Diese gilt es
anschlieBend umzusetzen, mittels Validierungsdaten zu beurteilen und das
Modell, welches den geringsten Fehlerwert (beispielsweise der kleinste
mittlere quadratische Fehler) aufweist, auszuwahlen.

An dieser Stelle ist es besonders wichtig, darauf zu achten, dass kein
Overfitting stattfindet. Dieses Phanomen bezeichnet das Erkennen eines
Zusammenhangs, der nur innerhalb des Datensatzes zu finden und daher
nicht allgemeingultig ist. Durch das Vergleichen der Fehlerwerte der Traings-
falle mit jenen der Validierungsfalle ist es mdglich, Overfitting zu detektieren.
Weichen diese beiden voneinander stark ab, bedeutet es, dass zwar
innerhalb der Trainigsdaten Zusammenhange gefunden wurden, diese
jedoch keine allgemeine Giltigkeit aufweisen. Somit sind diese Erkenntnisse
nicht auf die Aufgabenstellung anwendbar und missen verworfen werden.

32
33

Vgl.: Berinato, S.: In Facebooks Kl-Fabrik. In: Harvard Business manager 11/2017. S. 41

TensorFlow: https://www.tensorflow.org/. Datum des Zugriffs: 15.04.2020

34 Keras: https://keras.io/. Datum des Zugriffs: 15.04.2020

35 schichtenmodell angelehnt an Berinato, S.: In Facebooks Kl-Fabrik. In: Harvard Business manager 11/2017. S. 41
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AbschlieRend kann das ausgewahlte Modell nochmals auf Basis der Testfélle
beurteilt werden, um eine hohe Qualitat zu gewahrleisten. Der Unterschied
zu den Validierungsdaten besteht hierbei darin, dass das neuronale Netz die
Testfalle nicht kennt und dadurch eine allgemeinere Aussage ermadglicht wird.
Die Validierungsdaten bilden hingegen die Basis fiir die Modellauswahl,
wodurch das neuronale Netz auf diese hin optimiert ist.

Nach der Bestimmung des besten Netzes ist zu Uberprifen, ob die Vorgaben
aus der Zielformulierung eingehalten werden. Ist dies der Fall, kénnen
zuklnftige Prognosen oder Klassifizierungen mit Hilfe dieser kinstlichen
Intelligenz durchgeflihrt werden. Sollte sich hingegen herausstellen, dass die
im Vorhinein bestimmten Fehlerwerte nicht eingehalten werden, muss das
neuronale Netz verbessert werden. Hierbei stellt sich zunachst die Frage, ob
noch weitere Daten erhoben werden koénnen, damit bei einem erneuten
Training der Machine-Learning-Algorithmus die Zusammenhange besser
erkennt. Kristallisiert sich heraus, dass der Datensatz aktuell und in naher
Zukunft nicht vergroRert werden kann, muss zum Anfang zurickgekehrt
werden. Im Falle, dass die Zieldefinition nicht verandert werden darf, sind
weitere Parameter zu finden, die dem Datensatz beigefugt werden kénnen.
Daraufhin wird wieder mit dem Trainieren der verschiedenen Netze
begonnen.

An dieser Stelle ist es wichtig, hervorzuheben, dass nicht jeder maximale
Fehler der Zielformulierung sofort unterschritten wird. Somit kann es
vorkommen, dass dieser Implementierungsprozess langer dauert, da das
Vergréfern eines Datensatzes Zeit bedarf. Sollte diese nicht vorhanden sein,
ist ein Abbruch des Vorhabens zu empfehlen.

3.3 Bauwirtschaftliche und baubetriebliche
Anwendungsmoglichkeiten

In diesem Abschnitt werden zu Beginn baubetriebliche und bauwirtschaftliche
Anwendungsmaoglichkeiten von neuronalen Netzen in den einzelnen Projekt-
phasen fir Auftraggeber (AG) und Auftragnehmer (AN) vorgestellt.
AnschlieRend stehen in Abhangigkeit ausgewahlter Outputs mogliche
Einflussfaktoren, die als Input bei neuronalen Netzen eingesetzt werden
kdnnen, im Fokus der Betrachtung.

3.3.1 Einsatzmoglichkeiten in Abhangigkeit der Projektphasen

Der Ablauf eines Bauprojekts wird in finf Projektphasen (PPH) gegliedert,
welche in Abbildung 3-4 dargestellt sind. Diese werden als Projektvorbe-
reitung, Planung, Ausflhrungsvorbereitung, Ausflihrung sowie Projekt-
abschluss bezeichnet und erstrecken sich von der Anforderungsfreigabe bis
hin zur Projektbewertung. Dartiber hinaus lassen sich diese Phasen in Unter-
bereiche gliedern, die wiederum durch Quality Gates (QG) voneinander
getrennt sind. Diese detailiertere Einteilung mit abschlieRender Kontrolle soll
gewahrleisten, dass erst nach dem Festlegen wesentlicher Aspekte und dem
Fass:?Gn maRgebender Beschlisse zur nachsten Phase vorangeschritten
wird.

36 Vgl.: Hofstadler, C.; Kummer, M.: Chancen- und Risikomanagement in der Bauwirtschaft. S. 158
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Abb. 3-4 Projektphasen®’

Damit ein neues Vorhaben gestartet werden kann, muss zunachst eine
Projektidee vorliegen, flir welche ein allgemeiner oder spezieller Bedarf
besteht. Ist dieses Kriterium erfiillt, erfolgt durch das Uberschreiten von QG A
(Anforderungsfreigabe) der Eintritt in Projekiphase 1. Diese ist in Bedarfs-
planung sowie Projektentwicklung unterteilt, wobei das dazwischenliegende
QG B ersteres freigibt. Mit QG C wird der Planungsbeschluss finalisiert und
nach Bestehen der Anforderungen PPH 2 eingeleitet. In Projektphase 2 wird
zunachst entworfen und nach dem Realisierungsbeschluss (QG D) mit der
Genehmigungsplanung (Einreichplanung) fortgefahren. Das Einleiten des
Einreichverfahrens mit abschlielendem Erhalt der Baubewilligung fihrt zum
Beginn der PPH 3. In dieser werden zunachst im Rahmen der Ausflihrungs-
planung die entsprechenden Leistungsverzeichnisse erstellt und nach deren
Freigabe (QG F) mit der Ausschreibung begonnen. Mit der Vergabe der
Auftrage wird die Ausfiihrungsvorbereitung abgeschlossen.?’8

In einem idealen Projektablauf erfolgt die Anordnung der einzelnen Projekt-
phasen in chronologischer Reihenfolge, wobei erst zur nachsten Phase
fortgeschritten werden kann, wenn das zugehérige QG erfiillt ist. Das heil3t,
bevor mit der Umsetzung begonnen wird, ist bereits die Ausflihrungsplanung
sowie die Vergabe aller Leistungen abgeschlossen. In der Realitat ist dieser
ideale Ablauf jedoch nur sehr selten anzutreffen. Meistens werden die
Arbeiten aus PPH 3 baubegleitend fortgefuhrt. Durch das Planen und
Vergeben von Leistungen parallel zum Bauprozess verkirzt der AG die
Projektdauer des gesamten Vorhabens und kann flexibler auf geanderte
Anforderungen reagieren. Gleichzeitig nimmt er jedoch zusatzliche Schwie-
rigkeiten, die auf den hohen Zeitdruck zurtickzufihren sind, in Kauf. Durch
verspatete Planungsanderungen konnen beispielsweise Mehrkosten oder
Bauzeitliberschreitungen auftreten, die bei bereits abgeschlossener Planung
nicht entstanden waren. Weiters besteht immer ein Risiko, dass Plane nicht
punktlich geliefert werden oder deren Qualitdt aufgrund des Zeitdrucks
geringer ausfallt.3°

Der technische Projektabschluss wird nach Vollendung der Baumalinahmen
mit dem Erreichen des QG H erzielt. Bei diesem Ubernimmt im Zuge der
Abnahme der AG vom AN das Bauwerk. Daraufhin beginnt Projektphase 5,
welche in Betriebsibergabe und Betrieb gegliedert ist. In ersterem werden

37
38
39

Hofstadler, C.; Kummer, M.: Chancen- und Risikomanagement in der Bauwirtschaft. S. 158
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die letzten Abrechnungen und Maéangelbehebungen durchgefihrt, um den
kaufmannischen Projektabschluss zu erzielen. Weiters erfolgt in Abhan-
gigkeit des Bauwerkstyps der Verwendungsnachweis und der Probe- oder
Realbetrieb (QG 1). Abgeschlossen wird das gesamte Vorhaben durch die
Projektbewertung (QG J). Im Zuge dieser gilt es, zentrale Daten und
Kennwerte systematisch zu erheben, nutzerfreundlich zu dokumentieren und
anwenderorientiert zu speichern. Nur dadurch kann aus den gesammelten
Informationen Wissen oder beispielsweise ein Datensatz flir neuronale Netze
erzeugt werden.*0

Uber die gesamte Projektdauer hinweg missen Entscheidungen geféllt und
Analysen durchgefihrt werden, um das Projekiziel zu erreichen. Sind
genugend Daten aus der Vergangenheit vorhanden, kann hierbei mittels
kiinstlicher Intelligenz Abhilfe geschaffen werden. Im Speziellen lassen sich
neuronale Netze bei Prognosen und Klassifizierungen einsetzen.

Die nachfolgende Abbildung zeigt ausgewahlte Anwendungsmaoglichkeiten
fur AG in Projektphase 1 und 3. In der Projektvorbereitung kdnnen beispiels-
weise neuronale Netze eingesetzt werden, um verschiedene Bedlrfnisse
vorherzusagen und automatisch den zuklnftigen Bedarf zu ermitteln. Dies
gilt auch fur die Entwicklung von verschiedenen Stadtteilen. Ein weiterer
wichtiger Aspekt in PPH 1 ist eine erste Kosten- und Bauzeitschatzung. Wird
diese mittels kulnstlicher Intelligenz durchgefiihrt, werden zunachst aus
bereits abgeschlossenen Projekten die Kosten und die Dauer analysiert, um
anschlieend jene des aktuellen Vorhabens abschatzen zu kénnen. Weil sich
diese Prognosen auf eigene bereits abgewickelte Bauvorhaben stitzen,
weisen sie geringere Abweichungen auf als Abschatzungen, die anhand
allgemeiner Kennwerte getatigt werden. Ebenso ist es moglich, ein neuro-
nales Netz auf die Zahlungsbereitschaft der verschiedenen Kundinnen und
Kunden zu trainieren. Dadurch kénnen zukinftige Mieteinnahmen oder
Verkaufserlose effektiv beurteilt werden.

Die Einteilung potenzieller AN anhand deren Konkursrisiko nach Auftragser-
teilung bietet in PPH3 eine vielversprechende Mdoglichkeit, bereits im
Vorhinein Firmen ausfindig zu machen, deren Fortbestand Uber die gesamte
Projektdauer womdglich nicht gewahrleistet ist. Durch das praventive
Erkennen, ob sich ein AN mit der Annahme des Projektes Ubernehmen
wirde, wird das Risiko von konkursbedingten Ausfallen wahrend der
Bauphase stark reduziert. Diese Stérungsreduktion fuhrt in weiterer Folge zu
einem harmonischeren Bauablauf.

40 Vgl.: Hofstadler, C.; Kummer, M.: Chancen- und Risikomanagement in der Bauwirtschaft. S. 159
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Abb. 3-5 Auftraggeberseitige Anwendungsmaglichkeiten
in PPH 1 und PPH 3

Mit fortschreitender Projektdauer wird gleichzeitig der Konkretisierungsgrad
des Bauwerks erhdht. Durch immer prazisere Wunschvorstellungen des AG
werden somit auch die Kosten besser abschatzbar. Damit zu jedem Zeitpunkt
in Abhangigkeit des aktuell vorhandenen Wissens effektive Kostenprognosen
durchgefihrt werden kénnen, empfielt es sich, ein mehrstufiges System aus
neuronalen Netzen einzusetzen. Dies bietet den Vorteil, dass — sobald ein
neuer Parameter bekannt ist — die Prognose automatisch mit dem nachsten
Netz konkretisiert wird.

Die Vertragsprifung gehort bei der erfolgreichen Abwicklung von Baupro-
jekten zu einer der wichtigsten Aufgaben. Wird beispielsweise eine Risiko-
Ubertragung Ubersehen, kann diese nach dem Setzen der Unterschrift nicht
mehr rickgangig gemacht werden. Daher muss jeder Vertrag bestmdglich
kontrolliert und auf das Chancen- und Risikoverhaltnis hin Gberprtft werden.
Eine rasche Klassifizierung in risikoreich oder -arm ist von kinstlicher Intel-
ligenz durchfihrbar. Hierbei stellt sich lediglich die Frage, welche Inputpara-
meter ausgewahlt werden. Das bedeutet: Machine-Learning-Algorithmen
werden in Zukunft komplette Vertrage samt Beilagen einlesen und verstehen
kénnen. Bis dahin gilt es, sich beispielsweise mit bestimmten Wortfolgen
oder der Anzahl einzelner ausgewahlter Begriffe als Inputparameter zu
begnlgen.

In der nachfolgenden Abbildung 3-6 wird auf Einsatzmdglichkeiten in der
Ausfihrung und in der Phase des Projektabschlusses aus Sicht des AG
eingegangen. Auch in PPH 4 werden durch effektive Machine-Learning-
Prognosen Kosten und Dauern mit geringeren Abweichungen vorhergesagt.
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Abb. 3-6 Auftraggeberseitige Anwendungsmaoglichkeiten
in PPH 4 und PPH 5

Weiters verbessert sich die Steuerungsmaglichkeit von Projekten, da bereits
frihzeitig Abweichungen detektiert werden. Bei der kontinuierlichen Uberwa-
chung des Baugeschehens mittels neuronaler Netze werden Auffalligkeiten
sofort erkannt und davor gewarnt. Die Meldung beinhaltet neben den Auswir-
kungen auf den geplanten Ablauf auch verschiedene Handlungsempfeh-
lungen, durch die der Schaden mdglichst gering gehalten werden wiirde. Die
letztendliche Entscheidung liegt bei der verantwortlichen Person. Die kinst-
liche Intelligenz unterstitzt nur bei der Entscheidungsfindung und wird daher
den Menschen mit seinen kreativ-konzeptionellen Fahigkeiten nicht ersetzen.

Mehrkostenforderungen (MKF) missen vom AG akribisch, aber trotzdem mit
minimalem Zeiteinsatz kontrolliert werden. Eine rasche und effiziente Hilfe
bieten hierbei neuronale Netze. Sind ausreichend bereits beurteilte MKF aus
vergangenen Projekten vorhanden, denen die selbe Thematik zu Grunde
liegt, koénnen Machine-Learning-Algorithmen trainiert werden. Diese
beurteilen in weiterer Folge neue MKF anhand der erlernten Zusammen-
hange. Dabei werden Aufwandswerte in kirzester Zeit plausibilisiert und die
Kosten verifiziert.

Bereits seit einigen Jahren wird in Amerika kunstliche Intelligenz vielverspre-
chend zur Verbrechensbekampfung eingesetzt.*! Seither werden diese
Algorithmen immer weiter verbessert und fihren in deren Einsatzgebieten zu
einer Senkung der Kriminalitatsrate. Diese Art der Vorhersage ist auch auf
Baustellen anwendbar. Einerseits werden dadurch Materialdiebstéahle
verringert und andererseits kénnten durch Anpassung dieser Technologie
potenzielle Arbeitsunfalle vorhergesagt werden. Mdgliche Einflussfaktoren,
die zur Beurteilung der Unfallgefahr beitragen, sind beispielsweise die
tagliche Arbeitszeit, der Kalendertag, die aktuelle Uhrzeit, die Anzahl der
Arbeitskrafte, der Baufortschritt oder das Wetter. Kuinstliche Intelligenz spielt
jedoch nicht nur bei der pradiktiven Unfallvermeidung eine wichtige Rolle,
sondern unterstitzt auch durch Bilderkennung die Bewertung der aktuellen
BaustellensicherungsmalRnahmen. Wird eine Holzabsperrung vor einem
Liftschacht zweckentfremdet, weil ein Arbeiter gerade ein Brett in der vorhan-

a1 Vgl.: https://www.br.de/kultur/pre-crime-predicitve-policing-bayerische-polizei-verbrechen-verhindern-100.html. Datum

des Zugriffs: 18.12.2021
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denen Lange braucht, meldet dies der Bilderkennungsalgorithmus sofort.
Daraufhin kdénnen rasch MalRnahmen zur Wiederherstellung ergriffen
werden. Neben der Uberpriifung der BaustellensicherungsmaRnahmen ist es
ebenso erdenklich, das ordnungsgemafe Tragen der Schutzausriistung zu
Uberwachen.

Auf dem gleichen Prinzip beruhend unterstitzen neuronale Netze bei der
Detektion von Unklarheiten und in weiterer Folge bei der Friiherkennung von
Konfliktpotenzial. Die Minimierung von Streitigkeiten durch zielgerichtete
Aufklarung fuhrt somit zu einem besseren Arbeitsverhaltnis und einem
harmonischeren Bauablauf mit weniger Auseinandersetzungen.

Im Betrieb des Bauwerks wird das Potenzial der kiinstlichen Intelligenz unter
anderem im Facilitymanagement beim Einsatz intelligenter Gerate sichtbar.
Die gespeicherten Tatigkeiten der Maschinen kdnnen dazu beitragen, die
zukunftigen Arbeiten vorherzusagen. Aber auch innerhalb von Bauwerken
angebrachte Sensoren ermdglichen in Kombination mit einem BIM-Modell
eine zentrale und transparente Datenverfligbarkeit, welche die Voraus-
setzung fur weitere Auswertungen darstellt.? Reinigungsfahrten sind somit
nicht mehr in einem regelmafigen Rhythmus erforderlich, sondern werden
nur noch durchgefiihrt, wenn eine Notwendigkeit besteht. Ebenso unterstitzt
Bilderkennung bei der Dokumentation und Bewertung des Gebaudezu-
standes. Risse oder andere Problemstellen werden rasch erkannt und in
Schadensklassen eingeteilt.

Eine weitere Einsatzmdglichkeit ist die Verringerung von Lebenszykluskosten
durch zielgerichtete Wartungen. Die Auswertung von Durchflussmessungen,
Verschiebungen oder Stromverbrauchen Iasst unter anderem Rickschlisse
auf den Zustand der Gerate, Leitungen, aber auch Bauteile zu. Das
frihzeitige Austauschen von Dichtungen oder verlegten Rohren ist somit
nicht mehr notwendig. Ebenso sind langerfristige Ausfélle von beispielsweise
Heizung oder Warmwasser zu verhindern, da Prognosen diese bereits im
Vorhinein erkennen. Kristallisiert sich aus den Sensordaten eine Problem-
stelle heraus, detektiert die kinstliche Intelligenz diese automatisch und
schlagt entweder die komplette Erneuerung oder eine Reparatur vor. Diese
Beispiele zeigen sehr deutlich, dass somit nicht nur Kosten gespart werden
kénnen, sondern auch die Nutzungsqualitat gesteigert wird.

Die nachfolgende Grafik 3-7 verdeutlicht im Bereich des Supervised Learning
auftragnehmerseitige Anwendungsmaoglichkeiten neuronaler Netze in der
Ausfihrungsvorbereitung. Sofort wird daraus ersichtlich, dass solche
Prognosen sowie Klassifizierungen fur den AN einen deutlichen Mehrwert fur
die Ubergeordnete Wissensaggregation darstellen. Es gilt jedoch
anzumerken, dass dieser nur erzielt werden kann, wenn eine ausreichende
Datengrundlage vorhanden ist. Das heilt, bevor diese Technologie einge-
setzt werden kann, muss ein funktionierendes (bestenfalls automatisches)
Wissensmanagement im Unternehmen implementiert sein. Ansonsten steht
den Machine-Learning-Algorithmen keine ausreichende Datengrundlage fur
das Erkennen von Zusammenhangen zur Verfigung.

42 Vgl.: Gralla, M.; Weist, K. C.: Komplexitatsbeherrschung durch Anwendung dynamisch-interdisziplinérer BIM-Modelle

— Ein Loésungsansatz fiir die Fabrikplanung. In: Agile Digitalisierung im Baubetrieb — Grundlagen, Innovationen, Dis-
ruptionen und Best Practices. Hrsg.: Hofstadler, C.; Motzko, C. S. 641f
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Abb. 3-7 Auftragnehmerseitige Anwendungsmoglichkeiten in PPH 3

Oftmals mussen rund zehn Angebote abgegeben werden, um einen Auftrag
zu erhalten. Somit gilt, es die Kosten der neun anderen Bepreisungen auf die
erhaltene Baustelle umzulegen. Damit in die Kalkulation nicht zu viel Zeit
investiert werden muss, empfiehlt es sich, neuronale Netze zu verwenden.
Einerseits erhoht sich die Eintrittswahrscheinlichkeit der Annahmen, anderer-
seits werden Teilleistungen automatisch beurteilt. Im Gegensatz zur
Standardkalkulation werden hierbei jedoch die Umstande der Leistungser-
bringung sowie weitere Einflussfaktoren (z.B.: Baudauer, Jahreszeit oder zur
Verfugung stehende Arbeitsgruppen) berlcksichtigt. Durch diese multidimen-
sionale Beurteilung des zukunftigen Arbeitsaufwandes werden die Kosten
von Leistungen genauer eingeschatzt. In Zukunft wird es madglich sein,
Angebote mit Hilfe von Machine-Learning-Algorithmen, die zuvor vergangene
Bauprojekte ausgewertet haben, vollig automatisch auszufillen und
daraufhin mit diesen Annahmen den Bauablauf zu simulieren.

Die Erstellung richtiger und praziser Bauzeitplane bendtigt zu erwartende
Aufwands- und Leistungswerte. Auch fur diese Aufgabenstellung eignen sich
neuronale Netze, da sie unter Berlcksichtigung bereits abgeschlossener
Projekte diese Kennzahlen erlernen und fur Prognosen zukinftiger Bauwerke
einsetzen kénnen. Selbst die richtige Anordnung der Tatigkeiten ist fur die
kinstliche Intelligenz kein Problem. Abschliefend wird in Kombination mit
der Menge die Dauer der einzelnen Arbeiten ermittelt. Andern sich die Art,
die Form, die Komplexitat, die Qualitdt oder die Umstande der Leistungser-
bringung, passt die kiinstliche Intelligenz den Bauzeitplan automatisch an.

Die Bauverfahrensauswahl gehort zu den wichtigsten Punkten in der Arbeits-
vorbereitung und hat einen wesentlichen Einfluss auf den Angebotspreis, weil
nur eine effektive und effiziente Kombination der Produktionsfaktoren zum
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Zuschlag fuhrt. Aus diesem Grund muss das Produktionssystem genaue-
stens analysiert und bewertet werden. Selbst bei dieser komplexen und
vielseitigen Aufgabe stellt die klinstliche Intelligenz ein gutes Hilfsmittel dar.
Beispielsweise werden Vorschlage Uber die Auswahl des Bauverfahrens
anhand aus der Vergangenheit bereits bewerteter Entscheidungen geliefert.
Wie bei jeder den Entscheidungsprozess betreffenden Anwendungsmadg-
lichkeit bildet auch bei diesem Exempel eine einheitliche und nachvoll-
ziehbare Dokumentation die Basis, um grofle Datenmengen zielfihrend
auswerten zu kénnen.*3 Ebenso ist es madglich, durch eine Modellierung des
Vorhabens mit anschlieRender Simulation das beste Verfahren in Hinblick auf
die gewilinschte Anforderung zu finden. Hierbei werden neben den baustel-
lenrelevanten Faktoren auch innerbetriebliche Uberlegungen wie beispiels-
weise die Verfugbarkeit von bestimmen Geraten berlcksichtigt.

Die im Anwendungsbereich des AG bereits besprochene Einsatzmdglichkeit
von kunstlicher Intelligenz bei der Beurteilung von Bauvertragen gilt nattrlich
auch fur AN. Zusatzlich zur Beurteilung der Chancen und Risiken ist es
erdenklich, ein neuronales Netz auf das Erkennen der Intention des AG hin
zu trainieren. Anhand der Art und Formulierung der Leistungsbeschreibung
ist es beispielsweise moglich, herauszufinden, ob der AG Sichtbeton ausge-
schrieben hat, weil ihm dieser wirklich gefallt oder weil er Chancen sieht, bei
Nichteinhaltung der Vorgaben Abziige geltend zu machen.

Verfugt ein Unternehmen Uber einen Datensatz, welcher Verhalten und
Besonderheiten bestimmter AG beinhaltet, kann kinstliche Intelligenz zum
Finden von Zusammenhangen eingesetzt werden, um in weiterer Folge
Handlungsweisen abzuleiten. Die Uberlegungen zu dieser Einsatzmdg-
lichkeit werden von der individuellen Analyse der Kund*innen im Handel
abgeleitet. Das dortige Ziel ist es, vollig automatisiert herauszufinden, welche
Vorlieben und welchen Geschmack die potenziellen Kaufer*innen haben.
Dadurch kann individuell auf deren Bedurfnisse eingegangen werden, was in
weiterer Folge zu vermehrten Einkdufen und somit zu einer Umsatzstei-
gerung fuhrt. Fir derartige Prognosen werden jedoch ausreichend Informa-
tionen Uber jede*n Einzelne*n bendtigt. Aus diesem Grund wird diese Anwen-
dungsmdglichkeit im Bauwesen nur jenen Firmen vorbehalten sein, die
bereits zahlreiche Projekte fur ein und denselben AG durchgefihrt haben.
Bei unzureichender Datengrundlage wird der Machine-Learning-Algorithmus
keine allgemein zutreffenden Zusammenhange herausfinden. Fir kleinere
Unternehmen besteht jedoch Hoffnung, diese Verhaltensvorhersage
ebenfalls zu nutzen, wenn sie sich untereinander vernetzen und einen
gemeinsamen Datensatz aufbauen. Hierbei ist wichtig, zu erwahnen, dass
keine firmenspezifischen Informationen an Kontrahenten weitergegeben
werden. Lediglich eine Beschreibung des AG wird gespeichert. Schaffen es
kleine Betriebe nicht, sich untereinander zu verknlpfen, werden sie den
groBen Firmen hinterherhinken und einen Nachteil erleiden. Andere
Branchen wie zum Beispiel die Medizin, der Handel oder auch die Automobi-
lindustrie haben bereits gezeigt, dass kontextbezogene Daten das neue Gold
darstellen. Dies wird sich speziell in den nachsten Jahren auch im Bauwesen
deutlich herauskristallisieren, da jegliche Technologien erhaltlich sind, um
Daten automatisch zu erheben und auszuwerten.

43 Vgl.: Lenz, L. T. et al.: Multi-criteria decision support in construction management: life cycleoriented investigation of the

economic efficiency. Konferenz: 2021 European Conference on Computing in Construction, 2021. S. 138
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Ist ein dementsprechender Datensatz vorhanden, kdnnen ebenfalls zu erwar-
tende vom AG veranlasste Anderungswiinsche prognostiziert werden.
Dadurch wird es mdglich, bereits im Vorhinein Uberlegungen dazu
anzustellen und eventuell im Angebot zu berlcksichtigen. Diese Art der
Vorhersage mag zwar noch nach Fiktion klingen, wird aber wohl rasch der
Realitat entsprechen. Im Endeffekt ist sie mit dem Wissen einer erfahrenen
Kalkulantin bzw. eines erfahrenen Kalkulanten gleichzusetzen, der/die
seine/ihre Auftraggeber hervorragend kennt. Auch diese haben die Fahigkeit,
mit Hilfe ihres impliziten Wissens Anderungswiinsche oder Konkretisie-
rungen abzuschatzen. Der Vorteil der kinstlichen Intelligenz liegt jedoch
darin, dass jeder im Unternehmen darauf zugreifen und diese gewinn-
bringend einsetzen kann. Weiters kdnnen in Form von neuronalen Netzen
gespeicherte Informationen die Firma beispielsweise durch eine Abwerbung
oder einen Pensionsantritt nicht verlassen. Somit wird ermdglicht, neben
objektivem auch subjektives Wissen Uber einen langeren Zeitraum zu
behalten.

Das Bewerten von Abmessungen ,laut Statik” stellt ein weiteres Beispiel fur
den Einsatz von kunstlicher Intelligenz dar. Neuronale Netze lernen unter
anderem aus der Art des Gebaudes, der Anzahl der Stockwerke, der Spann-
weite, der Bauweise und der Verwendung, welche Abmessungen typisch fur
tragende Bauteile (Stitzen, Wande, Unterziige oder Decken) sind. Den
Nachweis der Tragfahigkeit durch eine statische Berechnung nach Norm wird
die kinstliche Intelligenz nicht ersetzten. Sie hilft lediglich dabei, prazise
Annahmen zu ftreffen. Eine weitere Anwendungsmoglichkeit in diesem
Kontext stellt die Vorhersage der zu erwartenden Biegeformverteilung der
einzelnen Bauteile dar. Der Prozentsatz an geraden sowie einfach oder
kompliziert gebogenen Bewehrungsstaben, oder auch der Mattenanteil wird
durch Machine-Learning-Algorithmen in Abhangigkeit der Art, Form und
Komplexitat des Bauwerks sowie der zustandigen Statikerin bzw. des zustan-
digen Statikers prognostiziert.

Eine weitere Einsatzmdglichkeit, welche ein groRes Potenzial fir die Zukunft
aufweist, ist die Prognose von Aufwands- und Leistungswerten unter Berlick-
sichtigung der Produktionsbedingungen. Hierbei gilt, je mehr produktivitats-
beeinflussende Faktoren wie bespielsweise der vorhandene Arbeitsraum, die
Temperatur, oder die GruppengréfRe erhoben werden, desto praziser ist das
Ergebnis. Die Schwierigkeit liegt jedoch in der Auswahl der passenden
Einflussfaktoren und der zugehérigen DatensatzgroRe, da mit steigender
Inputparameteranzahl auch die bendtigten Trainingsfalle positiv korrelieren.
Grundsatzlich gilt, dass neuronale Netze ihr Starke durch die Vielzahl an zu
verarbeitenden Inputs zeigen. Jedoch setzt dies eine ausreichende Daten-
menge voraus. Bei baubetrieblichen und bauwirtschaftlichen Anwendungs-
mdglichkeiten steht meistens kein beliebig groRer Datensatz zur Verfigung.
Aus diesem Grund gilt es, durch das Trainieren verschiedener Netze mit
unterschiedlichen Inputparametern das beste neuronale Netz zu finden.

Den Abschluss der exemplarischen Aufzéhlung von Einsatzmdglichkeiten in
der Ausfiihrungsvorbereitung aus Sicht des AN stellt die Prognose des zu
erwartenden Vergabepreises dar. Liegen beispielsweise gesammelte Infor-
mationen von bereits vergebenen Projekten Uber das Bauwerk, die vorge-
gebene Bauzeit, Produktionsbedingungen und den dazugehdrigen Vergabe-
preis vor, kann kuinstliche Intelligenz diesen Datensatz auswerten und in
weiterer Folge Vorhersagen erstellen. Dies flhrt zu einer besseren
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Einschatzung, ob ein Zuschlag fir das abgegebene Angebot erfolgen wird
oder eher nicht. Weiters kann diese Prognose als Orientierungshilfe dienen,
damit bewusst wird, in welchem Preisrahmen das Projekt liegen muss, um
unter den verschiedenen Bietern in die engere Auswahl zu gelangen.

Die nachfolgende Abbildung 3-8 verdeutlicht mogliche Beispiele fir den
Einsatz von kunstlicher Intelligenz in der Phase der Bauausfiihrung (PPH4)
seitens des AN. Das Ubergeordnete Ziel der Verwendung von Machine-
Learning-Algorithmen ist wiederum das Analysieren vergangener Daten, um
firmeninternes Wissen zu aggregieren und daraus zukinftiges Handeln
ableiten zu kdnnen.

Nutzen kinstlicher Intelligenz

..................................................................... bPH 4 Austarung
PPH 4 PPH 5 PPH 5 Projektabschluss
YO _OD) DD [l

Realisierung Betriebs- Betrieb Ubergabe
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Abb. 3-8 Auftragnehmerseitige Anwendungsmoglichkeiten in PPH 4

In PPH4 eignet sich klnstliche Intelligenz unter anderem zum Erkennen von
moglichen Mehrkostenforderungen und fir das automatisierte Anmelden
dem Grunde nach. Aus dem Abgleich des Leistungsverzeichnisses und der
aus den Vertragsunterlagen abgeleiteten Produktionsbedingungen mit den
aktuellen Leistungen und Mengen auf der Baustelle werden Abweichungen
detektiert und aufgezeigt. Zusatzlich werden fir die Anmeldung der Hohe
nach Lohn und sonstige Kosten bereitgestellt.

Wie auch auf Seiten der Auftraggeber beschrieben, zahlt die Erhéhung der
Arbeitssicherheit sowie die Reduktion von Konflikten zu wichtigen Aspekten,
die mittels Machine-Learning-Algorithmen effektiv und effizient unterstutzt
werden. Das Vorhersagen von Unféllen, das Aufzeigen von Gefahren- oder
Absturzpotenzial sowie das Uberpriifen der notwendigen Schutzausriisung hilft
dabei, Baustellen sicherer zu machen und unfallbedingte Krankenstande bis
hin zu Todesfallen zu reduzieren. Neben dem Kalendertag, dem Baufortschritt,
der Anzahl der Arbeitskrafte und dem Wetter gilt es jedenfalls, auch das Stres-
slevel durch einen geeigneten Inputparameter abzubilden. Dies kann beispiels-
weise Uber Stressklassen oder Vitalwerte der Arbeiter*innen erfolgen.

Die Steuerungsmaglichkeiten des Baugeschehens profitieren ebenfalls stark
von Machine-Learning-Algorithmen. Programme lernen praxisrelevante
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Ablaufzusammenhange und kénnen mit Hilfe dieses Wissens den aktuellen
Bauablauf hinsichtlich der Erreichung der normalen Produktivitat steuern.
Dadurch wird gewahrleistet, dass der lineare Bereich der Leistungsbe-
rechnung nicht verlassen wird und sich die Produktivitdtsverluste nicht
Uberdimensional Aufschaukeln. Nach Implementierung eines derartigen
Systems ist es rasch mdglich, auf gednderte Produktionsbedingungen zu
reagieren. Die neuen Randbedingungen mussen lediglich dem Algorithmus
zur Verfigung gestellt werden und dieser ermittelt durch verschiedene
Simulationen, in denen die Erfahrungen der vergangenen Bauprojekte bertic-
ksichtigt werden, die optimale Kombination der Produktionsfaktoren.

Bilderkennung bringt ein wesentliches Verbesserungspotenzial fur automatische
SOLL-SOLLTE-IST-Vergleiche. Diese Algorithmen helfen, Baustellenbilder, die
beispielsweise vom Kran aus oder per Drohne gemacht werden, zu analysieren
und den aktuellen Stand zu bewerten. Dieser wird in weiterer Folge mit den im
BIM-Modell hinterlegten Bauteilen abgeglichen. Weiters ist zu empfehlen,
zusatzlich zur Bilderkennung den Baufortschritt durch eine geeignete Sensoren-
auswahl zu beurteilen. Hierfir kénnen unter anderem Drucksensoren eingesetzt
werden, die automatisch melden, wenn in ihrem Bereich eine Lastanderung
erfolgt. Motzko et al. bringen diese in Kombination mit Ortungstechnologien an
einer Palette an, um anhand der Ubermittelten Positions- und Gewichtsdaten
Rickschlisse auf den Materialfluss sowie den Baufortschritt ziehen zu
konnen.** Ebenso ermdglicht das Montieren eines solchen Sensors auf einer
Schalungsstiitze das Beurteilen des Betonierfortschrittes.

Das Vorhersagen von Stérungen bei Geraten auf Basis von Bewegungen und
Verbrauchen ist auch auf die Baustelle Ubertragbar. Werden Parameter, die
Bauablaufstérungen auslésen, kontinuierlich erhoben und in einem
Datensatz gespeichert sowie bewertet, kénnen Machine-Learning-
Algorithmen in Echtzeit beurteilen, welches Problem in naher Zukunft
auftreten wird. Dadurch ist es mdglich, vorzeitig MalRnahmen zu ergreifen,
damit die Eintrittswahrscheinlichkeiten von Erschwernissen wie beispiels-
weise Krankapazitatsengpasse, Arbeitsgruppeniiberschneidungen oder
Lagerplatzschwierigkeiten reduziert werden.

Die optimalen Mengen sind ein wesentlicher Aspekt, um die Baustelle
wirtschaftlich abwickeln zu kénnen, da sowohl zu wenig Betriebsmittel oder
Materialien als auch zu viele zu hoheren Kosten fiihren. Ein moglicher Weg,
die Vorhaltemenge zu bestimmen, fuhrt Uber die kunstliche Inteligenz.
Anhand von Erfahrungen aus abgeschlossenen Baustellen, dem aktuell
eingesetzten Bauverfahren und der Simulation des geplanten Bauablaufes
berechnen Machine-Learning-Algorithmen die bendtigte Menge sowie die
passende Stlickliste. Bei Schalungsarbeiten ist es zusatzlich noch mdglich,
die Vorstellmenge vorherzusagen. Diese zusatzliche Unterstliizung bei
Ressourcenplanungen wirkt sich positiv auf die zu erzielende Produktivitat
aus, weil die Art, Form und Kombination der Produktionsfaktoren bestméglich
aufeinander abgestimmt werden.

Eine weitere Starke von neuronalen Netzen liegt in den herausragenden
Klassifizierungsfahigkeiten. Im Bauwesen ist die Zuteilung in bestimmte
Klassen besonders bei Bewertungen von Bauteilen hilfreich. So kann
beispielsweise ein Machine-Learning-Algorithmus darauf trainiert werden,

44 Motzko, C. et al.: Zur Relevanz der Baulogistikplanung. In: Agile Digitalisierung im Baubetrieb — Grundlagen, Innova-

tionen, Disruptionen und Best Practices. Hrsg.: Hofstadler, C.; Motzko, C. S. 90
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fertigen Sichtbeton anhand von Bildern und weiteren beeinflussenden
Parametern wie dem Porenanteil oder -durchmesser zu beurteilen. An dieser
Stelle gilt es jedoch, anzumerken, dass die Herausforderung bei dieser
Anwendung in der Erstellung eines ausfiihrlichen Datensatzes liegt. 1000
Trainigsfalle, die aus einem oder mehreren bewerteten Bildern bestehen,
reichen hierbei bei weitem nicht aus, um verlassliche Prognosen zu erhalten.
Weiters erschweren unterschiedliche Lichtverhaltnisse die Modellbildung.

Abgeschlossen wird diese exemplarische Aufzahlung der Einsatzmdglich-
keiten von kinstlicher Intelligenz seitens der AN mit dem raschen Erstellen
von Anderungsangeboten. Oftmals tritt die Situation ein, dass im Zuge der
Konkretisierung der Projektziele der AG etwas andern mochte, weil ihm das
Vereinbarte nicht mehr zusagt. In diesem Fall bedeutet dies fir den AN,
wahrend das gesamte Baugeschehen weiterlauft, moglichst rasch ein
Anderungsangebot vorzulegen, damit die neu entstehenden Kosten beurteilt
und anschlieRend vom Bauherrn freigegeben werden kdnnen. Besonders in
dieser arbeitsintensiven Phase ist zu empfehlen, dass sich AN kunstlicher
Intelligenz bedienen, um effektiv und effizient Anderungswiinsche zu
bepreisen. Die Algorithmen unterstitzen hierbei einerseits bei der
Beurteilung des Aufwandes in Abhangigkeit der Produktionsrandbedin-
gungen und andererseits werden automatisch im Sinne von Chatbots
Anfragen an Subunternehmer bezlglich der Kosten der durchzufiihrenden
Leistung verschickt. Die bepreisten Antworten werden selbstverstandlich
automatisch ausgewertet und der Kostenermittlung beigefugt.

Zusammenfassend ist festzuhalten, dass sich klnstliche Intelligenz fur
Prognosen und Klassifizierungen jeglicher Art einsetzen lasst. Hierbei ist
jedoch zu beachten, dass genligend Trainingsfalle aus kontextbezogenen
Daten und Informationen mit dem dazugehorigen Output erforderlich sind. Ist
der Datensatz zu klein, wird der gewinschte Fehlerwert nicht eingehalten
und die Vorhersagen sind somit als Entscheidungshilfe wertlos.

3.3.2 Neuronale Netze fiir Produktivitatsprognosen

Die aus den Baustellenbedingungen abgeleitete Produktivitat stellt eine
wesentliche Kenngrél3e in der Arbeitsvorbereitung und in der Ausfiihrungs-
phase dar, weil sie bei arbeitsintensiven Tatigkeiten einen grof’en Einfluss
auf den Aufwandswert und bei gerateintensiven Vorhaben auf den
Leistungswert austbt. Damit die Produktivitat vor Baubeginn beurteilt werden
kann, missen das Produktionssystem genauestens analysiert sowie die
Einflussparameter identifiziert und ausgewertet werden. Um hierbei den
grélten Nutzen zu erzielen, gilt es, systematisch und strukturiert vorzugehen.
Aus diesem Grund wird die Anwendung des Produktionswirfels nach
Hofstadler*® empfohlen. Die nachfolgende Abbildung 3-9 zeigt diesen und
verdeutlicht, dass das System der Gesamtproduktivitat nicht als zweidimen-
sionales, sondern als dreidimensionales Konstrukt zu sehen ist.*® Die
elementaren und dispositiven Produktionsfaktoren werden hierbei um die
Bauzeit, die Qualitat und Quantitat, die Witterung, das Umfeld, sowie die Art,
Form und Komplexitat des Bauwerks erweitert.

45 Hofstadler, C.; Kummer, M.: Risiken und Chancen der Mischpreiskalkulation. In: Tagungsband — 13. Grazer Baube-

triebs- und Bauwirtschaftssymposium — Preisermittlung und Vergabe in der Bauwirtschaft — Baubetriebliche, bauwirt-
schaftliche und rechtliche Aspekte. 2015. Hrsg.: Heck, D.; Mauerhofer, G.; Hofstadler, C. S. 52

46 Vgl.: Hofstadler, C.; Kummer, M.: Chancen- und Risikomanagement in der Bauwirtschaft. S. 2
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Abb. 3-9 Produktionswiirfel nach Hofstadler*’

Weiters setzt sich die zu analysierende Gesamtproduktivitat aus der Arbeits-,
Betriebsmittel- und Materialproduktivitit zusammen.*® Im Zuge der
Beurteilung dieser besteht die Moglichkeit, alle drei in einem neuronalen Netz
abzubilden oder je ein separates dafiir zu trainieren.

Im Folgenden wird auf ausgewahlte Einflussfaktoren in Hinblick auf Arbeits-,
Betriebsmittel- und Stoffproduktivitdt eingegangen. Bei der Erstellung eines
Datensatzes aus bereits abgeschlossenen Projekten missen die einzelnen
Einflisse, die durch eine Zahl oder eine Klassenzugehdrigkeit charakterisiert
sind, mit dem dazugehorigen Output in Verbindung gebracht werden. Hierbei
gilt es, zu beachten, dass sowohl harte als auch weiche Faktoren fir die
Prognose der Gesamtproduktivitdt herangezogen werden konnen.

Laut dem Wirtschaftslexikon Gabler lassen sich erstere (hard facts) in betriebs-
wirtschaftliche Kennzahlen (z.B.: Kosten oder Durchlaufzeiten) fassen, wohin-
gegen letztere (soft facts) Stimmungen, Wissen und daraus resultierende
Verhaltensweisen beschreiben.*® Aus dieser Definition wird ersichtlich, dass

a7 Hofstadler, C.; Grundlagen zur Produktivitat im Baubetrieb. Vorlesungsfolien von Produktivitat im Baubetrie Winterse-

mester 2021, Technische Universitat Graz. Folie 28

48 Hofstadler, C.: Produktivitat im Baubetrieb. S. 17ff

49 Gabler Wirtschaftslexikon: https://wirtschaftslexikon.gabler.de/definition/harte-und-weiche-faktoren-52688. Datum des
Zugriffs: 27.04.2020
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sich harte Faktoren als numerische Zahl einer Berechnung oder Messung
abbilden lassen. Weiche Einflisse missen hingegen zuvor beurteilt werden,
bevor kinstliche Intelligenz diese auswerten kann. Hierbei ist darauf zu achten,
dass die Bewertungen der Umstande mdglichst objektiv und immer nach den
selben Entscheidungsgrundlagen erfolgen.

Eine Option, um verschiedene subjektive Empfindungen zu verhindern, ist,
dass sowohl die Datensatzerstellung als auch die Prognose von ein und
derselben Person durchgefuhrt wird. Somit werden verschiedene Situationen
mit der gleichen Beurteilungsbasis bewertet. Fir gréfere Unternehmen stellt
dies jedoch keine LOsung dar, weil beispielsweise verschiedene Bauleiter auf
das selbe neuronale Netz zugreifen, um Vorhersagen zu erstellen. In dieser
Situation muss die Bewertung der qualitativen Inputparameter genauestens
dokumetiert und die Beurteilung des Datensatzes von mdglichst vielen Mitar-
beiter*innen erfolgen, wodurch die einzelnen subjektiven Einflisse gering
gehalten werden. Hierbei kann beispielsweise auf ein Schulnotensystem
zuruckgegriffen werden. Weiters empfiehlt es sich, beim Training aus dem
kompletten Datensatz ein Netz zu erstellen, welches nur harte Einflusspara-
meter beinhaltet. Dieses bildet eine sehr gute Vergleichsbasis und zeigt die
Auswirkungen der soft facts auf das Prognoseergebnis. Dadurch wird auch in
weiterer Folge das Verstandnis tber die einzelnen Inputparameter gefoérdert,
welches die Grundvoraussetzung fur eine sachgemale Anwendung darstellt.

Um einen Uberblick (iber mdgliche harte und weiche Einflussfaktoren zu
bekommen, werden nachfolgend wesentliche Inputparameter — gegliedert in
die drei Produktivitéatsbereiche — erldutert. Begonnen wird mit arbeitsproduktivi-
tatsbeeinflussenden Aspekten:®°

* Arbeitsraum:

Damit sich Arbeitskrafte uneingeschrankt bewegen und die gewohnten
Bewegungsablaufe ungehindert durchfihren kdnnen, wird ein gewisser
Arbeitsraum, der in Abhangigkeit der zu verrichtenden Téatigkeit unter-
schiedliche GréRRen aufweist, bendtigt. Wird der Arbeitsfluss gestort, weil
bei horizontalen Bauteilen die Mindestarbeitsflache und bei vertikalen
Elementen die Mindestarbeitslange je Arbeitskraft nicht eingehalten
werden, entstehen Produktivitatsverluste. Die Grofle des bendétigten
Mindestarbeitsraumes hangt von der Tatigkeit, den verwendeten Betriebs-
mitteln und Materialien ab.

* Arbeitsgruppengrofe:

In Abhangigkeit der Bauteilart (Stltzen, Wande, Decken, Bodenplatten
etc.) lassen sich eine unterschiedliche Anzahl an Arbeitskraften je Arbeits-
gruppe unter normalen Produktivitdtsbedingungen einsetzen. Wird diese
ideale GruppengréfRe unter- oder Uberschritten, entstehen Produktivitats-
verluste, weil einzelne Arbeiter Uber- oder unterfordert werden. Dadurch
kénnen die gewohnten Handgriffe nicht mehr durchgefiihrt und missen
beispielsweise aufgrund fehlender Haltekapazitaten abgeandert werden.

» Tagliche Arbeitszeit:
Ubersteigt die tagliche Arbeitszeit eine gewisse Grenze, sinkt die Arbeits-
produktivitdt aufgrund von Ermidung, Erschdpfung und einer damit
einhergehenden abnehmenden Motivation.

50 vgl.: Hofstadler, C.: Produktivitat im Baubetrieb. S. 19f
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Einsatzortwechsel:

Ein haufiger Wechsel des Einsatzortes wirkt sich negativ auf die Produkti-
vitat aus, weil durch An- und Auslaufverluste sowie zusatzliche Wegzeiten
der Aufwand steigt. Durch ein gleichzeitiges Wechseln der Tatigkeit wird
dieser Effekt verstarkt.

Arbeitsanweisungen:

Die Arbeitsanweisungen bauen auf den Bauvertrag samt dessen Bestand-
teilen (z.B.Plane, Leistungsbeschreibung oder Produktinformationsblatter)
und internen Vorgaben der AN auf. Werden diese Anweisungen zu spat
oder auf falschen Informationen basierend bekanntgegeben, entstehen
Produktivitatsverluste.

Bauweise:

Einen wesentlichen Einfluss auf die Arbeitsproduktivitat stellt die
Bauweise dar, weil sie eine bedeutende Randbedingung fir die Art der
Materialien und deren Kombination mit Betriebsmitteln ist. Wird beispiels-
weise auf die Fertigteilbauweise zurlckgegriffen, werden auf der
Baustelle hohere Produktivitdten erzielt als beim Einsatz von Ortbeton.

Qualitative Verfugbarkeit:

In Abhéngigkeit der Qualifikation und der Motivation sind Arbeitskrafte flr
mehr oder weniger anspruchsvolle Téatigkeiten einzusetzen. Ubersteigt die
Komplexitat der Aufgabe standig das Kénnen der Arbeitskraft, fiihrt dies zu
Demotivation und in weiterer Folge zu einer abnehmenden Produktivitat. Ist
die Arbeitskraft oftmals unterfordert, wirkt sich dies ebenfalls negativ aus.

Arbeitsgruppenzusammensetzungen:

Die soeben angesprochenen Effekte gilt es, auch bei der Arbeitsgruppen-
zusammenstellung zu beachten. Abhéngig von der Komplexitat und der
Art der Tatigkeit missen Facharbeiterinnen, Hilfskrafte und Lehrlinge in
einem passenden Team zusammengestellt werden.

Fertigungsablauf:

Ein systematisch durchdachter und gut strukturierter Fertigungsablauf
wirkt sich positiv auf die Arbeitsproduktivitat aus, weil dadurch gleiche
Tatigkeiten hintereinander auf demselben Arbeitsniveau (im Sinne von
gleicher Geschossebene) durchgefihrt werden kénnen.

Spezifische Bauwerks- und Baustellenbedingungen:

Die Tragstruktur, die Form der Bauteile und die Verteilung dieser im
Bauwerk Uben einen wesentlichen Einfluss auf die zu erzielende Produkti-
vitat aus (z.B.: Passflachenanteil). Die Bedingungen auf der Baustelle wie
beispielsweise die Topografie des Baufelds, Entfernung des Fertigungs-
schwerpunktes vom Lagerplatz oder die Platzverhaltnisse spielen bei der
Beurteilung der Arbeitsproduktivitat ebenfalls eine wichtige Rolle.

Spezifische Baustellen- und Bauwerksbedingungen beeinflussen wie bei der
Arbeitsproduktivitat auch die Betriebsmittelproduktivitat. Da diese bereits zuvor
beschrieben wurden, wird an dieser Stelle nicht nochmals darauf eingegangen.
Zu den wichtigen Einflussen auf die Betriebsmittelproduktivitét zahlen:

51

Quantitative Verfligbarkeit:
Ist ein bendtigtes Betriebsmittel zur Zeit nicht verfugbar, weil es auf einer

Vgl.: Hofstadler, C.: Produktivitat im Baubetrieb. S. 20
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anderen Baustelle eingesetzt wird oder sich gerade in Reparatur befindet,
muss dieses beispielsweise durch einen anderen Bauablauf und/oder den
Einsatz eines anderen Verfahrens kompensiert werden. Dadurch
entstehen Produktivitatsverluste. Dies gilt besonders fir Engpassgerate.
Fehlt im Hochbau dringend bendtigte Krankapazitat, missen Arbeiten
eingestellt und verschoben werden, da kein Material zum Einsatzort
gebracht werden kann.

Arbeitsraum:

Wie bei der Arbeitsproduktivitat spielt auch im Umgang mit Betriebsmitteln
der zur Verfigung stehende Platz eine wesentliche Rolle. Kénnen Gerate
nicht problemlos bedient werden, weil der notwendige Arbeitsraum fehlt,
steigt der Aufwand.

Leistungspotenzial:

Die vom Betriebsmittel abhangige Spitzenleistung und erreichbare
Normalleistung stehen in enger Verbindung mit der Produktivitat. Wird
beispielsweise ein zu grofer oder zu kleiner Bagger auf der Baustelle
eingesetzt, sinkt der Leistungswert.

Bedienbarkeit:

Die Anwenderfreundlichkeit der Betriebsmittel wirkt sich stark auf die
damit erzielbar Leistung aus. Je leichter und intuitiver der Umgang mit
diesen erfolgt, desto besser ist die Bedienbarkeit und das erzielte
Ergebnis. Beispielsweise ist der Aufwandswert fiir die Schalarbeiten in
den letzten Jahren deutlich gesunken, weil neue Schalsysteme auf den
Markt gekommen sind.

Qualitative Verfligbarkeit:

Die Qualitat der Betriebsmittel ist mit der geforderten Ausfihrungsqualitat
abzustimmen. Dies kann bedeuten, dass beispielsweise GPS-gesteuerte
Erbaugerate eingesetzt oder bestimmte Schalhautmaterialen ausgesucht
werden, um die gewiinschte Qualitat zu gewahrleisten.

AbschlieRend werden ausgewahlte Einflisse auf die Materialproduktivitat
beleuchtet:%2

Spezifische Baustellenbedingungen:

In Abhangigkeit der Lage und der Klimabedingungen der Baustelle
ergeben sich unterschiedliche Witterungseinflisse. Diese wirken sich in
weiterer Folge auf die Lager- und Transportfahigkeit der Materialien aus.

Bearbeitbarkeit:

Materialien (z.B.: Frischbeton oder Asphalt) besitzen, beeinflusst vom
Verwendungszeck und den Umgebungsbedingungen, ein determiniertes
Verarbeitungsfenster. Aul3erhalb dieses Zeitraumes sind sie nicht mehr
einsetzbar.

Nachbearbeitung:

Nach dem Einbauprozess bendtigen bestimmte Materialien eine Nachbe-
arbeitung. Dies reicht vom Aufbringen eines Verdunstungsschutzes bis
hin zur Sicherstellung einer gefiihrten Temperierung. Auch das nachtrag-
liche Schiitzen vor Verschmutzungen zahlt zu diesen Aufgaben.
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» Festigkeitsentwicklung:
Die Festigkeitsentwicklung ist ein wichtiger Aspekt bei der Beurteilung der
Vorhaltedauer und -menge bei Geraten sowie Materialien fir Schalar-
beiten. Dadurch wird nicht nur der Bauablauf beeinflusst, sondern auch
die Qualitat der geleisteten Arbeit.

» Lagerfahigkeit:
Der Platzbedarf sowie die Art der Lagerung resultiert unter anderem aus
den verwendeten Materialien und deren Aggregatzustand. Im Freien gela-
gerte Baustoffe sind leichter zu manipulieren, als jene, die in Uberdachten
oder sogar beheizten Raumlichkeiten situiert sind.

» Transportfahigkeit:
Mussen beim Antransport zum Einbauort Umwege oder spezielle
Erschwernisse in Kauf genommen werden, fuhrt dies zu hoéheren
Aufwandswerten und somit zu einer geringeren Produktivitat. Bei Hoch-
hausprojekten mussen beispielsweise besondere Malinahmen ergriffen
werden, damit der Beton in die oberen Stockwerke gepumpt werden kann.

* Verwendete Materialien:
In Abhangigkeit der einzelnen Materialien sind verschiedene Produktivi-
taten zu erzielen. Werden beispielsweise Fertigbauteile auf die Baustelle
geliefert und dort nur noch zusammengefigt, kdnnen in klrzerer Zeit
wesentlich gréRere Mengen umgesetzt und montiert werden, als bei der
Verwendung von Ortbeton.

Abbildung 3-10 fasst die soeben aufgezeigten Aspekte zusammen und liefert
somit wesentliche Anhaltspunkte zur Beurteilung der Produktivitat. Wird ein
neuronales Netz fir die Bestimmung des Aufwandswertes oder des
Leistungswertes eingesetzt, gilt es, moglichst viele Einfliisse systematisch zu
erheben, damit die kinstliche Intelligenz deren Zusammenhange erlernen
kann.
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Wissensarbeit
Qi
Vel eit

‘ﬂ Verwendete
Di itive Materialien
Produktivitét
Transportfahigkeit
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Tagliche Arbeitszeit
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Abb. 3-10 Einflisse auf die Produktivitat — demonstrative Darstellung®3
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3.3.3 Neuronale Netze im Tunnelbau

Der Tunnelbau ist durch gerateintensive Tatigkeiten gepragt. Dadurch stehen
sowohl beim kontinuierlichen als auch zyklischen Vortrieb groRe Mengen an
Maschinendaten zur Verfigung. Diese gilt es, automatisch zu erheben, zu
analysieren und zu speichern, damit aus den kontextbezogenen Daten und
Informationen zielgerichtete Entscheidungen abgeleitet werden kénnen.

Um das bestmogliche Ergebnis nach der Auswertung des Verfigungs-
wissens zu erhalten, miissen im Vorhinein Uberlegungen zu den einzelnen
Parametern, die in der Analyse einflieRen sollen, angestellt werden.
Ansonsten besteht die Gefahr, dass die gesammelten Informationen keinen
bedeutenden Einfluss auf die zu vorhersagende GrofRRe ausiben. Das heilt:
Wird als Ouput eine Kostenvorhersage geplant, ist es ratsam, beispielsweise
Daten Uber das Gebirge oder die Art des Vortriebes zu wahlen, anstatt jene
zu Forderbandgeschwindigkeit.

Eine Moglichkeit, die Datenmengen zu strukturieren, stellt die Einteilung des
Verflgungswissens in Prozessdaten, Daten zu Produktionsbedingungen und
Bauwerksdaten dar.?* Ein Prozess ist ein dynamisches System. Aus diesem
Grund beschreiben die dazugehérigen Daten die einzelnen Elemente, die
Beziehungen dieser und die Randbedingungen des Systems (z.B.:
Vortriebswahl oder Gesteinsfestigkeit). Die Produktionsbedingungen verdeut-
lichen die Umstande bei der Kombination der Produktionsfaktoren und bilden
die Produktivitat ab (z.B.: Wassereintritt oder Temperatur). Bauwerksdaten
(z.B.: Tunnellange oder -durchmesser) fassen das geplante Vorhaben und
dadurch die Vorgaben des Bauherrn zusammen. Diese Vorgehensweise
bildet somit einen Rahmen fir Parametererhebungen und hilft dabei, dass
einzelne Einflussbereiche nicht Ubersehen werden.

Damit bereits bei geringer Datengrundlage gute Prognosen gemacht werden
koénnen, ist es wichtig, die Einflussfaktoren der gewinschten Vorhersage
weise auszuwahlen und im Vorhinein eine Datenbereinigung durchzufuhren.
Hierbei gilt es, vor allem die Verteilung der Trainigsdaten genauestens zu
analysieren und Ausreil’er zu elemenieren, weil nur innerhalb der Trainings-
bandbreiten verlassliche Ergebnisse erzielt werden. Sind ausreichend
Trainingsfalle vorhanden, ist diese Vorgehensweise nicht unbedingt erfor-
derlich, weil neuronale Netze selbst den Einfluss der einzelnen Parameter
auf das Prognoseergebnis erlernen. In der nachfolgenden Abbildung 3-11
sind ausgewahlte Einflussfaktoren im Tunnelbau — gegliedert in
Prozessdaten, Daten zu Produktionsbedingungen und Bauwerksdaten —
sowie konkrete Prognosemaoglichkeiten abgebildet.
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Abb. 3-11 Mdogliche Input- und Outputparameter im Tunnelbau

3.34 Neuronale Netze bei Stahlbetonarbeiten

In diesem Abschnnitt werden mogliche Einflussfaktoren des Gesamt-
Aufwandswerts von Stahlbetonarbeiten — gegliedert in Schalen, Bewehren
und Betonieren — beschrieben. Dies soll zeigen, welche Aspekte bei
Prognosen zu analysieren sind und wie schnell bei ganzheitlicher Bertick-
sichtigung groRe Datenmengen zusammenkommen. Bei der Auswertung
solcher kontextbezogenen Daten und Informationen wird empfohlen, dass
neben einem allumfassenden neuronalen Netz auch fir jeden Teilaspekt
einzelne Netze trainiert und getestet werden.

In den folgenden Ausfiihrungen werden sowohl hard facts als auch soft facts
vorgestellt. Diese mussen individuell fir jedes Unternehmen auf die vorhan-
denen Erhebungsmoglichkeiten abgestimmt werden. Hierbei ist es nicht
erforderlich, dass jeder aufgezeigte Aspekt in der Prognose Eingang findet.
Werden die Randbedingungen sauber formuliert und klar dargestellt, liefert
die kunstliche Intelligenz bei ausreichender Datengrundlage bereits mit
wenigen, aber dafir markanten Inputparametern ein sehr gutes Ergebnis.

Abbildung 3-12 zeigt ausgewahlte Einflusse auf den Aufwandswert von Schalar-
beiten. Im Unterschied zur Gliederung der Einflussfaktoren im Tunnelbau wird in
dieser Grafik in generelle Baustellenbedingungen, Einfliisse des Bauverfahrens,
spezifische Bauwerksbedingungen und generelle Betriebsbedingungen unter-
teilt. Dies soll verdeutlichen, dass verschiedene Strukturierungen zum Ziel
fihren, solange diese systematisch erfolgen. Um von einer Gliederung in die
andere umzusortieren, ist zu beachten, dass die Einflisse des Bauverfahrens
sowie Teile der generellen Baustellenbedingungen zu den Prozessdaten zahlen,
spezifische Bauwerksbedingungen mit Bauwerksdaten gleichzusetzen sind und
generelle Betriebsbedingungen sowie Teile der generellen Baustellenbedin-
gungen zu den Daten der Produktionsbedingungen gehéren.
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Abb. 3-12 Einflussfaktoren fur den Aufwandswert von Schalarbeiten®®

Weiters wird bei der Analyse der einzelnen Faktoren empfohlen, mdglichst
viele hard facts in den Datensatz aufzunehmen, weil bei diesen keine
subjektive Beurteilung notwendig ist. Das bedeutet, beispielsweise dem
Frischbetondruck, dem Vorfertigungsgrad oder der Schalflachenform
gegenlber der Qualitdt der Arbeitsvorbereitung, der Motivation der Mitar-
beiter*innen oder der Qualitat der Plane Vorrang zu geben. Um die lberblei-
benden qualitativen Einflisse dennoch mit geringer und bestenfalls
konstanter Subjektivitat zu beurteilen, ist es ratsam, ein weiteres neuronales
Netz flr diesen Aspekt zu trainieren. Durch das Ineinandergreifen verschie-
dener Machine-Learning-Algorithmen wird einerseits die Beurteilung objekti-
viert und andererseits ein Schritt in die Teilautomatisierung unternommen.

Die nachfolgende Abbildung 3-13 stellt einflussreiche Aspekte bezlglich des
Aufwandswerts fir Bewehrungsarbeiten dar. Eine Moglichkeit, um die Qualifi-
kation der Mitarbeiter*innen zu beurteilen, ware, diese in Eigen- und Fremd-
personal einzuteilen. Dieser Unterschied ist klar und deutlich definiert und
kann somit durch keine subjektiven Empfindungen verandert werden.
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Abb. 3-13 Einflussfaktoren fir den Aufwandswert von Bewehrungsarbeiten56

Die Analyse, die Synthese und die Beurteilung des Produktionsprozesses
Bewehren ist hinsichtlich der geplanten Prognoseziele von enormer
Bedeutung. Damit der Prozessablauf bestmdglich mittels neuronaler Netze
modelliert werden und somit als fundierte Entscheidungsgrundlage dienen
kann, muss die zeitliche, raumliche und quantitative Kombination der Produk-
tionsfaktoren erfasst werden. Das bedeutet, dass bei der Erhebung der Tatig-
keitsdauern und in weiterer Folge bei der Berechnung des Aufwandswertes
nur Bauteile unterschiedlicher Art, Form und Komplexitat in den Datensatz
aufgenommen werden durfen, insofern diese Aspekte auch in den Inputpara-
metern bericksichtigt werden. Ebenso gilt dies fir Bewehrungskorbe, die
entweder auf der Baustelle oder im Werk gestrickt werden. Wird dieser
prozessrelevante Hinweis der kiinstlichen Intelligenz verschwiegen, ist es fur
den Algorithmus nicht mdglich, herauszufinden, warum augenscheinlich
gleiche Stiitzen (Abmessungen, Biegeformverteilung, Bewehrungsgrad) doch
zu unterschiedlichen Aufwandswerten fuhren.

Neuronale Netze sind kein Zauberwerkzeug. Machine-Learning-Algorithmen
ermdglichen zwar das Auswerten vorhandener Daten, kdnnen jedoch keine
fehlenden Informationen wie beispielsweise den Ort des Bindens erraten. Im
Prinzip verlaufen die Grenzen der Machbarkeit ahnlich wie bei einem
Menschen, wenn dieser anhand einzelner Aspekte einen Sachverhalt
nachstellen soll. Wird hierbei etwas abgefragt, wortiber kontextbezogene
Daten fehlen, kann keine effektive Prognose erwartet werden. Aus diesem
Grund ist es bei der Auswahl der Inputparameter zu empfehlen, sich zu
fragen, welche Einflussfaktoren ein Experte bendétigen wirde. Dadurch wird
gewahrleistet, dass die ausschlaggebensten Punkte Berlicksichtigung finden.
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Ebenso spielt bei der Extraktion heterogener, produktrelevanter Daten die
genaue Abgrenzung der Outputparameter eine bedeutende Rolle. Aus
diesem Grund muss bereits beim Erstellen des Datensatzes klar definiert
sein, welche Tatigkeiten in den Aufwandswert einflieRen und welche
unbericksichtigt bleiben. Nach einer Erhebung ist es ohne daflir vorhergese-
henen Inputparameter nicht mehr maoglich, herauszufinden, welche
Aufwandswerte beispielsweise das Reinigen der Schalung bericksichtigen
und welche nicht. Werden diese Randbedingungen beim Erfassen der
Parameter nicht festgehalten, fiihrt dies zu keiner effektiven Transformation
von Verfigungswissen in Orientierungswissen. Dies ist damit zu begrinden,
dass Machine-Learning-Algorithmen nicht in der Lage sind, auf unterschied-
liche Weise erhobene Trainingsfalle zu vereinheitlichen.

Abschliel3end werden in Abbildung 3-14 mdgliche Einflisse auf die Betonier-
arbeiten gezeigt. Diese sind wiederum in generelle Baustellenbedingungen,
Einflisse des Bauverfahrens, spezifische Bauwerksbedingungen und
generelle Betriebsbedingungen unterteilt, um dieselbe Systematik der vorhe-
rigen MindMaps beizubehalten. Die spezifischen Prozessablaufe und damit
einhergehenden Einschrankungen gilt es natdrlicherweise, auch beim
Aufwandswert fiir das Betonieren zu beachten.
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Abb. 3-14 Einflussfaktoren fur den Aufwandswert von Betnoierarbeiten®’
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3.4 Literaturanalyse Einsatz neuronaler Netze

In folgendem Abschnitt wird ein Uberblick tiber den Einsatz von neuronalen
Netzen im Baubetrieb und in der Bauwirtschaft gegeben. Hierbei ist jedoch zu
beachten, dass nur Netze aus dem Bereich des Uberwachten Lernens mit
einer Feedforward-Struktur Berlcksichtigung finden. Publikationen, welche
Klassifizierungen auf Basis von Bildern oder Videomaterial durchfiihren,
z&hlen nicht zum Untersuchungsgegenstand.

Weiters liegen die Schwerpunkte der Anwendungsmoglichkeiten in den
Bereichen Kosten, Dauer und Produktivitat. AbschlieRend werden die
einzelnen Veréffentlichungen in einer Tabelle zusammengefasst, wobei die
Datensatzgrofie, die Anzahl der Trainingsfalle und der Inputparameter, der
Datenursprung, die Anzahl des Datenursprungs, die Hidden-Layer sowie die
Hidden-Neuronen analysiert werden.

3.4.1 Kostenprognose

Hong et al. (2020) analysieren mittels kunstlicher Intelligenz Kosten und
Nutzen von BIM-Implementierungen in Unternehmen. Die Datengrundlage
bietet hierbei eine Umfrage, bei der 401 Personen teilgenommen haben,
wobei als Resultat festzuhalten ist, dass die 3D-Visualisierung zu den
wesentlichsten Nutzenaspekten zahlt. Dies gilt besonders fir Neuein-
steiger.%®

Liu et al. (2020) setzen Methoden der kiinstlichen Intelligenz ein, um Kosten-
prognosen von Schildkonstruktionen im U-Bahn-Bau zu erstellen. Hierbei
werden verschiedene Backpropagation-Netze auf einen Datensatz, welcher
50 Baustellen beinhaltet, angewendet.??

Omotayo et al. (2020) implementieren neuronale Netze, um Methoden der
Kostenkontrolle in unterschiedlichen Projektphasen zu bewerten. Hierbei
wird auf einen aus einer Umfrage stammenden Datensatz mit 135 Eintragen
aufgebaut. AbschlieRend zeigt das Modell, dass nach Beginn der Ausfuh-
rungsphase zunachst das Monitoring von Material, Geraten und den Gemein-
kosten im Vordergrund steht. Mit zunehmendem Projektfortschritt gewinnen
jedoch Gewinn- und Verlustrechnungen oder Cashflowbetrachtungen mehr
an Bedeutung.®°

Tijanic, Car-Pusic und Sperac (2020) untersuchen abgeschlossene Projekte
im Verkehrswegebau in Hinblick auf die tatsachlich angefallenen Kosten.
Hierbei werden verschiedene Netze trainiert, um Kostenprognosen auf Basis
der StralRenlange, -breite, geplanten Baukosten, und -dauer zu erstellen. Das
neuronale Regressionsnetz (GRNN) erziehlt hierbei mit 13 % den geringsten
mittleren absoluten prozentualen Fehler.?’

58 Vgl.: Hong, Y.; Hamman, A. W. A.; Akbarnezhad, A.; Arashpour, M.: A neural network approach to predicting the net

costs associated with BIM adoption, In: Automation in Construction, 119, 2020. S. 1-16

Vgl.: Liu, L.; Liu, D.; Wu, H.; Wang, X.: The Prediction of Metro Shield Construction Cost Based on a Backpropagation
Neural Network Improved by Quantum Particle Swarm Optimization, In: Advances in Civil Engineering,Volume 2020,
Article ID 6692130, 2020. S. 1-15

Vgl.: Omotayo, T.; Bankole, A.; Olubunmi Olanipekun, A.: An Artificial Neural Network Approach to Predicting Most
Applicable Post-Contract Cost Controlling Techniques in Construction Projects, In: Applied Sciences, 10 (15), 2020.
S.1-24

Vgl.: Tijanic, K.; Car-Pusic, D; Sperac, M.: Cost estimation in road construction using artificial neural network. In:
Neural Computing and Applications, 32, 2020, S. 9343-9355
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Hakami und Hassan (2019) setzen ebenfalls erfolgreich neuronale Netze ein,
um die Kosten von Bauwerken im Yemen zu prognostizieren, wobei ein
Datensatz zu 136 Fallen die Basis fiir die Modellbildung darstellt. Auch diese
Autoren heben das schnellere Bepreisen sowie hohere Genauigkeiten als
Vorteil hervor, warnen jedoch vor einer zu alten Datengrundlage.62

Juszczyk, Zima und Lelek (2019) trainieren neuronale Netze fir die Kosten-
prognose von Sportstatten anhand von 115 abgeschlossenen Projekten,
wobei das Modell 7 Inputparameter (Spielfeldflache, Spielflachentyp, Quali-
tatsanforderungen, Ballnetzflache, Aufenthaltsflachen, Zaunldnge, Grinf-
lache) berlcksichtigt. Hierbei ist hervorzuheben, dass nicht einzelne
neuronale Netze untersucht werden, sondern deren gemeinsames Wirken in
Gruppen. In dieser Veroffentlichung zeigen die Autoren, dass die Gruppen-
bildung bessere Ergebnisse liefert als alleinstehende neuronale Netze. Dies
ist auf das Ausgleichen der Einzelfehler im Gruppenverband zurickzu-
fiihren.®3

Matel et al. (2019) erstellen ein auf neuronalen Netzen basierendes Modell,
welches die zu erwartenden Kosten der Ingenieurtatigkeiten fir Auftraggeber
prognostiziert. Die Datengrundlage bilden hierbei 132 Projekte. Nach einem
mehrstufigen Modellierungsprozess wird deutlich, dass das Netz, bestehend
aus 7 Inputparametern, 4 Hidden-Neuronen und einem Output-Neuron, das
beste Ergebnis erzielt. AbschlieRend heben die Autoren noch hervor, dass 12
Testdaten nicht ausreichend sind, um das Modell allumfassend zu validieren.
Hierflr mussten noch weitere Daten erhoben und das Prognosemodell in der
Praxis eingesetzt werden.%*

Chandanshive und Kambekar (2019) zeigen anhand eines auf 78 Baupro-
jekten basierenden Modells, dass neuronale Netze bereits in den friihen
Projektphasen fiir Kostenprognosen sehr gut einzusetzen sind. Insgesamt
werden hierbei 11 Inputparameter (Flache Erdgeschoss, Stockwerksflache,
Stockwerke, Parkflache, Volumen der Aufzugswande, der AuRlenwande
sowie des AuRenputzes, Bodenflache, Anzahl der Stitzen, Grindungstyp,
Anzahl der Hausbesitzer) berticksichtigt. Das beste Netz weist neben dem
Input- und Output-Layer einen Hidden-Layer mit 3 Neuronen auf.
Abschlief3end heben die Autoren hervor, dass neuronale Netzte bereits in der
Anfangsphase eingesetzt werden konnen, jedoch das Ergebnis stark von der
zur Verfigung stehenden Datengrundlage abhangt. Aus diesem Grund
sollten in Zukunft Data-Mining-Ansatze verstarkt gefordert werden.%°

Jusuzczyk und Lesniak (2019) prognostizieren mittels neuronaler Netze die
Baustellengemeinkostenanteile. Hierbei werden nicht nur einzelne Netze,
sondern auch Gruppierungen aus funf der besten untersucht. Die einzelnen
Netze werden auf Basis eines 143 Fall groRen Datensatzes erstellt und
weisen jeweils 11 Input-Neuronen, einen Hidden-Layer sowie ein Output-
Neuron auf. Lediglich die Anzahl an Hidden-Neuronen schwankt zwischen 6
und 10. Abschliefsenden ist deutlich zu erkennen, dass die Gruppierungen
weitaus prazisere Ergebnisse liefern als die einzelnen Netze.%6

62 Vgl.: Hakami, W.; Hassan, A. : Preliminary Construction Cost Estimate in Yemen by Artificial Neural Network, In: Baltic

Journal of Real Estate Economics and Construction Management, 7 (1), 2019. S. 110-122

Vgl.: Juszczyk, M.; Zima, K.; Lelek, W.: Forecasting of sports fields construction costs aided by ensembles of neural

networks. In: Journal of Civil Engineering and Management, 25 (7),2019. S. 715-729

Vgl.: Matel, E.; Vahdatikhaki,F.; Hosseinyalamdary, S.; Evers, S.; Voordijk, H.: An artificial neural network approach for

cost estimation of engineering services. In: International Journal of Construction Management, 2019. S. 1-14

65 Vgl.: Chandanshive, V. B.; Kambekar, A. R.: Estimation of Building Construction Cost Using Artificial Neural Networks.
In: Journal of Soft Computing in Civil Engineering, 3, (1), 2019. S. 91-107
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Lesniak und Juszczyk (2018) prognostizieren auf Basis von 143 abgeschlos-
senen Bauprojekten die Baustellengemeinkosten in Form deines relativen
Anteils bezogen auf die direkten Kosten. Im Zuge deren Untersuchung wird
in einem zweistufigen Auswahlverfahren die beste Netzkonfiguration
gesucht. AbschlieRend werden fliinf neue Projekte dem neuronalen Netz zur
Vorhersage libergeben. Bei dieser Uberpriifung weisen die Projektprognosen
eine Abweichung zwischen 3 und 20 % von den tatséachlich angefallenen
Baustellengemeinkosten auf.8”

Juszczyk, Zima und Lelek (2018) zeigen anhand des Kostendatensatzes von
115 Sportstatten zunachst, dass sich neuronale Netze fur Kostenprognosen
sehr gut eignen. Beim Training greift das Modell auf 60 % der Daten, beim
Validieren auf 20 % und beim Testen ebenfalls auf 20 % zurick.
AnschlieRend werden daraus die 5 besten Netzte ausgewahlt und anhand
des Kreuzvalidierungsverfahrens (k = 10)68 weiter untersucht. Das neuronale
Netz, welches 5 Hidden-Neuronen besitzt, erzielt hierbei die stabilsten Ergeb-
nisse. AbschlieRend weisen sie darauf hin, dass diese Art der Modellbildung
in kUrzester Zeit Kostenprognosen von unterschiedlichen Varianten ermdog-
licht und dadurch die Entscheidungsfindung unterstiitzen kann.®

Gardner, Gransberg und Rueda (2017) kombinieren das Bootstrapping-
Verfahren’® mit neuronalen Netzen, um Kostenschatzungen bei Autobahn-
projekten erstellen zu kénnen. Durch die Analyse und Auswertung der 100
erstellten Teildatensatze wird es mdglich, eine Verteilungsfunktion fur das
Output zu erzeugen. Weiters weisen sie darauf hin, dass dies speziell bei auf
kleinen Datensatzen basierenden Prognosen und in frihen Projektphasen
einen erheblichen Mehrwert erzielt.”’

Hyari, Al-Daraiseh und El-Mashaleh (2016) setzen ebenfalls neuronale Netze
bei Kostenprognosen in der Projektvorbereitung ein. Hierbei prognostizieren
sie die Ingenieurdienstleitungen als Prozentsatz der Bauwerkskosten unter
Berlcksichtigung von Projekt-Typ, Art der Ingenieurdiensleistung, Ort des
Bauwerks, Bauwerkskosten und Art des Bauvorhabens. Beim Training wird
auf 170 Falle zurickgegriffen. Bei den 54 Testfallen schneidet das neuronale
Netz mit 15 Hidden-Neuronen in einem Layer am besten ab.”?

Yadav et al. (2016) greifen bei der Kostenprognose von Wohnbauten auf
neuronale Netze zuriick. Die Datenbasis fur diese Kostenprognose unter
Berlicksichtigung der Kostenentwicklung seit 1993 bilden 23 Falle, die auf
Kostenkennwerten aus der Literatur aufbauen. Zu den eingesetzten Input-
parametern zahlen die Kosten des Zements, des Sandes, des Stahls, der
Zuschlagstoffe, der Maurer*innen und der Facharbeiter*innen. Abschliel3end
meinen die Autoren, dass solch eine Art der Modellbildung in den friihen
Projektphasen sehr gut eingesetzt werden kénnte, weil dadurch ein rasches
Vergleichen von Varianten ermdglicht wird.”3

66 Vgl.: Jusuzczyk, M.; Lesniak, A.: Modelling Construction Site Cost Index Based on Neural Network Ensembles. In:

Symmetry, 11(3), 2019. S. 1-18

Vgl.: Lesniak, A.; Juszczyk, M.: Prediction of site overhead costs with the use of artificial neural network based model.
In: Archives of Civil and Mechanical Engineering, 18 (3), 2018. S. 973-982

Gliederung des Datensatzes in k Teilmengen, wobei jede einmal zum Validieren eingesetzt wird

Vgl.: Juszczyk, M.; Lesniak, A.; Zima, K.: ANN Based Approach for Estimation of Construction Costs of Sports Fields.
In: Complexity, 2018, Article ID 7952434. S. 1-11

Sich wiederholende, zuféllige Fallzuteilung

Vgl.: Gardner, B. J.; Gransberg, D. D.; Rueda J. A.: Stochastic Conceptual Cost Estimation of Highway Projects to
Communicate Uncertainty Using Bootstrap Sampling, In: ASCE - ASME Journal of Risk and Uncertainty in Enginee-
ring Systems, Part A: Civil Engineering, 3 (3), 2017. S. 1-9

Vgl.: Hyari, A. H.; Al-Daraiseh, A.; EI-Mashaleh, M.: Conceptual Cost Estimation Modul for Engineering Services in
Public Construction Projects. In: Journal of Management in Engineering, 32 (1), 2016. S. 1-9
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Gunduz und Sahin (2015) verdeutlichen, dass neuronale Netze bei der
Kostenprognose von Wasserkraftwerken nutzbringend eingesetzt werden
kénnen. Hierbei stitzen sie sich auf 54 Projekte und berilcksichtigen 12
Inputparameter. Das beste Ergebnis wird mit einem Netz erzielt, welches in
dem Hidden-Layer 9 Neuronen beinhaltet. Auch diese Autoren sehen einen
grofRen Vorteil fur die anfanglichen Projektphasen.74

Bala, Bustani und Waziri (2014) zeigen in deren Publikation einen effizienten
Weg, um mittels neuronaler Netze die Bauwerkskosten von institutionellen
Projekten in Nigeria zu prognostizieren. Bei der Suche nach Zusammen-
hangen zwischen Bauwerkshdhe, Kompaktheit, Baudauer, Auflenwand-
flache, Bruttoraumflache, Stockwerkanzahl, Mauerwerksoffnungen, Zeitindex
und Kosten werden Netze mit einem oder zwei Hidden-Layern herange-
zogen. Das beste Ergebnis wird mit 7 Neuronen im ersten Hidden-Layer und
5 Neuronen im zweiten erzielt. AbschlielRend weisen die Autoren darauf hin,
dass neuronale Netze eine sehr gute Mdglichkeit darstellen, um Nichtlineari-
taten abzubilden.”®

Elbeltagi et al. setzen ebenfalls neuronale Netze fiir die Kostenprognose im
Verkehrswegebau ein, wobei 67 Projekte als Datengrundlage dienen. Hierbei
werden insgesamt 11 Inputparameter berlcksichtigt und die Kosten pro
Quadratmeter vorhergesagt.”®

Ahiaga-Dagbui und Smith (2012) verdeutlichen, dass neuronale Netze auch
im Wasserbau bei der Kostenprognose eingesetzt werden kdnnen. Anhand
von 98 verschiedenen Projekten trainieren sie unterschiedliche Netze, wobei
schlussendlich das beste 25 Input-Neuronen und einen Hidden-Layer mit 19
Neuronen aufweist. Abschlielend weisen sie darauf hin, dass diese Art der
Modellbildung ein groRes Potenzial besitzt, da durch richtige Auswahl der
Inputparameter bereits zu Projektbeginn die Kosten sehr gut prognostiziert
werden kénnen.””

Petroutsatou et al. (2012) ermittelte die Kosten im Tunnelbau mit Hilfe von
kunstlicher Intelligenz. Der Modellbildung liegen insgesamt 33 Bauwerke mit
einer Gesamtlange von 46 km und 149 Abschnitten zu Grunde, wobei finf
die Geologie beschreibende Parameter als Input herangezogen werden.
Anhand dieser wird im ersten Netz auf die Stahl- und Betonmengen
geschlossen, welche mittels eines weiteren neuronalen Netzes zu Kosten
transformiert werden. Somit werden 10 Inputparameter fir die Vorhersage,
welche in zwei Phasen gegliedert ist, benijtigt.78

Arafa und Algedra (2011) prognostizieren die Baukosten in der Anfangsphase
eines Projektes mit Hilfe von neuronalen Netzen. Hierbei werden die Flache
des Erdgeschosses, die Stockwerksflache, die Anzahl der Stockwerke, die
Stltzenanzahl, die Grindungsart, die Anzahl der Lifte und der Rdumlichkeiten
als Inputparameter bertcksichtigt. Im Zuge der durchgefiihrten Sensitivitats-
analyse wird festgestellt, dass die Flache des Erdgeschosses, die Anzahl der

7 Vgl.: Yaday, R. et al.: Cost Estimation Model (Cem) for Residential Building using Artificial Neural Network. In: Interna-

tional Journal of Engineering Research & Technology (IJERT), 5 (1), 2016. S. 430-432

Vgl.: Gunduz, M.; Sahin, H. B.: An early cost estimation model for hydroelectric power plant projects using neural net-
works and multiple regression analysis. In: Journal of Civil Engineering and Management, 21 (4), 2015. S. 470-477
Vgl.: Bala, K.; Bustani, S.; Waziri, B.: A computer-based cost prediction model for institutional building projects in Nige-
ria: An artificial neural networks approach. In: J. of Engineering, Design and Technology, 12 (4), 2014. S. 518-529
Vgl.: Elbeltagi, E.; Hosny, O.; Abdel-Razek, R.; El-Fitory, A.: Conceptual Cost Estimate of Libyan Highway Projects Using
Artificial Neural Network, In: International Journal of Engineering Research and Applications, 4 (8), 2014. S. 55-66

Vgl.: Ahiaga-Dagbui, D. D.; Smith, S. D.: Neural networks for modelling the final target cost of water projects. Konfe-
renz: Procs 28th Annual ARCOM Conference, 2012. S. 307-316

Vgl.: Petroutsatou, K. et al.: Early Cost Estimation of Road Tunnel Construction Using Neural Networks. In: Journal of
Construction Engineering and Management, 138(6), 2012. S. 679-687
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Stockwerke und der Lifte, sowie die Art der Grindung den grof3ten Einfluss
auf das Prognoseergebnis ausliben. AbschlieRend empfehlen die Autoren,
weitere Parameter zu erheben und dem Datensatz beizufliigen, damit
genauere Vorhersagen erstellt werden kénnen.”®

El-Sawy, Hosny und Razek (2011) verdeutlichen anhand eines Prognosebei-
spiels, dass sich neuronale Netze fiir Vorhersagen von Baustellengemein-
kosten gut einsetzen lassen. Hierfir fihren sie zunachst eine Umfrage durch,
um die Haupteinflussfaktoren zu identifizieren. Diese werden in weiterer
Folge auf Baustellen in Agypten erhoben. Bei der Auswertung erzielt das
neuronale Netz mit 10 Input-Neuronen und einem Hidden-Layer mit 13
Neuronen das beste Ergebnis.8°

Nicht nur bei der Prognose von Baukosten, sondern auch bei der Vorhersage
von Kostenpramien bei LEED-Zertifizierungen werden neuronale Netze
eingesetzt. Unter Berlcksichtigung der hierbei bewerteten Kategorien
trainieren Tatari und Kucukvar (2010) verschiedene Netze. Schlussendlich
wird mit nur einem Hidden-Layer und 5 Neuronen das beste Ergebnis bei
einem Datensatz im Umfang von 74 Fallen erzielt.8

Shehab et al. (2010) prognostizieren auf Basis von 54 abgeschlossenen
Projekten die Sanierungskosten von Frisch- und Abwasserleitungen. Hierbei
werden zunichst die Haupteinflussfaktoren mittels Paretoprinzip®? bestimmt
und darauffolgend diverse Netzkonfigurationen trainiert. Insgesamt werden 63
Input-Neuronen bertiicksichtigt. AbschlieRend zeigen die Autoren, dass das
neuronale Netz deutlich besser abschneidet als das Regressionsmodell.83

Luu und Kim (2009) heben in ihrer Arbeit hervor, dass kiinstliche neuronale
Netze ein riesiges Potenzial fiir Kostenschatzungen im Wohnbau besitzen.
Dies wird anhand eines Prognosebeispiels gezeigt, wobei 14 abgeschlossene
Wohnbauprojekte fur das Training und 5 fir das Testen herangezogen
werden. Die hierbei eingesetzten Inputparameter (Projektrang, Bruttoge-
schossflache, Stockwerksanzahl, Baujahr, Benzin-, Stahl- und Zementpreis)
stammen aus einer Umfrage, bei der 91 Expert*innen teilgenommen haben.84

Wilmot und Mei (2005) stellen ein Modell auf, welches die Baukostenentwic-
klung im Autobahnbau abbildet. Hierbei werden 5 Submodelle erstellt,
innerhalb derer mittels neuronaler Netze die reprasentativen Einheitspreise
berechnet werden. Die DatensatzgrofRe innerhalb dieser variiert zwischen
180 und 1.723, wobei jeweils 85 % flr das Trainieren herangezogen werden.
AbschlieRend stellen die Autoren fest, dass neuronale Netze fir die
Prognose der Kostenentwicklung von Autobahnprojekten ein geeignetes
Mittel darstellen und heben hervor, dass das beschriebene Modell nicht zum
Vorhersagen individueller Projektkosten geeignet ist, sondern nur die allge-
meine Entwicklung der Kosten beschreibt.8®

7 Vgl.: Arafa, M.; Algedra, M.: Early Stage Cost Estimation of Buildings Construction Projects using Artificial Neural Net-

work. In: Journal of Artificial Intelligence, 4 (1), 2011. S. 63-75
80 Vgl.: EI-Sawy, |.; Hosny, H.; Razek, M. A.: A Neural Network Model for Construction Projects Site Overhead Cost Esti-
mating in Egypt. In: International Journal of Computer Science Issues, 8(3), 2011. S. 273-283
Vgl.: Tatari, O.; Kucukvar, M.: Cost premium prediction of certified green buildings: A neural network approach, In: Buil-
ding and Environment, 46 (5), 2010. S. 1081-1086
82 80-20-Regel
83 Vgl.: Shehab, T. et al.: Cost Estimating Models for Utility Rehabilitation Projects: Neural Networks versus Regression.
In: Journal of Pipeline Systems Engineering and Practice, 1 (3), 2010. S. 104-110
Vgl.: Luu, V. T,; Kim, S. Y.: Neural Network Model for Construction Cost Prediction of Apartment Projects in Vietnam.
In: Korean Journal of Construction Engineering and Management, 10 (3), 2010. S. 139-147

Vgl.: Wilmot, C. G.; Mei, B.: Neural Network Modeling of Highway Construction Costs. In: Journal of Construction
Engineering and Management, 131 (7), 2005. S. 765-771
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Ginaydin und Dogan (2004) setzen neuronale Netze ein, um die Kosten von
Stahlbeton-Tragwerken im Wohnbau bereits in der Entwurfsphase zu
bestimmen. Ihr Modell baut auf 30 abgeschlossenen Projekten auf, wobei 24
zum Trainieren und 6 fiir das Testen herangezogen werden. Das eingesetzte
Netz weist 8 Inputparameter (Gesamtflache des Bauwerks, Gescholflachen-
anteil, Erdgescholflachenanteil, Stockwerksanzahl, Ausrichtung,
Griundungsart, Deckentyp, Platzierung des Gebaudekerns), einen Hidden-
Layer mit 4 Neuronen und ein Output-Neuron, welches die Kosten pro
Quadratmeter wiedergibt, auf. Abschlieend halten die Autoren fest, dass
neuronale Netze eine Mdglichkeit darstellen, um die komplexen Nichtlineari-
taten bei der Kostenprognose abzubilden. Weiters merken sie an, dass mit
steigender Datenmenge geringere Prognosefehler erzielt werden, weshalb
es den vorliegenden Datensatz zu vergrofiern gilt.86

Issa (2000) zeigt auf, dass neuronale Netze bei der Vorhersage von Material-
preisen zielfihrend eingesetzt werden kénnen und stellt Verbesserungsmog-
lichkeiten dar. Hierbei hebt er hervor, dass die Anzahl an Trainingsdaten
sowie die Auswahl der Inputparameter einen wesentlichen Einfluss auf die
Prognosequalitat austiben.8”

3.4.2 Prognose von Kosten und Dauer

Karatas und Al-Sharif (2020) prognostizieren die anfallenden Kosten und
Dauern im Kernkraftwerksbau mittels neuronaler Netze. Hierbei stltzen sie
sich auch auf Tatigkeiten, die im Zuge der Instandhaltung sowie Instand-
setzung anfallen und greifen auf einen Datensatz bestehend aus 2.370 Fallen
zuriick.88

Alaloul et al. (2018) nutzen drei neuronale Netze, um auf Basis von 16
Koordinationsfaktoren die Kosten, die Zeit und die Qualitat von Bauprojekten
beurteilen zu kénnen. Hierfir wird ein Datensatz, welcher eine Gréfie von
325 Eintragen aufweist, herangezogen und in Trainings-, Validierungs- und
Testfalle (70 %, 15 %, 15 %) unterteilt. Das beste Ergebnis wird mit 2 Hidden-
Layern zu je 10 Neuronen erzielt.89

Naik und Radhika (2015) analysieren bei zwei Autobahnprojekten die Kosten
und die Dauer mit Hilfe neuronaler Netze, wobei mit 10 Neuronen im Hidden-
Layer das beste Ergebnis erreicht wird. %0

Hola und Schabowicz (2010) zeigen, dass neuronale Netze erfolgreich unter
Berucksichtigung der minimalen Dauer oder minimalen Kosten bei der
Zusammenstellung der Geratekette im Erdbau eingesetzt werden kdnnen.
Hierfir wird zunachst ein Leistungswert prognostiziert, welcher auf Basis
einer Erdbau-Datenerhebung erfolgt. Diese umfasst flinf Teildatensatze,
welche in die Transportdistanzen 1, 2, 3, 5 und 7 km unterteilt sind und
jeweils 200 Falle aufweisen. Innerhalb eines Teildatensatzes werden 170
Trainingsféalle und 30 Testfalle ausgewahlt. Das neuronale Netz selbst bertic-

86 Vgl.: Gunaydin, H. M.; Dogan, S. Z.: A neural network approach for early cost estimation of structural systems of buil-

dings. In: International Journal of Project management, 22 (7), 2004. S. 595-602

Vgl.: Issa, R. R. A.: Application of Artificial Neural Networks to predicting construction material prices. Konferenz: Pro-
ceedings of the 8th International Conference on Computing in Civil and Building Engineering, 2000. S.1129-1132
Vgl.: Karatas, A.; Al-Sharif, S.: Schedule and Cost Forecasting Model for Nuclear Power Plant Projects. In: Construc-
tion Research Congress 2020, 2020. S. 721-729

Vgl.: Alaloul, W. S. et al.: An Artificial neural networks (ANN) model for evaluating construction project performance
based on coordination factors. In: Cogent Engineering, 5 (1), 2018. S. 1-18

Vgl.: Naik, G. M.; Radhika, V. S. B.: Time and Cost Analysis for Highway Road Construction Project Using Atrtificial
Neural Networks. In: KICEM Journal of Construction Engineering and Project Management, 4 (3), 2015. S. 26-31
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ksichtigt die Anzahl der Bagger, die Anzahl der LKWs, die SchaufelgréRe, die
Ladekapazitat und die StralRenverhaltnisse. Weiters weist es im Hidden-
Layer 8 Neuronen auf. Anhand der prognostizierten Leistung werden in
weiterer Folge die Kosten und Dauern berechnet. Durch das Auswerten
verschiedener Geratezusammenstellungen kann abschlieRend die beste
Kombination ausgewahlt werden. 9

Pewdum, Rujirayanyong und Sooksatra (2009) greifen bei der Prognose von
Kosten und Baudauer bei Autobahnprojekten ebenfalls auf neuronale Netze
zurick. Die zwei Modelle basieren auf 1.022 Fallen, von denen 998 firs
Trainieren und 24 zum Testen herangezogen werden. Die zu erwartenden
Kosten (8 Inputparameter, ein Hidden-Layer und 300 Neuronen) weisen
einen geringeren Testfehler auf als die Vorhersage der Baudauer (5 Input-
parameter, 2 Hidden-Layer und 300 Neuronen). Abschliellend vertreten die
Autoren die Meinung, dass diese Art der Vorhersage nicht nur bessere
Entscheidungsgrundlagen bietet, sondern auch Uberbudgetierungen oder
Bauzeitverzogerungen reduziert.9

343 Prognose der Dauer

Fan, Yeh und Chi (2021) setzen ebenso neuronale Netze fir die Prognose
der Projektdauer ein. Ausgehend von einem Datensatz basierend auf 40
Projekten in Taiwan, welcher sieben Inputparameter beinhaltet, wird zunachst
ein allgemeines Netz trainiert. Daraufhin wird dieses einerseits auf Basis
einer Sensitivitatsanalyse verfeinert und andererseits in ein zweistufiges
Modell (Grindungsdauer und Dauer des Hochbaus) transformiert.
AbschlieRend halten die Autoren fest, dass diese weiterflihrende Modell-
bildung nicht nur zu einer Verbesserung der Genauigkeit fuhrt, sondern auch
die Black-Box Eigenschaften reduziert.%3

Golizadeh et al. (2015) setzen neuronale Netze fur die Vorhersage von Tatig-
keitsdauern beim Bewehren und Betonieren von Tragern und Stitzen ein.
Hierbei werden Lange, Breite, HOhe des Bauteils, sowie Arbeitskrafteanzahl,
Arbeitshohe, Arbeitserfahrung, tagliche Arbeitszeit und Lange der Projektin-
volvierung bei beiden Tatigkeiten berticksichtigt. Beim Bewehren greift das
Modell zusatzlich noch auf die Anzahl der durchgangigen Bewehrung und der
taglichen Niederschlagsmenge zuriick. Beim Betonieren kommt bei den
Inputparametern lediglich die Beschaffung hinzu. Die Datengrundlage stitzt
sich auf 4 durchgefiihrte Projekte, von denen 156 Trager und 100 Stitzen fir
das Bewehren und 146 Trager und 87 Stlutzen fiir das Betonieren herange-
zogen werden. Dabei erzielen die Autoren mit 10 Hidden-Neuronen das
beste Ergebnis und weisen abschliellend darauf hin, dass kinstliche Intel-
ligenz den Entscheidungsprozess positiv beeinflusst.%*

Najafi und Kong (2016) prognostizieren mittels neuronaler Netze die Installa-
tionszeit von Fertigteilen bei Wanden, Tragern, Stutzen und Decken. Die
Untersuchung basiert auf 220 Fallen, welche auf 4 verschiedenen mehrstoc-
kigen Wohnbau- und Schulprojekten erhoben wurden. In Anbetracht der

ot Vgl.: Hola, B.; Schabowicz, K.: Estimation of earthworks execution time cost by means of artificial neural networks. In:

Automation in Construction, 19 (5), 2010. S. 570-579

Vgl.: Pewdum, W.; Rujirayanyong, T.; Sooksatra, V.: Forecasting final budget and duration of highway construction
projects. In: Engineering, Construction and Architectural Management, 16(6), 2009. S. 544-557

Vgl.: Fan, S.-L.; Yeh, I-C.; Chi, W.-S.: Improvement in Estimating Durations for Building Projects Using Artificial Neural
Network and Sensitivity Analysis. In: Journal of Construction Engineering and Management, 147 (7), 2021. S. 1-9
Vgl.: Golizadeh, H. et al.: Automated tool for predicting duration of construction activities in tropical countries. In: KSCE
Journal of Civil Engineering, 20 (1), 2016. S. 12-22
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Tatsache, dass mehrere kleine Netze effizienter arbeiten als ein grol3es, wird
das Aufstellen von Fertigteilen in drei Teilprozesse (Vorbereitung, Heben,
Aufstellen) gegliedert. Diese werden einzeln prognostiziert und abschlie3end
aufsummiert. Die drei Netze weisen folgende Strukturen auf: 4-6-1, 8-12-4-1,
5-9-1 (die erste Zahl stellt die Input-Neuronen dar, dazwischen liegen die
Hidden-Neuronen, die letzte das Output-Neuron). Die Autoren erreichen
anhand des zugrunde liegenden Datensatzes einen mittleren absoluten
prozentualen Fehler von 13 % und heben hervor, dass in Zukunft noch
weitere Daten gesammelt werden sollten, damit auch Dauern fur Stiegen
oder Balkone prognostiziert werden kénnen.2°

Mensah, Adjei-Kumi und Nani (2016) nutzen neuronale Netze fiir die Prognose
der Baudauer von Landstrallen. Hierbei untersuchen sie 22 abgeschlossene
Projekte und wahlen anhand der vorliegenden Leistungsverzeichnisse drei
Haupteinflussfaktoren aus. Zu diesen zahlen: Die Grund-stlicksrdumung, die
bendtigte Bewehrungsmenge und die Strallenmarkierungen. Von den zur
Verfugung stehenden Baustellen werden 60% flr das Trainieren, 20 % zum
Validieren und 20 % zum Testen herangezogen. AbschlieRend heben die
Autoren hervor, dass deren Methode, die Dauern zu berechnen, als passend
anzusehen ist, jedoch ein groRerer Datensatz zielflihrender ware. Das beste
Netz weist folgende Strukturierung auf: 3-38-1. Vor allem zu Beginn eines
neuen Projektes kann durch diese Modellbildung unter Berticksichtigung der
drei Parameter sehr rasch die Dauer abgeschatzt werden.%

Petruseva, Zujo und Zileska-Pancovska (2013) versuchen, anhand der anfal-
lenden Kosten auf die Baudauer zu schlief3en. Die Modellbildung basiert auf
75 abgeschlossenen Projekten, welche durch Umfragen erhoben wurden.
Hierbei ist zu erkennen, dass das neuronale Netz mit 7 Neuronen im Hidden-
Layer deutlich bessere Prognosen abgibt, als die lineare Regression.97

Dikmen und Sonmez (2011) setzen neuronale Netze ein, um ein Modell zu
erstellen, welches die Gesamt-Lohnstunden der Schalarbeiten eines Stock-
werks prognostiziert. Hierbei stehen 613 Falle zur Verfigung, wobei 551 flr
das Trainieren herangezogen werden. Das Netz selbst besteht aus 7 Input-
parametern (Deckenflaiche, Lange der Trager, Lange der Stitzen,
Wandflache, Geschosshohe, Hohenlage und gesamte Stockwerksanzahl),
einem Hidden-Layer mit 5 Neuronen sowie einem Output-Neuron. Neben
den Testdaten Uberprifen die Autoren die trainierte kiinstliche Intelligenz
anhand von zwei weiteren Anwendungsfallen und zeigen hierbei auf, dass
sehr gute Ergebnisse erzielt werden. AbschlieRend weisen sie darauf hin,
dass dieses Modell eine einfache und gute Mdglichkeit darstellt, um die
Annahmen eines Kalkulanten bzw. einer Kalkulantin zu validieren.%®

Leung, Tam und Liu (2001) untersuchen die Hebezeiten von Kranen auf Basis
von 7 verschiedenen Bauprojekten. Insgesamt beinhaltet der Datensatz 1.243
Falle furs Trainieren. Das Modell berlcksichtigt 17 Inputparameter und besitzt
in einem Hidden-Layer 42 Neuronen. Abschliefsend halten die Autoren fest,
dass die Hebehohe den grofiten Einfluss auslbt. Gefolgt wird diese von dem
zu hebenden Gewicht und der Anzahl der gleichzeitigen Bewegungen. %°

9 Vgl.: Najafi, A.; Kong, R. T. L.: Productivity analysis of precast concrete operations by artificial neural networks. In:

ARPN Journal of Engineering and Applied Sciences, 11 (17), 2016. S. 10512-10521

Vgl.: Mensah, |.; Adjei-Kumi, T.; Nani, G.: Duration determination for rural roads using the principal component analysis
and artificial neural network. In: Engineering, Construction and Architectural Management, 23, (5), 2016. S. 638-656
Vgl.: Petruseva, S.; Zujo, V.; Zileska-Pancovska, V.: Neural Network Prediction Model for Construction Project Dura-
tion. In: International Journal of Engineering Research and Technology, 2 (11), 2013. S. 1646-1654

Vgl.: Dikmen, S. U.; Sonmez, M.: An artificial neural networks model for the estimation of formwork labour. In: Journal
of engineering and management, 17 (3), 2011. S. 340-347
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Bhokha und Ogunlana (1999) prognostizieren die bendtigte Baudauer mit
Hilfe neuronaler Netze. Fir die Modellbildung stehen 136 Falle zur Verfigung,
wobei die Halfte flrs Trainieren und die andere Halfte flrs Testen eingesetzt
wird. Weiters werden 8 Inputparameter mittels 11 Input-Neuronen berick-
sichtigt. Abschlieflend weisen die Autoren darauf hin, dass sich neuronale
Netze gut fUr derartige Prognosen eignen, weil diese bereits mit Basisinfor-
mationen, welche in der Entwurfsphase vorhanden sind, auskommen.190

344 Produktivitatsprognose

Kassem et al. (2021) prognostizieren mittels neuronaler Netze die Leistung
von Baggern. Hierbei bilden vor allem automatisch ausgelesene Maschinen-
daten wie beispielsweise der Kraftstoffverbrauch oder die Motorlaufzeit die
Basis des Prognosemodells, welches anhand von 700 Fallen mit 12 Input-
parametern erstellt wird. Das beste Ergebnis erzielt jenes neuronale Netz,
welches im ersten Hidden-Layer 50 Neuronen und im zweiten 25 aufweist.
Ein zukilnftiges Verbesserungspotenzial sehen die Autoren bei der
Integration der einzelnen Datenstréme, um Inkonsistenzen zu vermeiden. 101

Ebrahimi, Raoufi und Fayek (2020) setzen ebenfalls ein neuronales Netz ein,
um Prognosen bezuglich der Produktivitédt zu erstellen. Das Besondere ist
hierbei jedoch, dass die Auswahl der Inputparameter auf Basis eines geneti-
schen Algorithmus geschieht. Fur die Modellerstellung selbst stehen 92 Falle
zur Verfuigung, bei denen 20 verschiedene Inputparameter beriicksichtigt
werden kénnen. Das beste Ergebnis wird unter Verwendung der Arbeitsgrup-
pengrofde, der Ausbildung, der Kooperation der Arbeitskrafte untereinander,
der Motivation, der Ermtdung, der Art der Arbeitsauftrdge und des Teilens
von Werkzeug erzielt. Diese aus den 20 méglichen Einflissen ausgewahlten
Inputparameter werden in nur einem Hidden-Layer mit 6 Neuronen verar-
beitet, wobei beim Training 70 %, beim Validieren 15 % und beim Testen
ebenfalls 15 % eingesetzt werden.102

Golnaraghi et al. (2019) untersuchen diverse neuronale Netze, um die
Produktivitat bei Schalarbeiten vorherzusagen, und kommen dabei zu dem
Schluss, dass beim Einsatz von Backpropagation die besten Ergebnisse
geliefert werden. Die der Untersuchung zugrundeliegenden Daten (221)
stammen aus zwei Hochhausprojekten und beinhalten neben dem
gewtlinschten Output zusatzlich noch Parameter wie Temperatur, Luftfeuch-
tigkeit, Niederschlag, Windgeschwindigkeit, Gruppengroflte, Gruppenzusam-
mensetzung, Bauteiltyp, Schalungsart sowie das Stockwerk. Weiters wird bei
der Auswertung ersichtlich, dass die Temperatur den gré3ten Einfluss auf die
Produktivitat ausibt. Abschliellend halten die Autoren fest, dass die mittels
Backpropagation trainierten Netze im Vergleich zu den bekannten statisti-
schen Methoden wie beispielsweise der Regression erfolgreicher
abschneiden. 03

99 Vgl.: Leung, A. W. T.; Tam, C. M,; Liu, D. K.: Comparative study of artifcial neural networks and multiple regression

analysis for predicting hoisting times of tower cranes. In: Building and Environment, 36 (4), 2001. S. 457-467

Vgl.: Bhokha, S.; Ogunlana, S. O.: Application of artificial neural network to forecast construction duration of buildings
at the predesign stage. In: Engineering, Construction and Architectural Management, 6 (2), 1999. S. 133-144

Vgl.: Kassem, M.; Mahamedi, E.; Rogage, K.; Duffy, K.; Huntingdon, J.: Measuring and benchmarking the productivity
of excavators in infrastructure projects: A deep neural network approach. In: Automation in Construction 124, 2021.
S. 1-15.

Vgl.: Ebrahimi, S.; Raoufi, M.; Fayek, A. R.: Framework for Integrating an Artificial Neural Network and a Genetic Algo-
rithm to Develop a Predictive Model for Construction Labor Productivity. In: Construction Research Congress 2020,
2020. S. 58-66

Vgl.: Golnaraghi, S. et al.: Application of Artificial Neural Network(s) in Predicting Formwork Labor Productivity, In:
Advanced in Civil Engineering, Article ID 5972620, 2019. S. 1-11
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Haddad (2017) prognostiziert mittels neuronaler Netze die Leistung [m3/d] bei
der Fundamentherstellung unter Berlcksichtigung produktivitatsbeeinflus-
sender Faktoren. Insgesamt fliesen 16 Inputparameter in die Modellbildung
ein. Fur das Training werden 83 Falle herangezogen, welche anhand von 15
weiteren validiert werden. Die Bewertung findet mit 13 fiir das neuronale Netz
unbekannten Testfallen statt. Unter Einsatz dieser 111 Falle wird das beste
Ergebnis mit der Netzstruktur 16-22-1 erzielt. Die abschlieRende Sensitivi-
tatsanalyse ergibt, dass das Fundamentvolumen den groften Einfluss
austibt. 104

El-Kohly (2016) zeigt, dass neuronale Netze fir die Bestimmung des Produk-
tivitatsindex besser abschneiden als die Regressionsanalyse. Hierbei ist
anzumerken, dass der aus einer Umfrage stammende Datensatz nur 25 Falle
beinhaltet, wobei 10 zum Trainieren, 5 zum Validieren und 10 zum Testen
herangezogen werden. Insgesamt werden 12 Inputparameter bertcksichtigt,
wobei unter Verwendung von 16 Hidden-Neuronen in einem Layer die besten
Resultate erzielt werden.1%%

Kareem (2016) prognostiziert mittels kinstlicher Intelligenz die zu erwartende
Produktivitat bei Mauerwerksarbeiten. Das Modell bertcksichtigt 13 Input-
parameter und stitzt sich auf 32 Bauprojekte, bei denen 118 verschiedene
Falle erhoben wurden. Das beste Ergebnis wird bei einem Hidden-Layer und
3 Hidden-Neuronen erzielt. Seine Ergebnisse zeigen, dass neuronale Netze
erfolgreich fur derartige Produktivitatsprognosen eingesetzt werden kénnen.
Weiters kommt der Autor zum Entschluss, dass die Mauerdicke die grofiten
Auswirkungen nach sich zieht. Ebenso weisen die Zahlungsart und der
Morteltyp einen hohen Einfluss auf.106

Heravi und Eslamdoost (2015) prognostizieren mit Hilfe von neuronalen Netzen
die Produktivitat bei Betonfundamenten von Kraftwerken. Deren Modell baut auf
39 abgeschlossenen Projekten auf, welche im Zuge von Umfragen erhoben
wurden, und bericksichtigt 15 Inputparameter. Das beste Ergebnis wird bei
einem Netz mit 2 Hidden-Layern zu je 12 Neuronen erzielt. Bei der abschlie-
Renden Sensitivitatsanalyse wird festgestellt, dass Fachkenntnisse, falsche
Entscheidungen, die Motivation der Arbeitskrafte, Baustellenbedingungen und
eine baubare Terminplanung zu den wichtigsten Einflussfaktoren zéhlen.'0”

AL-Zwainy et al. setzen neuronale Netze zur Produktivitdtsprognose bei
Marmor-Verlegearbeiten ein. Die verwendete Datengrundlage stitzt sich auf
10 Bauprojekte, bei denen jeweils mittels Stoppuhr 15 Beobachtungen
erhoben wurden. Folglich weist der Datensatz eine Grofle 150 Fallen auf,
wobei 60 % flr das Trainieren 25 % fur das Validieren und 15 % flr das Testen
eingesetzt werden. Zu den Inputparametern zahlen Alter, Erfahrung, Anzahl
an Hilfskraften, Stockwerkhdhe, Flache der Marmorsteine, Sicherheitsbedin-
gungen, gesundheitlicher Zustand, Wetter, Baustellenbedingungen und
Verfligbarkeit von Material. Abschlielend heben die Autoren hervor, dass
deren Modell eine Prognosegenauigkeit von fast 91 % aufweist, wobei das
Alter, die Erfahrung sowie die Anzahl an Hilfskraften den gréten Einfluss auf

104 Vgl.: Haddad, E.: Construction Productivity Estimation Model Using Atrtificial Neural Network for Foundations Work in
Gaya Strip Construction Sites. In: International Journal of Advanced Engineering Research and Science, 4 (7), 2017.
S. 50-62

Vgl.: EI-Kholy, A. M.: Towards The Development of an Index to Measure the Performance of Multi-Productivity Areas.
In: International Journal of Engineering Research And Application, 6 (7), 2016. S. 1-14

Vgl.: Kareem, G.: Productivity estimation model for bricklayer in construction projects using Neural Network. In: Al-
Qadisiyah Journal for Engineering Sciences, 9 (2), 2016. S. 183-199

Vgl.: Heravi, G.; Eslamdoost, E.: Applying Artificial Neural Networks for Measuring and Predicting Construction-Labor
Productivity. In: Journal of Construction Engineering and Management, 141 (10), 2015. S. 1-11
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die Produktivitat austiben. Weiters unterstreichen sie, dass neuronale Netze
sehr gut fiir das Abbilden von Nichtlinearitaten geeignet sind.%®

Muqueem et al. (2011) nitzen neuronale Netze, um Produktivitatsprognosen
bei Betonierarbeiten von Tragern durchzufihren. Hierfir werden auf
7 Baustellen insgesamt 84 Falle aufgezeichnet und in einem Datensatz
aufbereitet. Das trainierte Netz berlcksichtigt die Wetterbedingungen, die
Verflugbarkeit von Material und Geraten, den Projektort, Baustellenbedin-
gungen und die Anzahl der Arbeitskrafte. Weiters besteht es aus einem
Hidden-Layer mit 25 Neuronen. Abschlielend wird aufgezeigt, dass
neuronale Netze ein verlassliches Werkzeug flr Produktivitatsprognosen
darstellen und bei der vorliegenden Aufgabenstellung die Material- und
Gerateverflgbarkeit sowie die Anzahl der Arbeitskrafte den groten Einfluss
aufweisen. 09

Weiters veroffentlichten Muqueem et al. (2011) ein neuronales Netz, welches
die zu erwartende Produktivitat beim Betonieren von Stiitzen vorhersagt. Bei
dieser Aufgabenstellung stammen die Trainingsfélle aus 5 Projekten mit je 12
Erhebungen und die Testfalle aus 2 Projekten mit je 12 Messungen. Bei der
Auswertung des Datensatzes wird ein Hidden-Layer mit 3 Neuronen einge-
setzt. Wie in der vorherigen Veroffentlichung werden Wetterbedingungen,
Verflgbarkeit von Material und Geraten, Projektort, Baustellenbedingungen
und Anzahl der Arbeitskrafte als Inputparameter gewahlt. Das Ergebnis der
Arbeit zeigt, dass neuronale Netze sehr gut fur solche Prognosen eingesetzt
werden konnen. Das vorgestellte Netz weist eine mittlere prozentuelle Abwei-
chung von 7,8 % beim Trainieren und 12,3 % beim Testen auf.10

Muqueem et al. (2011) zeigen ebenso, dass auch Produktivitatsprognosen
bei Schalarbeiten mittels neuronaler Netze durchgefuhrt werden kdnnen. Die
Datenbasis bildet wieder Datensatz, der 84 Falle beinhaltet. Jedoch handelt
diese Veroffentlichung von sieben Hochhausprojekten, bei denen die Input-
parameter anhand einer Umfrage ausgewahlt wurden. Weiters wird bei dem
Modellerstellungsvorgang das Kreuzvalidierungsverfahren mit k = 10 einge-
setzt. AbschlieRend halten die Autoren fest, dass mit den gewahlten Input-
parametern (Wetterbedingungen, Verfigbarkeit von Material und Geraten,
Projektort, Baustellenbedingungen und Anzahl der Arbeitskrafte) verlassliche
Ergebnisse erzielt werden.

Mohammed und Tofan (2011) greifen bei der Produktivitdtsprognose von
Keramikarbeiten auf neuronale Netze zuriick. Der zugrunde liegende Datensatz
weist 100 Falle auf, wobei 60 zum Trainieren, 30 zum Validieren und 10 zum
Testen herangezogen werden. Zu den Inputparametern zahlen Erfahrung,
GruppengrélRe, Anzahl der Hilfsarbeiter, Flache der Keramikfliesen, Baustellen-
bedingungen, Stockwerk und das Wetter. Abschlielend halten die Autoren fest,
dass neuronale Netze sehr gut geeignet sind, um komplexe Zusammenhange
zwischen den vorzufindenden Umsténden und der Produktivitat zu beschreiben.
Weiters merken sie an, dass das Stockwerk, in dem die Arbeiten durchzufiihren
sind, mit 28 % den groRten Einfluss auf die Produktivitat austibt. "2

108 Vgl.: AL-Zwainy, F. M. S.; Rasheed , H. A.; Ibraheem, H. F.: Development of the construction productivity estimation
model using artificial neural network for finishing works for floors with marble. In: ARPN Journal of Engineering and
Applied Sciences, 7 (6), 2012. S. 714-722

Vgl.: Muqueem, S. et al.: Development of Construction Labor Productivity Estimation Model using Artificial Neural Net-
work. Konferenz: 2011 National Postgraduate Conference, 2011. S. 1-6

Vgl.: Mugueem, S. et al.: Prediction Modeling of Construction Labor Production Rates using Artificial Neural Network.
Konferenz: 2011 2nd International Conference on Environmental Science and Technology, 2011. S. 32-26

Vgl.: Muqueem, S. et al.: Construction Labor Production Rates Modeling using Artificial Neural Network. In: Journal of
Information Technology in Construction, 16, 2011. S. 713-726
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Elshakour et al. (2007) verdeutlichen anhand von 114 erhobenen Betonier-
vorgangen, dass neuronale Netze sehr gut bei Produktivitatsprognosen
eingesetzt werden konnen. Insgesamt berlcksichtigt das Modell 27 Input-
parameter, wobei die besten Ergebnisse mittels eines Hidden-Layers erzielt
werden, in der 14 Neuronen platziert sind. Auch diese Autoren heben
abschliellend hervor, dass neuronale Netzte ein hilfreiches Werkzeug
darstellen, um Produktivitatsprognosen durchzufiihren. 113

Ezeldin und Sharara (2006) prognostizieren auf Basis von kinstlicher Intel-
ligenz die Produktivitét beim Schalen, Bewehren und Betonieren. Das Modell
der Schalungsarbeiten stiitzt sich hierbei auf 90 Falle, die Bewehrungsar-
beiten auf 80 und das Betonieren auf 92, wobei jeweils 90 % fir das Training
herangezogen werden. Bei der Modellbildung setzen die Autoren neuronale
Netze mit 2 Hidden-Layer ein, bei denen in Abhangigkeit der vorherzusa-
genden Tatigkeitsproduktivitdt je 35, 15 oder 10 Hidden-Neuronen zur
Anwendung kommen. Abschlieend wird mittels Sensitivitdtsanalyse festge-
stellt, dass die Temperatur, die Arbeitskontrolle, das Geschick sowie die
Anzahl an Wiederholungen einen sehr groRen Einfluss auf die Produktivitat
ausiiben. 14

Sonmez und Rowings (1998) analysieren Produktivitatsverluste mittels
neuronaler Netze. Hierbei werden in Abhangigkeit der Tatigkeit (Schalen
oder Betonieren) die Aspekte Menge, Bauteilart, Gruppengrof3e, Prozentwert
fir Uberstunden, Prozentwert fiir Arbeit, Temperatur, relative Luftfeuchtigkeit,
Niederschlag oder Betoneinbringung untersucht. Beim Betonieren steht ein
Datensatz mit 112 Fallen zur Verfugung. Die Schalarbeiten stiitzen sich auf
76 Falle und das Glatten auf 46 Falle. Anhand der Untersuchung wird
ersichtlich, dass die Menge, die Temperatur und die Gruppengrof3e einen
deutlich starkeren Einfluss auf die Produktivitdt austben, als die relative
Luftfeuchtigkeit, der Regen oder die Uberstunden. Weiters halten die Autoren
fest, dass wenige signifikante Inputparameter bessere Ergebnisse liefern, als
Datensatze mit vielen, aber unwesentlicheren Faktoren.'1®

3.45 Weitere Anwendungsmaoglichkeiten

Maya, Hassan B. und Hassan A. (2021) analysieren und prognostizieren die
Performance bei Bauprojekten. Die Performance-Kennzahl selbst setzt sich
hierbei aus den Kosten, der Qualitat, dem Profit und der Bauzeit zusammen.
Insgesamt finden 42 Projekte bei der Modellbildung Bericksichtigung.
Abschliel3end ist festzuhalten, dass die Koordination sowie das Engagement
der Projektbeteiligten, die einzuhaltenden Termine, die Erfahrung der Projekt-
beteiligten und die Unterstlitzung der Geschéaftsleitung zu den wesentlichsten
Einfliissen zahit. "6

Aidan, Al-dJeznawi und Al-Zwaniy (2020) prognostizieren die Entwicklung von
Indizes betreffend Kosten und Dauer mit Hilfe von neuronalen Netzen.

2 vgl.: Mohammed, S .R.; Tofan, A. S.: Neural networks for estimating the ceramic productivity of walls. In: Journal of
Engineering, 17 (2), 2011. S. 200-217

s Vgl.: Elshakour, H. A.; Abdel-Razek, R. H.; Abdel-Samad, D.: Predicting Production Rate of Pouring Ready-Mixed

Concrete Using Neural Networks. Konferenz: Sixth Alexandria International Conference on Structural and Geotechni-

cal Engineering, 2007. S. 15-30

Vgl.: Ezeldin, A.; Sharara, L.: Neural Networks for Estimating the Productivity of Concreting Activities. In: Journal of

Construction Engineering and Management, 132 (6), 2006. S. 650-656

Vgl.: Sonmez, R.; Rowings, J. E.: Construction Labor Productivity Modeling with Neural Networks. In: Journal of Con-

struction Engineering and Management, 124 (6), 1998. S. 498-504

Vgl.: Maya, R.; Hassan, B.; Hassan, A.: Develop an artificial neural network (ANN) model to predict construction pro-

jects performance in Syria, In: Journal of King Sauda University-Engineering Sciences, 2021. S. 1-6
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Hierbei werden 6 Inputparameter berticksichtigt. Der Datensatz wird in 80 %
Trainingsfalle, 10 % Validierungsfalle und 10 % Testfalle unterteilt. Weil die
Veroffentlichung 4 Validierungsprojekte beinhaltet, 1asst sich anhand dieser
errechnen, dass fir das gesamte Modell 40 Daten aus Wohnbauprojekten
zur Verfiigung gestanden sind. AbschlieRend heben die Autoren hervor, dass
sehr gute Ergebnisse mit neuronalen Netze erzielt werden, jedoch fir eine
bessere Beurteilung auch weitere Prognosemethoden Uberprift werden
soliten.™”

Shiha, Dorra und Nassar (2020) modellieren die zuklnftige, innerhalb von
sechs Monaten basierende Entwicklung des Stahl- und Zementpreises.
Hierbei werden verschiedene Netze anhand von 116 Daten trainiert sowie
getestet und ein weiteres halbes Jahr (6 Falle) zum Validieren herangezogen,
wobei auch die Software NeuralTools eingesetzt wird. Zusammenfassend
halten die Autoren fest, dass diese Art der Modellbildung vielversprechend ist
und auf andere fur die Bauindustrie wichtige Indizes erweitert werden
sollte. '8

Ayhan und Tokdemir (2019) analysieren den Schweregrad von Arbeitsunfallen
auf Baustellen, um daraus vorbeugende MalRnahmen ableiten zu kdnnen.
Hierbei wenden die Autoren flr die Gliederung in leichte und schwere Unfalle
neuronale Netze auf einen 4.109 Falle umfassenden Datensatz an, welcher
142 Inputvariablen beinhaltet. In der Untersuchung hat sich gezeigt, dass
bessere Ergebnisse erzielt werden, wenn der Datensatz zuvor geklustert wird,
wodurch sich die wesentlichen Einflussparameter herauskristallisieren.
AbschlieRend werden 60 Inputneuronen fiir das Trainieren herangezogen.'"®

Changwei et al. (2019) setzen neuronale Netze zur Bewertung des Risikos
bei Eisenbahnprojekten ein, um den Einfluss unterschiedlicher Lander zu
prognostizieren. Hierbei werden zwei verschiedene Netze, fir Europa und
Asien, mit jeweils einem Hidden-Layer zu je 6 Neuronen trainiert. Insgesamt
werden 17 Inputparameter bertcksichtigt, welche im Vorhinein in Abhan-
gigkeit der einzelnen Lander von Experten beurteilt wurden.'20

Fernandes, Rocha und Costa (2019) nutzen neuronale Netze, um die
umweltspezifischen Indikatoren (Wasser-, Energieverbrauch, Millerzeugung)
in Bezug auf den Baustellenfortschritt zu analysieren. "

Ferreira et al. (2018) versuchen, mit Hilfe neuronaler Netze unter Berlcksich-
tigung von 17 verschiedenen Inputparametern Fehlzeiten von Arbeitskraften
vorherzusagen. Insgesamt beruht die Modellbildung auf einem 2.243 Falle
umfassenden Datensatz, von dem 60 % fir das Training verwendet
werden. %2

Weil in China das Millmanagement auf Baustellen immer mehr an
Bedeutung gewinnt, setzten Liu, Chen und Tang (2018) neuronale Netze ein,
um die Nichtlinearitaten bei der Modellbildung fiir den anfallenden Mull auf

" Vgl.: Aidan, I. A.; Al-Jeznawi, D.; Al-Zwaniy, F. M. S.: Predicting Earned Value Indexes in Residential Complexes' Con-

struction Projects Using Artificial Neural Network Model. In: International Journal of Intelligent Engineering and
Systems, 13 (4), 2020. S. 248-259

Vgl.: Shiha, A.; Dorra, E. M.; Nassar, K.: Neural Networks Model for Prediction of Construction Material Prices in Egypt
Using Macroeconomic Indicators. In: Journal of Construction Engineering and Management, 146 (3), 2020. S. 1-16
Vgl.: Ayhan, B. U.; Tokdemir, O. B.: Accident Analysis for Construction Safety Using Latent Class Clustering and Artifi-
cial Neural Networks, In: Journal of Construction Engineering and Management, 146 (3), 2020. S. 1-14

Vgl.: Changwei, Y.; Zanghao, L.; Xueyan, G.; Wnying, Y.; Jing, J.; Liang, Z.: Application of BP Neural Network Model in
Risk Evaluation of Railway Construction, In: Complexity, 2019, Article ID 2946158, 2019. S. 1-12

Vgl.: Fernandes, L. L. A.; Rocha, M. J.; Costa, D. B.: Prediction of environmental performance indicators for construc-
tion sites based on artificial Neural Networks, Konferenz: Proc. 27th Annual Conference of IGLC, 2019. S. 1413-1424
Vgl.: Ferreira. R. P. et al.: Artificial Neural Network and their Application in the Prediction of Absenteeism at Work. In:
International Journal of Recent Scientific Research, 9 (1), 2018. S. 23332-23334

18

19

120

121

122
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einer Baustelle abzubilden. Hierbei stiitzen sie sich auf 20 Wohnbauprojekte,
von denen 80 % zum Trainieren und 20 % fir das Testen herangezogen
werden. Das eingesetzte neuronale Netz bertcksichtigt 8 Inputparameter
und weist 2 Hidden-Layer mit 20 und 40 Neuronen auf. Abschliefiend heben
die Autoren hervor, dass ein maximaler Fehler von 12 % fir den Projekt-
anfang als akzeptabel erachtet werden kann.123

Dimitriou, Marinelli und Fragkakis (2017) nutzen neuronale Netze flr die
Mengenvorhersage von Beton und Stahl bei Brickenbauwerken. Hierfur
werden zunachst die Inputparameter mit Hilfe einer Umfrage und anschlie-
Render Kontrolle erhoben. Die gesammelten Daten stellen die Basis fur zwei
verschiedene Netze dar. Das erste berechnet anhand von 70 % der 68
Bricken die daflir notwendige Beton-, Bewehrungs- und Spannstahlmenge
des Tragwerks und das zweite anhand von 70 % der 321 Pfeiler die notige
Beton- und Bewehrungsmenge der Pfeiler. Beim Tragwerk werden die
Spannweite, die Breite und der Brickentyp berlcksichtigt, bei den Pfeilern
die Spannweite und die Hohe. Darauf aufbauend haben die beiden Netze
folgende Struktur: 3-10-3; 2-20-2. Abschlielend merken die Autoren an, dass
diese Mengenvorhersage vor allem in der Planungsphase ein hilfreiches und
verlassliches Tool darstellt. Weiters ist anzudenken, das vorliegende Modell
beispielsweise durch zusatzliche Materialien oder andere Bauwerkstypen zu
erweitern, damit Planende frihzeitig verlassliche Mengen ermitteln
kénnen. 124

Oshodi et al. (2017) prognostizieren mittels eines neuronalen Netzes den
Angebotspreisindex. Hierfir nehmen sie jeweils Quartal 1 bis 4 aus dem
Zeitraum von 1983 bis 2012 zum Trainieren und die Zeitspanne 2013-2015
fir das Testen, wobei in dem Hidden-Layer 9 Neuronen platziert werden.
Abschliefsend heben sie hervor, dass das neuronale Netz sehr gute Ergeb-
nisse liefert, jedoch ein Nachteil darin bestiinde, das Modell jedes Quartal
neu erstellen zu miissen, um den aktuellen Wert einzuarbeiten.’2®

El-Sawalhi und Hajar (2016) wahlen den besten Bieter mit Hilfe von kunst-
licher Intelligenz aus. Hierbei werden 91 Angebote bei 13 Projekten analy-
siert. Das eingesetzte Netz weist 21 Input-Neuronen, 30 Hidden-Neuronen in
einem Layer und ein Output-Neuron auf.26

Mohammadfam et al. (2015) verdeutlichen, dass neuronale Netze auch bei
der Analyse von Arbeitsunfallen hilfreich zur Seite stehen. Hierflir entwerfen
die Autoren ein Modell, welches unter Berucksichtigung von 13 Inputpara-
metern auf 960 Arbeitsunfallen aufbaut und die Schwere des Betriebsunfalles
vorhersagt. Abschlielend unterstreichen die Autoren den Nutzen dieses
Modells. 27

Weil die Zusammenhange zwischen dem Verhalten bezlglich der Arbeitssi-
cherheit und einzelner Sicherheitsaspekte auf der Baustelle Nichtlinearitaten
aufweisen, setzen Patel und Jha (2015) kinstliche Intelligenz ein, um diese
abzubilden. Hierbei werden zehn verschiedene Inputparameter berick-

123 ygl.: Liu, J.; Chen, J.; Tang, K.: A Method for Estimation of the On-Site Construction Waste Quantity of Residential
Projects. Konferenz: International Conference on Construction and Real Estate Management, 2018. S. 225-231

Vgl.: Dimitriou, L.; Marinelli, M.; Fragkakis, N.: Early Bill-of-Quantities Estimation of Concrete Road Bridges: An Artifi-
cial Intelligence-Based Application. In: Public Works Management & Policy, 23 (2), 2018. S. 127-149

Vgl.: Oshodi, O. S. et al.: Comparing univariate techniques for tender price index forecasting: Box-Jenkins and neural
network model. In: Construction Economics and Building, 17 (3), 2017. S. 109-123

Vgl.: EI-Sawalhi, N.; Hajar, J. A.: Development of Awarding System for Construction Contractors in Gaza Strip Using
Artificial Neural Network (ANN). In: Journal of Construction Engineering and Project Management, 6 (3), 2016. S. 1-7
Vgl.: Mohammadfam, I. et al.: Use of Artificial Neural Networks (ANNSs) for the Analysis and Modeling of Factors That
Affect Occupational Injuries in Large Construction Industries. In: Electronic Physician, 7 (7), 2015. S. 1515-1522

124

125

126

127
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sichtigt, die mittels einer Umfrage erhoben worden sind. Das beste neuronale
Netz weist 11 Hidden-Neuronen auf, welche in einem Layer zusammenge-
fasst werden. Eine Analyse der Modelleinfliisse ergibt, dass das Aufsichts-
umfeld die groften Auswirkungen auf das sichere Arbeitsverhalten hat.
Sicherheitsregeln und -ablaufe sind hierbei Ietztgereiht.128

Yeh (1998) setzt neuronale Netze fir das Prognostizieren der bendtigten
Stahlmenge ein, wobei das Hauptaugenmerk auf logarithmische Neuronen
gelegt wird. Weiters unterscheidet er zwischen Stahlelementen und Beweh-
rungsstahl. Fur ersteres steht ein Datensatz mit 450 (300 Training, 150
Testen) aus der Praxis gesammelten Fallen zur Verfigung, welcher 8 Input-
parameter besitzt. Die Mengenprognose von Bewehrungsstahl beruht auf
400 Fallen (300 Trainieren und 100 Testen), wobei 10 Inputparameter bertic-
ksichtigt werden. Als Resultat ist hervorzuheben, dass kinstliche neuronale
Netze sehr gut daflr geeignet sind, nichtlineare Zusammenhange zu
erkennen und dass bei dem untersuchten Datensatz der Einsatz logarithmi-
scher Neuronen zu einer signifikanten Performancesteigerung fiihrt.12°

Chua et al. (1997) untersuchen mit Hilfe neuronalner Netze, welche Manage-
mentfaktoren die Baubudgetentwicklung am starksten beeinflussen. Hierbei
werden aus 27 Aspekten 8 Haupteinflisse berechnet. Zu diesen zahlen:
Anzahl der organisatorischen Ebenen zwischen Projektleiter und
Handwerkern, Erfahrung des Projektleiters mit einem ahnlichen technischen
Umfang, abgeschlossene Planung bei Baubeginn, Bauablaufstudie,
Projektteam-Fluktuationsrate, Haufigkeit der Kontrolimeetings wahrend der
Bauarbeiten, Haufigkeit der Budgetaktualisierungen und das zur Verfligung
stehende Budget fiir Kontrollsysteme. 30

In den folgenden Tabellen 3-1, 3-2, 3-3, 3-4 und 3-5 werden die einzelnen
Publikationen zusammengefasst und nach deren Verdffentlichungsjahr
sortiert. Hierbei gliedern sich die Kategorien in Kosten (K), Dauer (D),
Produktivitat (P) und weitere Anwendungsmadglichkeiten (W). Der Datenur-
sprung beinhaltet Projekte (P), Indizes (l), Befragungen (B), die Baubehdrde
(BB), Kostenkennwerte (KKW), Experten (E) und Aufzeichnungen (A). Ist
einer der Parameter in der untersuchten Veroffentlichung nicht beschrieben,
wird dies durch NA (nicht angegeben) gekennzeichnet.

128 vgl.: Patel, D. A.; Jha, K. N.: Neural Network Model for the Prediction of Safe Work Behavior in Construction Projects.

In: Journal of Construction Engineering and Management, 141 (1), 2015. S. 1-13

Vgl.: Yeh, I-C.: Quantity Estimating of Building with Logarithm-Neuron Networks, In: Journal of Construction Enginee-
ring and Management, 124 (5), 1998. S. 374-380

Vgl.: Chua, D. K. H. et al.: Model for Construction Budget performance - Neural Network Approach. In: Journal of Con-
struction Engineering and Management, 123 (3), 1997. S. 214-222
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Using Atrtificial Neural Network and
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productivity of excavators in
infrastructure projects: A deep
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Cost estimation in road
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Neural Networks Model for
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Construction Projects Using
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Estimation of Building Construction
Cost Using Atrtificial Neural
Networks

Modelling Construction Site Cost
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Accident Analysis for Construction
Safety Using Latent Class
Clustering and Artificial Neural
Networks

Application of BP Neural Network
Model in Risk Evaluation of
Railway Construction

Preliminary Construction Cost
Estimate in Yemen by Artificial
Neural Network

Prediction of site overhead costs
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network based model

ANN Based Approach for
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Application in the Prediction of
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3.4.6

Auswertung der Literaturanalyse

Die exemplarische Auflistung der 70 Anwendungen (Tabelle 3-1, 3-2, 3-3, 3-4
und 3-5) zeigt sehr deutlich, dass neuronale Netze bereits seit vielen Jahren
erfolgreich bei baubetrieblichen bzw. bauwirtschaftlichen Fragestellungen
eingesetzt werden. Fur den Modellierungsprozess ist lediglich ein Datensatz
notwendig, welcher neben den Inputparametern auch das gewunschte
Output beinhaltet. Hierbei schwankt die prozentuelle Anzahl der Trainigsfalle
der analysierten Puplikationen zwischen 25 und 100 % des gesamten Daten-
satzes, wobei der Mittelwert 74 % und der Median 75 % betragen (Abbildung
3-15). Die meisten Trainingsfallanteile liegen zwischen 70 und 80 %. An
dieser Stelle ist anzumerken, dass eine Modellbildung, welche nur auf
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Trainingsdaten basiert (100 %), nicht eingesetzt werden sollte, weil keine
Aussage uber die Qualitat des Netzes getroffen werden kann.

Verteilung des Trainingsanteils

Haufigkeit
e

T0p -

L
s & ° & &

3 -
0 -

Trainingsanteil [%]

Abb. 3-15 Histogramm des Trainingsanteils

Die Anzahl der Inputparameter weist eine Bandbreite von einer bis zu 63
Variablen auf. Der dazugehorige Mittelwert betragt 11 und der Median
9 Inputs. Abbildung 3-16 zeigt das dazugehdérige Histogramm, wobei
ersichtlich ist, dass am haufigsten zwischen 6 und 8 Variablen in der Modell-
bildung bertcksichtigt werden.

Verteilung der beriicksichtigten Inputparameter

Haufigkeit

L e
S AT S ¢

Anzahl der Inputparameter

Abb. 3-16 Histogramm der Inputparameteranzahl

Weiters werden bei 50 der 70 Publikationen Projekte als Datenursprung heran-
gezogen. Die Anzahl dieser schwankt zwischen einem und 260 verschiedenen
Bauvorhaben, wobei im Mittel 56 Bauprojekte Berlcksichtigung finden. Der
dazugehdrige Median, welcher 40 Projekte ausmacht, weicht vom Mittelwert
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deutlich ab. Diese Schieflage wird auch im in Abbildung 3-17 dargestellten
Histogramm ersichtlich. Am haufigsten beziehen sich die Daten auf eine

Bauprojekteanzahl, die zwischen 1 und 10 Bauvorhaben liegt.

Verteilung der Datenursprungsanzahl
bei Projekten

Haufigkeit

26‘0- .

' ' ' ' ' ' ' '
S () S () (N) S ) \)
NN Vo ¥ o

Anzahl des Datenursprungs

Abb. 3-17 Histogramm der Datenursprungsanzahl bei Projekten

Ebenso weisen 51 der 70 Veroffentlichungen lediglich einen Hidden-Layer
auf, in dem bis zu 300 Neuronen eingesetzt werden (Abbildung 3-18). Der
dazugehdrige Mittelwert beziffert 17 und der Median 7,5 Neuronen. In nur 11
Publikationen wird auf zwei Hidden-Layer mit einer Bandbreite zwischen 3

und 50 Neuronen zurlickgegriffen.

Verteilung der Neuronen
bei einem Hidden-Layer

20-
18-
16-
14 -
12-
10-

Haufigkeit

8-
6-
4-
2-

'
N

0-

S

& -

| |
% ®

Anzahl der Hidden—Neuronen

Abb. 3-18 Histogramm der Neuronen bei einem Hidden-Layer

Um einen besseren Uberblick (iber den typischen Aufbau der vorgestellten
neuronalen Netze zu erlangen, wird nachfolgend ein fiktives Prognosemodell
basierend auf den einzelnen Medianen der soeben vorgestellten Parameter
erstellt. Dieses beinhaltet einen Hidden-Layer mit 8 Neuronen und berick-

INSTITUT FUR BAUBETRIEB UND BAUWIRTSCHAFT

RN
N
N



LAVHOSLHIMNYE ANN 8314138NV8 ¥N4 LNLILSNI

MEIE

3 Anwendungsmaoglichkeiten kinstlicher Intelligenz

112

sichtigt 7 Inputparameter. Hierbei stammt die Datengrundlage von 40
verschiedenen Projekten, wobei 75 % des gesamten Datensatzes (86 Falle)
fur das Trainieren des Modells eingesetzt werden. Daraus ist abzuleiten,
dass hauptsachlich sehr kleine Netze angewendet werden. Deep Learning,
sprich mehrere in einem Netz hintereinanderliegende Hidden-Layer, hat
somit bei Prognosen mit dem Schwerpunkt auf Kosten, Dauern und Produkti-
vitdten noch keinen weitreichenden Einfluss gefunden.

Viele Autoren berichten in deren Verdéffentlichungen vom gro3en Potenzial
der neuronalen Netze, weil Vorhersagen damit genauer und effizienter sowie
in Echtzeit erstellt werden kénnen. Beispielsweise ist es dadurch per Knopf-
druck moglich, die Kosten bzw. die Dauer eines neuen Projektes oder eines
Anderungswunsches zu ermitteln. Trotz dieser zuversichtlichen Einschét-
zungen haben sich jedoch neuronale Netze im taglichen Baugeschehen noch
nicht etabliert. Basierend auf den Ergebnissen der durchgeflhrten Litera-
turanalyse liegt der Hauptgrund hierfur in der Notwendigkeit eines umfang-
reichen Datensatzes, welchen die kinstliche Intelligenz fur das Erlernen von
Wissen bendtigt. Bei naherer Betrachtung der vorgestellten Publikationen
fallt auf, dass die unterschiedlichen Modelle lediglich auf 19 bis 4.109 Falle
aufbauen (Abbildung 3-19). Hierbei betragt der Mittelwert 326 und der
Median 115 Falle.

Verteilung der DatensatzgréRen

Haufigkeit
B

o - il
NN RN RN R RN R
SIS IO R S RS TS S IS IS TS RS TS S S TS IS IS IS IS S IS )
PSSP TSI ESSTTESSS

NONTNTONT N 7 a0 o) ) ) 0 o o o oy v v

Fallanzahl je Datensatz

Abb. 3-19 Histogramm Uber die DatensatzgroRRe

Bei einer Gegenlberstellung der vorhandenen Datensatzgré3en mit jenen aus
dem Handel wird rasch ersichtlich, dass der auf den Baustellen gesammelte
Datensatz deutlich geringer ausfallen. Chaudhuri et al. greifen beispielsweise
auf eine Datenbasis von 50.000 Eintragen zurlck, um das Kaufverhalten von
Kunden zu prognostizieren.131 Ein Grund fir diese Unterschiede in der Daten-
verfligbarkeit ist auf den Digitalisierungsgrad zurtickzufiihren. Hierbei liegt der
Handel, bei dem bereits nahezu jede verkaufte Ware digital erfasst ist, vor der
Bauindustrie. 132

131 Vgl.: Chaudhuri, N.; Gupta, G.; Wamsi,V.; Bose, |.: On the platform but will they buy? Predicting customers’ purchase

behavior using deep learning. In: Decision Support Systems 149, 2021. S. 1-10.
132 Vgl.: https://lwww.de.digital/DIGITAL/Navigation/DE/Lagebild/Indikatorentool/indikatorentool.html. Datum des Zugriffs:
14.11.2021
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Als Zwischenfazit ist festzuhalten, dass sich neuronale Netze erfolgreich bei
Prognosen im Baubetrieb oder in der Bauwirtschaft einsetzen lassen, wenn
genugend Daten vorhanden sind. Dies stellt jedoch aktuell noch eine Heraus-
forderung dar, weil das automatisierte Erheben der Inputparameter auf den
Baustellen nicht ausreichend umgesetzt wird. Erst wenn die notwendigen
Einflussfaktoren mittels polysensoraler Systeme erfasst und in Kennzahlen
transformiert werden, ist das Potenzial der neuronalen Netze zur Ganze
ausnutzbar. Um diesen Prozess zu férdern, beinhalten die nachfolgenden
Kapitel eine Vorstellung verschiedener digitaler Technologien sowie ein
konkretes Anwendungsbeispiel.
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4.1 Sensoren — Funktionsweise und Einsatzmdglichkeit

4  Automatische Datenerhebung

Im vorliegenden Kapitel werden Werkzeuge und Herangehensweisen fur die
systematische und kontinuierliche Datenerhebung vorgestellt. Dies ist
besonders wichtig, damit das Potenzial der kiinstlichen Intelligenz zur Ganze
ausgeschopft werden kann. Auch Wahister sieht das Ablésen analoger
Methoden und das nahezu volistéandig digitale Erfassen, Ubertragen und
Speichern von Daten als erste Welle der Digitalisierung, welche als Vorlaufer
der maschinenverstehbaren Daten dient. Ohne maschinenlesbare Daten
kann das Verstehen, Veredeln und aktive Nutzen im Zuge der zweiten Digita-
lisierungswelle nicht vollstandig ausgeschopft werden.’

Aktuell stellt das automatische Erheben von Daten und Informationen auf der
Baustelle eine Herausforderung dar, weil das zu errichtende Bauwerk einem
standigen Wandel unterliegt. Dieser erschwert im Gegensatz zur stationaren
Industrie den Einsatz von Sensoren bzw. Ortungstechnologie und erhéht die
Anforderungen an die Datenubertragung.

Die folgenden Abschnitte haben das Ziel, den soeben aufgezeigten Schwie-
rigkeiten entgegenzuwirken und Lésungsmaoglichkeiten aufzuzeigen. Hierfur
werden zunachst die theoretischen Grundlagen von Sensoren behandelt,
damit eine einheitliche Verstehensumgebung geschaffen wird. Darauf
aufbauend steht die Auswahl geeigneter Messflhler, die Datentbertragung
sowie Ortungsmodglichkeiten im Fokus der Betrachtung. Abschliel’end
werden finf verschiedene Konzepte zur automatischen Erhebung anfal-
lender Lohnstunden mit verursachungsgerechter Bereichszuordnung vorge-
stellt, aus denen schlussendlich eines ausgewahlt wird.

4.1 Sensoren — Funktionsweise und Einsatzméglichkeit

Der Begriff Sensor ist auf das lateinischen Wort sensus zurlckzufihren,
welches mit Sinn? (ibersetzt werden kann. Im Kontext der deutschen Sprache
bedeutet er Messfihler.3

Durch dieses Element wird es maoglich, physikalische, chemische, klima-
tische, biologische und medizinische GréRen quantitativ und qualitativ zu
bestimmen. Erst durch das Erfassen von MessgroRen wird es dem
Menschen ermdglicht, Prozesse zu beeinflussen und zu steuern.*

Die nachfolgende Abbildung 4-1 verdeutlicht das Wirkungsprinzip eines
Sensors. Dieser besteht aus zwei wesentlichen Komponenten, dem Sensor-
Element und der Auswerte-Elektronik.

Vgl.: Wahlster, W.: Kiinstliche Intelligenz: Digitales Verstehen. In: Naturwissenschaftliche Rundschau. 72. Jahrgang,
Heft 9/10. 2019. S. 4

Langenscheidt: https://de.langenscheidt.com/latein-deutsch/sensus. Datum des Zugriffs: 08.05.2020
Duden: https://www.duden.de/rechtschreibung/Sensor. Datum des Zugriffs: 08.05.2020
Hering, E.; Schonfelder, G.: Sensoren in Wissenschaft und Technik. S. 1
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Nicht elektrische Sensor-
EingangsgroRe Sensor: ewertes Ausgangssignal
> — ) —_—_
Element Elektrisches Elektronik
I Ausgangssignal
StorgroRen

Abb. 4-1 Wirkungsweise eines Sensors®

Das Sensor-Element wandelt mit Hilfe von naturwissenschaftlichen Gesetzen
die nicht elektrische Eingangsgrofie in ein elektrisches Ausgangssignal um.
Dieses wird nachfolgend durch die Auswerte-Elektronik, welche aus Schal-
tungselektronik und Softwareprogrammen besteht, aufbereitet und als
Sensor-Ausgangssignal weitergegeben. Die auf das Sensor-Element einwir-
kenden Storgrofien wie beispielsweise Temperatureinfliisse werden bei der
Auswertung ebenfalls berlicksichtigt. Das abschlieRende Output wird in
weiterer Folge fiir Steuerungen oder Analysen herangezogen.6

Damit storende Einflisse auf die Messgrofe berticksichtigt und nutzerorien-
tierte Auswertungen durchgefihrt werden kénnen, sind in der Regel Mikrop-
rozessoren erforderlich. Diese werden dank fortschreitender Miniaturisierung
immer kleiner, wodurch es moglich wird, sowohl das Sensor-Element, als
auch die Auswerte-Elektronik in einem einzigen Bauteil unterzubringen.
Diese intelligenten Sensoren sind in der Literatur auch unter dem Begriff
smart sensors zu finden und legen den Grundstein fir eine automatisierte
Datenerhebung.7

Fir die Einteilung der Sensoren gibt es einige Moglichkeiten. Eine weitver-
breitete stellt die Gliederung anhand einer zusatzlichen Hilfsenergie dar.
Erfolgt hierbei die Umwandlung des gewlinschten Parameters in ein elektri-
sches Signal ohne auflere Hilfsspannung, werden diese als aktive Sensoren
bezeichnet. Muss hingegen eine zusatzliche Spannung angebracht werden,
um die MessgrofRe zu transformieren, wird von einem passiven Sensor
gesprochen. Ebenso ist es erdenklich, die einzelnen Messflhler anhand
deren zu Grunde liegender Naturgesetze zu unterscheiden.®

Eine weitere Einteilungsmdglichkeit stellt das Aufzeigen verschiedener
MessgrofRen in zusammenhangenden Gruppen dar. Dies hat besonders fr
die Bauwirtschaft und den Baubetrieb eine wesentliche Bedeutung, weil
dadurch sofort ersichtlich wird, welche Parameter erhoben werden kénnen.
Tabelle 4-1 zeigt exemplarisch flir das Bauwesen relevante Faktoren,
gegliedert in geometrische, mechanische, zeitbasierte, elektrische/magne-
tische und klimatische Messgrofien, sowie auf Schall und Licht bezogene
Einflisse.

Hering, E.; Schonfelder, G.: Sensoren in Wissenschaft und Technik. S. 1

Vgl.: Hering, E.; Schonfelder, G.: Sensoren in Wissenschaft und Technik. S. 1
Vgl.: Hering, E.; Schonfelder, G.: Sensoren in Wissenschaft und Technik. S. 1
Vgl.: Hering, E.; Schonfelder, G.: Sensoren in Wissenschaft und Technik. S. 2
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Lfd.
Nr.:

Geometrische
MessgrofRen

A
Weg
Abstand

Position
Winkel

Drehung

Neigung

Objekt-
erfassung

Anzahl

Fullstand

Abmessungen

Mechanische
Messgrofen

B

Masse

Kraft

Dehnung
Druck

Drehmoment

Harte

Zeitbasierte
Messgrofen

8
Zeit
Frequenz

Pulsbreite

Phase

Laufzeit

Drehzahl und
Drehwinkel

Geschwindigkeit
Beschleunigung

Durchfluss

Vibrationen

Elektrische/

magnetische

Messgroen
D

Spannung

Stromstarke

Widerstand

Kapazitat

Feldstarke
Leistung
Induktivitat
Leitfahigkeit

Ladung

Klimatische
MessgrofRen

E

Luftfeuchtigkeit

Niederschlag
Luftdruck

Wind
Luftstromungen

Flussigkeits-
strémungen

Temperatur

Baustoff-
feuchtigkeit

Schall/
Licht

F
Radiometrische
GréRen

Fotometrische
Grélien

Helligkeit
Farbe

Strahlungs-
leistung

Schallpegel
Lautheit

Lautstarke

Direkt- und
Diffusstrahlung

Tab. 4-1 Exemplarische Auflistung messbarer Einflisse®

Werden die gewlinschten Messgrofden nicht durch reale Sensoren ermittelt,
sondern unter Zuhilfenahme einer Software berechnet, nennt man diese
Messfluhler virtuelle Sensoren. Dem hierbei verwendeten Programm liegt ein
ausgereiftes mathematisches Rechenmodell oder auch empirisch erfasste
Zusammenhange wie beispielsweise das subjektive Horempfinden zugrunde.
Diese Art von Sensoren werden haufig in Hinblick auf deren Kosteneffizienz
eingesetzt. Ebenso eignen sie sich sehr gut fir Anwendungsfalle, bei denen
reale Sensoren zerstort oder zu schnell abgenitzt werden wirden (z.B.: in

Kernkraftwerken).

10

Die nachfolgende Tabelle 4-2 verdeutlicht eine Ubersicht, bei der ausge-
wahlte Input- und Outputgréfien in einer Matrix in Abhangigkeit des Sensors
dargestellt werden. Sofort ist ersichtlich, dass beispielsweise eine Lange auf
funf verschiedenen Prinzipien beruhend gemessen werden kann. Welche
Moglichkeit in Bezug auf wirtschaftliches und effektives Erheben von kontext-
bezogenen Daten auf der Baustelle am besten geeignet ist, muss mit den
Herstellern abgeklart werden. Hierbei gilt es, unter anderem ein besonderes
Augenmerk auf die bendtigte Genauigkeit, Robustheit, Feuchteempfind-
lichkeit, Energiezufuhr und die Art der Datenubertragung zu legen.

Die soeben genannte Genauigkeit I8sst sich durch richtig und prazise konkreti-
sieren. In Abbildung 4-2 wird ersichtlich, dass eine hohe Prazision kombiniert
mit Richtigkeit zu einem sehr genauen Ergebnis fuhrt. Unprazise und richtig
ergibt genau, wobei prazise und unrichtig ein ungenaues Resultat verkérpert.
Weder prazise noch richtig flihrt ebenfalls zu ungenau. Weiters geht aus der
Darstellung hervor, dass die Prazision die Streuung und die Richtigkeit die

Verzerrung (Abstand zum anerkannten Bezugswert) beschreiben.

1"

Eine

normative Verschriftlichung hiervon ist in der DIN ISO 5725-1:1997 zu finden.'?

schaft, Sommersemester 2018, TU Graz. Folie 117

In Anlehnung an: Hering, E.; Schonfelder, G.: Sensoren in Wissenschaft und Technik. S. XIff
Vgl.: Hering, E.; Schonfelder, G.: Sensoren in Wissenschaft und Technik. S. 2
Hofstadler, C.: Einleitung und Grundlagen. In: Vorlesungsfolien von Chancen- und Risikomanagement in der Bauwirt-
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Lfd.
Nr.:

Eingangsgrofe

A

Positionen:

Laénge

Weg

Winkel
Dehnung
Geschwindigkeit

Beschleunigung

Kraft und Moment

Druck

Temperatur

Feuchtigkeit

Ausgangsgrofe

Elektrischer Widerstand

resistiv R
B

Potentiometer,
Magnetoresistiver
Sensor, GauR-
Feldplatte

Dehnungsmess-
streifen

Magnetoresistiver
Drehwinkel-Sensor

induktiv L kapazitiv C
c D

Differenzial
Transformator, Kapazitiver
Tauchanker- Wegsensor
Wegsensor
Induktiver
Drehwinkel-
Sensor

Spannung

u
E

Hall-Sensor,
Optoelektron.
Lichtschranken-
Sensor

Magnetpol-
Drehzahl-Sensor

Strom

Wirbelstrom-
Sensor

Faseroptische
Sensoren

Optoelektron.
Drehzahl-
Sensoren

Ladung

Gyrometer/Piezo-
Sensor

Seismische Masse-Dampfer-Feder Systeme, Rickfiihrung auf Wegmesssung: resistiv, induktiv, kapazitiv,
optoelektronisch, piezoresistiv; Hall/GauR-Sensorik oder Dehnungsmessung (DMS)

Piezoresistiver
Sensor,
Dehnstoffe

Piezoresistiver
Dehnstoff-Sensor

NTC/ PTC
Widerstande

Resistive
Hygrometer

Magneto- Kraft-
elastischer kompensations-
Sensor Sensor
Magneto- Kapazitiver
elastischer

Drucksensor
Sensor

Kondensator

Hygrometer

Federelemente
oder DMS

Federelemente
oder DMS

Thermoelemente

Federelemente
oder DMS

Federelemente
oder DMS

Optoelektron.
Pyrometer

Piezoelektrischer
Sensor

Piezoelektrischer
Sensor

Tab. 4-2 Exemplarische Auflistung der Sensorarten3

Prazise + Richtig = Sehr genau

®
@

Prazise + Richtig = Genau

Prazise + Riehtig = Ungenau

©

Prézise + Riehtig = Ungenau

Abb. 4-2 Verdeutlichung von genau durch prazise und richtig14

DIN ISO 5725-1:1997. S. 15f
Czichos, H.: Mechatronik Grundlagen und Anwendungen technischer Systeme S. 78

Hofstadler, C.; Kummer, M.: Chancen- und Risikomanagement in der Bauwirtschaft. S. 5

AbschlieBend werden noch Vorschlage zur Ermittlung von Stahlbetonar-
beiten beeinflussender Faktoren mit Hilfe digitaler Technologien aufgezeigt.
Im Zuge der Datenerhebung auf der Baustelle ist darauf zu achten, dass die
eingesetzten Sensoren robust sind, um den Einwirkungen durch Feuch-




tigkeit, Temperatur, Staub und mechanische Belastungen standzuhalten.®
Tabelle 4-3 stellt ausgewahlten Einflussparametern eine Erfassungsmadg-
lichkeit gegenuber, wobei auch die dazugehorige EingangsgrofRe angefuhrt
wird. Hierbei kristallisiert sich heraus, dass der durch Ortung ermittelten
Position und der beispielsweise durch RFID (Radio Frequency Identification)
bestimmten Anzahl eine hohe Bedeutung zukommt. Ebenso zahlt der
Abstand oder die Zeit zu den oftmals vorkommenden Eingangsgroen.

o Parameter Eingangsgrofe Ertlel?ungs_-
Nr. moglichkeit
0 A B C
1 Anzahl Handgerate Anzahl RFID
2 Arbeitsfortschritt Betondecke Kraft Kraftsensor
3 Arbeitskrafte Position/Anzahl Ortung/RFID
4 Arbeitslange/-flache Position Ortung
5 Ausschalungszeitpunkt Temperatur Temperatursensor
6 Baustellentransporte Anzahl Ortung/RFID
7 Baustoffgewicht heben Kran Gewicht Kraftsensor
8 Betondruck Druck Drucksensor
9 Biegeverteilung Winkel Winkelsensor
10 Dauer der Tatigkeiten Zeit Uhr/Ortung/RFID
11 Diebstahl Position/Anzahl Ortung/RFID
12 Ebenheit Betonbauteile Abstand Abstandssensor
13 Einsatzortwechsel Position Ortung
14 Fullstand des Betons Abstand Abstandsensor
15 GruppengrolRe Position/Anzahl Ortung/RFID
16 Kranbelegezeiten Zeit Ortung/RFID
17 Krankibelfahrten Anzahl RFID
18 Lagerbestand Anzahl RFID
19 Neigung Winkel Neigungssensor
20  Regen Regenmenge Regensensor
21 Rel. Luftfeuchtigkeit Rel. Luftfeuchtigkeit ~ Feuchtesensor
22 Schalungsposition Position Ortung/Lagesensor
23  Tagliche Arbeitszeit Zeit RFID
24 Temperatur Temperatur Temperatursensor
25 Uberpriifung Vollstéandigkeit Position/Anzahl Ortung/RFID
26 Verdichtungsgrad Schwingungen Schwingungssensor
27 Verlegte Schalflache Position Ortung
28 Wandversatz Abstand Abstandsensor
29  Windgeschwindigkeit Geschwindigkeit Windsensor
30  Zug in Abspannungen Kraft Kraftsensor

Tab. 4-3 Digitale Erhebungsmdglichkeiten ausgewahlter Parameter

15

mine, Kosten und Qualitat zuverlassig steuern. Hrsg.: Motzko, C. S. 29

Vgl.: Motzko, C. et al.: Grundlagen des Bauprozessmanagements. In: Praxis des Bauprozessmanagements — Ter-
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Um die gewinschten Prozesse auf der Baustelle digital erfassen und
auswerten zu kénnen, gilt es, Sensoren einzusetzen, deren MessgrofRen in
Zusammenhang mit dem zu untersuchenden Arbeitsablauf stehen und
charakteristische Muster aufweisen. Mehr zeigt beispielsweise auf, dass
wahrend des Betonierens auf Basis der erhobenen Beschleunigungsdaten
des Kranklbels auf das Fillen, dessen Transport und das Leeren zu
schlielRen ist. Ebenso hebt er hervor, dass das Anbringen eines Beschleuni-
gungssensors auf der Schalung die Nachvollziehbarkeit des Ein- und
Ausschalvorgangs sowie die Kontrolle der Elementausrichtung fordert. Fur
die Auswertung der erhobenen Rohdaten, sprich die Mustererkennung, sieht
Mehr den Einsatz neuronaler Netze als zielfiinrend an.'®

4.2 Dateniibertragung

Nachdem die Sensoren die gewinschten Messwerte ermittelt haben,
muissen diese ausgewertet, gespeichert bzw. visualisiert werden. Hierbei
erfolgt die Weiterleitung der Daten Uber den Draht-, Funk- oder Lichtweg. In
der Regel besteht der gesamte Ubertragungsweg nicht nur aus einem der
drei Medien, sondern aus einer aufeinanderfolgenden Kombination dieser.'”

Die herkdmmliche Methode fir das Bindeglied zwischen den Sensoren und
dem Datenerfassungssystem stellen Kupferleitungen dar.’® Weil diese
jedoch flir Hochbaustellen aufgrund sich standig andernder Umstande nicht
geeignet sind, wird im Folgenden das Ubertragungsmedium Drahtweg nicht
naher erlautert. Es sei lediglich darauf hingewiesen, dass es in Hinblick auf
die Storanfalligkeit verschiedene Ausfiihrungsarten an Kabelverbindungen
gibt. Weiters wird die dem Sensornetzwerk zugrunde gelegte Topologie
entweder als Stern oder als Linie implementiert.'®

Bei der Ubertragung mittels Funk wird hingegen keine direkte Verbindung
durch ein Kabel oder eine optische Faserstrecke bendtigt, sondern es
werden die Daten mit Hilfe von elektromagnetischen Wellen durch den Raum
geschickt. Damit Funklbertragung maoglich ist, missen zuerst die Informa-
tionen auf sinusférmige Tragersignale gesetzt werden. Dies geschieht, indem
die zu versendende Nachricht auf den Amplituden, den Phasen und/oder der
Frequenzen des Tréagers aufgepragt werden.2%

Anhnlich wie bei der Sprache ist es wichtig, dass Sender und Empfanger
einander verstehen. Aus diesem Grund wurden in den vergangenen Jahren
verschiedene Standards entwickelt. Nachfolgend werden drei weitverbreitete
Kommunikationsmaoglichkeiten auf Funkbasis vorgestellt.

ZigBee stellt einen aulerst energieverbrauchsarmen, drahtlosen Kommuni-
kationsstandart dar und wurde erstmals im Jahr 2004 vorgestellt. Weitere
Ziele, welche mit Hilfe dieses Produktes von der ZigBee Alliance, einem
weltweiten Zusammenschluss von Unternehmen, verfolgt werden, sind

Vgl.: Mehr, O.: Polysensorale Bauprozessidentifikation durch kognitive Systeme. Dissertation. Technischen Universitat
Darmstadt. 2012. S.117ff

Vgl.: Elektronik Kompendium: Ubertragungsmedium. https://www.elektronik-kompendium.de/sites/kom/0211192.htm.
Datum des Zugriffs: 24.06.2020

Vgl.: Schnellenbach-Held, M.; Karczewski, B.; Kiihn, O.: Intelligente Briicke - Machbarkeitsstudie fur ein System zur
Informationsbereitstellung und ganzheitlichen Bewertung in Echtzeit fiir Briickenbauwerke. In: Briicke- und Ingenieur-
bau Heft B 105. Hrsg.: Bundesanstalt fiir Stralenwesen. 2014. S. 15

Vgl.: Hesse, S.; Schnell, G.: Sensoren fiir die Prozess- und Fabrikautomation. S. 446

20 Vgl.: Werner, M.: Nachrichtentechnik. S. 112



geringe Kosten sowie grotmogliche Flexibilitdt. Die Starke liegt in einer
gemeinsam verwendeten Sprache, welche einen einfachen Zusammen-
schluss verschiedener Produkte ermoglicht. Zum Hauptanwendungsbereich
zahlen die Automatisierung und das Monitoring in smart homes. Die Daten-
Ubertragungsrate betragt hierbei bis zu 250 kbits pro Sekunde.2122

Eine weitere Mdoglichkeit stellt die Verbindung Uber Bluetooth dar, welche
beispielsweise bei kabellosen Mausen oder Tastaturen eingesetzt wird.
Anfangs war Bluetooth als Punkt-zu-Punkt-Verbindung konzipiert und fand
unter anderem beim Datenaustausch zweier Mobiltelefone Anwendung. In den
vergangenen Jahren hat sich neben Bluetooth Classic die energiesparendere
Variante Bluetooth Low Energy entwickelt. Diese Technologie unterstutzt auch
die Mesh-Topologie, bei der die einzelnen Knoten ohne dazwischenliegendem
Hub kommunizieren kdnnen, und ermdglicht eine energieeffiziente Datenliber-
tragung zwischen 125 kbits bis hin zu 2 Mbits pro Sekunde. In den Bereichen
Gesundheit und Fitness sowie bei der Echtzeitortung und innerrdumlichen
Navigation ist Bluetooth LE weit verbreitet.23

Bereits seit der ersten Version, welche 1999 erschienen ist, setzt Bluetooth
einen Kanal im 2,4 GHz ISM?*-Band mit einer Bandbreite von 1 MHz ein.
WLAN (Wireless Local Area Network) bendtigt hingegen bei dem gleichen
Kanal eine Bandbreite von 22 MHz. Damit sich Bluetooth mit WLAN oder
anderen Funktechnologien im selben Frequenzbereich nicht in die Quere
kommt, wird Frequency Hoping Spread Spectrum (FHSS) angewendet. Bei
diesem Verfahren wird nach jedem gesendeten Paket die Frequenz
gewechselt, wodurch Stérungen vermieden werden.2®

Zum Ursprungsgedanken bei der Konzeptionierung von Bluetooth zahlte das
Ersetzen der Kabelverbindungen zwischen diversen Geraten.?® Im Laufe der
Zeit entwickelte sich aber dieser Standard immer weiter und ist heutzutage
aus dem Alltag nicht mehr wegzudenken. Einsatzmoglichkeiten sind beispiels-
weise das Austauschen von Dateien, das Verbinden von Handys mit anderen
Devices wie Kopfhdrern, aber auch mit einem Hochdruckreiniger, oder im
Bereich der Automatisierung. Ebenso findet diese Technologie bei der Ortung
Anwendung, welche vor allem von der Version 5.1 profitiert, weil diese
Funktionen zur Richtungserkennung beinhaltet und somit Positionsbestim-
mungen im dreidimensionalen Raum mit einer Genauigkeit von bis zu 10 cm
ermt')glicht.27 Die hierbei eingesetzte Methode, welche in Abschnitt 4.4 naher
erldutert wird, beruht auf dem Erfassen der Winkel der empfangenen Signale.

Durch die Einfihrung von Bluetooth LE (Bluetooth v4.0) im Jahr 2010 wurde
ein Meilenstein in der Entwicklungsgeschichte dieser Technologie erreicht, da
die Energiemenge drastisch reduziert und die Verbindungsgeschwindigkeit
(auf 3 Millisekunden) erhoht wurde. Aus diesem Grund bietet Bluetooth eine
gute Basis fir Internet-of-Things-Anwendungen, da hierbei die Batterie-
laufzeit einen wesentlichen Faktor darstellt und keine groRen Datenmengen
verschickt werden miissen.28

21 Vgl.: ZigBee Alliance: ZigBee Specification. ZigBee Document 05-3474-21. S. 5ff
22 ygl.: ZigBee Alliance: https:/zigbeealliance.org/solution/zigbee/. Datum des Zugriffs: 26.06.2020

23 vgl.: Afaneh, M.: Wireless Connectivity Options for loT Applications. https://www.bluetooth.com/blog/wireless-connec-
tivity-options-for-iot-applications-technology-comparison/. Datum des Zugriffs: 26.06.2020

Industrial Scientific and Medical
Vgl.: Sauter, M.: Grundkurs Mobile Kommunikationssysteme. S. 299ff.
Vgl.: Gupta, N.: Inside Bluetooth Low Energy. S. 6

Vgl.: Elektronik Kompendium: https://www.elektronik-kompendium.de/sites/lkom/2107121.htm. Datum des Zugriffs:
27.07.2021

28 Vgl.: Gupta, N.: Inside Bluetooth Low Energy. S. 6ff
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Das WLAN zahlt zu den bekanntesten Funknetzwerken und verzeichnet seit
Anfang 2000 schnell wachsende Verbreitung. Vor allem im Heim- und
Birobereich oder auch auf 6ffentlichen Platzen und in Gebauden findet die
Maoglichkeit eines spontanen Internetzugangs grof3e Beliebtheit. Die Starken
liegen hierbei bei der hohen Datenibertragungsrate, welche beispielsweise
fur das Arbeiten, Streamen von Videos oder dem Musikhoren verwendet
werden kann. Mit der Fahigkeit, groRe Mengen an Daten zu verschicken,
muss jedoch ein erhdhter Energieverbrauch in Kauf genommen werden.??

Zur Ubertragung der Daten existieren hierfiir verschiedene Standards.
Abhangig von diesen werden unterschiedliche Datenubertragungsraten
erzielt. Bei einer Frequenz von 40 MHz erreicht beispielsweise IEEE 802.11h
eine Ubertragungsgeschwindigkeit von 108 Mbit pro Sekunde. 30

Die nachfolgende Tabelle 4-4 zeigt ausgewahlte Merkmale flir ZigBee, Bluetooth
und WLAN und soll dadurch eine bessere Vergleichbarkeit gewahrleisten.

e Merkmale ZigBee Bluetooth WLAN
0 A B c D
1 Energieverbrauch Niedrig Mittel Hoch
2 Datenubertragungsrate 20 - 250 kbps 125 kbps - 2Mbps 54 Mbps - 7 Gbps
5] Distanz 30- 100+ m 1-100+ m 100+ m
5 Knotenpunkte 65.000 7 >1.000
6 Verwendung Automatisierung Kabelersatz Internet
: Vortsile Perfomance, | Ubertagungsrate,  Kosten
- Flexibilitat Komfort

Tab. 4-4 Vergleich ZigBee, Bluetooth, WLAN31.32.33,34

Anhand der zuvor gezeigten Tabelle 4-4 wird rasch ersichtlich, dass die
Distanz und die zu UbermitteInde Datenmenge zwei wesentliche Faktoren bei
der Entscheidung, welche Funktechnologie einzusetzen ist, darstellen.
Abbildung 4-3 fasst die bekanntesten Ubertragungsstandards unter Ber{ick-
sichtigung dieser zwei Aspekte nochmals zusammen.

Anhand von Abbildung 4-3 wird auch ersichtlich, dass mittels Ultra Breitband
(UWB) Uber kurze bis mittelkurze Distanzen eine grolle Datenmenge
verschickt werden kann. Das nicht lizenzierte UWB-System liegt im
Frequenzbereich zwischen 3,1-10,6 GHz und lasst sich prinzipiell in drei
Anwendungsbereiche, zu denen Kommunikation, Lokalisierung und
Bildgebung sowie Sensorik zahlen, einteilen.35

29 Vgl.: Werner, M.: Nachrichtentechnik. S. 331

30 Vgl.: Colhoun O.: WLAN. In: Lexikon der Medizinischen Laboratoriumsdiagnostik. S. 2514

st Vgl.: Varga, A. K.: ZigBee based wireless sensor networks. Konferenz: International scientific conference on advances

in mechanical engineering, proceedings, 2014. S. 175

Vgl.: Zahurul, S. et al.: Future strategic plan analysis for integrating distributed renewable generation to smart grid

through wireless sensor network: Malaysia prospect. In Renewable and Sustainable Energy Reviews, 53. 2016.

S. 984

Vgl.: Afaneh, M.: Wireless Connectivity Options for IoT Applications. https://www.bluetooth.com/blog/wireless-connec-

tivity-options-for-iot-applications-technology-comparison/. Datum des Zugriffs: 26.06.2020

4 Vgl.: Colhoun O.: WLAN. In: Lexikon der Medizinischen Laboratoriumsdiagnostik. S. 2514

35 Vgl.: Dehner, H.-U.: Interferenzuntersuchungen fiir inkoharente Multiband Ultra-Breitband (UWB) Ubertragung. Dis-
sertation. Institut flir Nachrichtentechnik am Kahlsruher Institut fir Technologie. 2012. S. 8ff
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Der GSM-Standard (Global System for Mobile Communications) stellt die
zweite Generation (2G) des Mobilfunkstandards dar und ermdglicht erstmals
neben dem Telefonieren und SMS-Schreiben,die mobile Datenlibertragung.
Heutzutage existiert bereits 5G mit seither deutlich gesteigerten Ubertra-
gungsraten, jedoch findet 2G aufgrund der nahezu flachendeckenden Infra-
struktur noch immer Anwendung.36

[Mbps]

1.000

100

10

’ LoRaWAN
>

001lm 01m 1m 10m 100m 1km 10km 100 km 1000 km

Datenrate

Ubertragungsdistanz

Abb. 4-3 Datenrate und Reichweite ausgewahlter Funktechnologien®’

Abschlielend wird noch auf LoRaWAN, ein Niedrigenergienetzwerk fur
drahtlose, batteriebetriebene Systeme, eingegangen. Die hierbei typischer-
weise eingesetzte Netzwerkarchitektur ist die Sterntopologie, bei der
zwischen den Endgeraten und dem zentralen Netzwerkserver Gateways
Anwendung finden. Die Ubermittelbare Datenrate liegt zwischen 0,3 kbps und
50 kbps.38

Im Spannungsdreieck fur Funktechnologien (Reichweitenmaximierung,
Optimierung des Energieverbrauchs und Datenubertragung) zeichnet sich
LoRaWAN vor allem durch die ersten zwei Ziele aus. Daher kénnen zwar nur
sehr geringe Datenmengen, diese aber energieeffizient und Uber eine grofle
Distanz Ubertragen werden. In unbebautem Gebiet erzielen LoRaWAN
Gateways in der Praxis eine Reichweite von rund 15 km. Reflexionen,
Brechungen oder Dampfungen von Gebauden wirken sich jedoch negativ
aus, wodurch im stadtischen Bereich die Ubertragungsdistanz auf 2 bis 4 km
sinkt. Werden Daten beispielsweise aus einem Keller heraus geschickt, wird
durch die zusatzliche Dampfung nochmals die Reichweite reduziert. Bei der
Umsetzung solcher Aufgabenstellungen kann nach bisherigen Erfahrungen
eine Ubertragungsdistanz von rund einem Kilometer als Faustformel
angenommen werden.3°

36 vgl.: https://www.sparhandy.de/mobiles-internet/info/mobilfunkstandards/. Datum des Zugriffs: 27.12.2021

37 In Anlehnung an: Gupta, N.: Inside Bluetooth Low Energy. S. 3

38 Vgl.: https://www.lora-wan.de/. Datum des Zugriffs: 29.07.2021

39 Vgl.: Linnemann, M.; Sommer, A.; Leufkes, R.: Einsatzpotentiale von LoRaWAN in der Energiewirtschaft. S. 28
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4.3 RFID - Radio-Frequency ldentification

Folgender Unterpunkt behandelt die theoretischen Grundlagen der RFID-
Technologie (radio frequency identification). Nach einer kurzen Darstellung
der Anwendungsgebiete werden die einzelnen Komponenten sowie
verschiedene Einteilungen dieser Technologie beleuchtet.

Die Radiofrequenzidentifikation gehdrt neben dem Barcode zu den automati-
schen Identifikationssystemen und ermdglicht ein kontaktloses Erkennen von
Einzelteilen. Wesentliche Einsatzmoglichkeiten stellen Produktidentifika-
tionen, Zugangskontrollen, elektrische Wegfahrsperren, Zeitmessungen bei
Sportveranstaltungen, Tier- oder Behalteridentifikationen sowie Industrieau-
tomationen dar. Bei dieser Vielzahl an Anwendungen sind RFID-Chips unter
anderem in Chipkarten, Paletten/Kartons, Bekleidungen, Bucher, Passe,
Eintrittskarten, Autoschlisseln und im Flugzeuggepack anzutreffen.*0

Damit eine automatische ldentifizierung berthrungslos und sichtkontaktfrei
durchgefiihrt werden kann, muss am gewinschten Objekt ein Datentrager
angebracht werden. Dieser wird RFID-Transponder (Tag) genannt und
besteht aus Mikrochip, Antenne und einem Tragerelement. Gelangt ein
solcher Tag in die Reichweite eines RFID-Lesegerats (RFID-Reader) wird er
erkannt und Daten kénnen unter Zuhilfenahme eines vorgegebenen Taktes
ausgetauscht werden. Die Energielbertragung erfolgt hierbei tber elektro-
magnetische Wellen oder einer magnetischen Kopplung.41

Die ausgelesenen Transponderinhalte werden anschlieRend durch geeignete
Informationssysteme (Middleware) aufbereitet. In diesem Schritt erfolgt die
Transformation von Verfligungswissen in Orientierungswissen, welches in
weiterer Folge im Wissensspeicher abgelegt wird. Durch die gezielte
Filterung der erhobenen Daten wird sichergestellt, dass bei einem Zugriff auf
den Datenspeicher nur die essentiellen kontextbezogenen Informationen
abgerufen werden kdénnen. Die nachfolgende Abbildung 4-4 verdeutlicht den
soeben beschriebenen Systemaufbau.

Lesegerat Middleware

(=

Wissensspeicher

Transponder

Daten

Energie
RFID I
Takt

Abb. 4-4 RFID-Komponenten

40 vgl.: Tamm, G.; Tribowski, C.: RFID. Informatik im Fokus. S. 2f
41 vgl.: Helmus, M. et al.: RFID-Baulogistikleitstand. S. 5f
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RFID-Transponder weisen unterschiedliche Bauformen, welche wesentlich
vom Verwendungszweck abhangen, auf. Sie reichen beispielsweise von
Etiketten bis hin zu Schlisselanhangern oder Uhren. Bei Tieridentifikationen
ist es Ublich, die Transponder in kleine Glasréhrchen zu verpacken und unter
die Haut zu schieben. Bei harteren Umfeldbedingungen wie zum Beispiel auf
Baustellen ist ein Kunststoffgehduse, das vor Staub und mechanischer
Beanspruchung schitzt, zu empfehlen. Weiters werden die Transponder
nach EPCglobal (Industriekonsortium) anhand deren Energieversorgung und
Beschreibbarkeit in sechs Kategorien (0-5) gegliedert. Die ersten drei
Klassen stehen passiven Tags zur Verfigung, welche ihre Energie aus dem
Feld des Lesegerates Ubernehmen. Zur Klasse 3 gehdren semi-aktive und
zur Klasse 4 und 5 aktive Transponder.42

Klasse 0 beinhaltet nicht beschreibbare Tags, welche nur ausgelesen werden
konnen (Read Only). Klasse 1 ermdglicht nach einmaligem Beschreiben
eines Transponders nur noch das Erkennen (Write Once, Read Multiple),
wahrend Klasse 2 wiederbeschreibbare Tags (Read & Write) beinhaltet.*3

Kategorie 3 ist durch eine eigene Energiequelle charakterisiert, welche fur das
Versorgen des Mikrochips eingesetzt wird. Weil fiir das Senden und Empfangen
der Daten nach wie vor die Energie des Lesegerats genutzt wird, tragen diese
Tags die Bezeichnung semi-aktiv. Klasse 4 und 5 zahlen zu den aktiven Trans-
pondern. Das heildt, sie verwenden die eigene Energiequelle sowohl flr den
Chip, als auch fiir die Ubertragung der Daten. Der Unterschied zwischen den
beiden Klassen liegt in der Fahigkeit, mit passiven Tags zu kommunizieren.*4

Um die Energiequelle zusammenzufassen, wird Abbildung 4-5 gezeigt.
Hierbei ist es wichtig, hervorzuheben, dass mit einer zusatzlichen Stromver-
sorgung die Reichweite stark ansteigt. Daflir sinkt die Lebensdauer des Tags,
weil nach Entladung der Batterie keine Daten mehr versendet werden kénnen.

Transpondereinteilung anhand der Energiequelle

» Kategorie 0-2 » Kategorie 3 » Kategorie 4-5
(EPCglobal) (EPCglobal) (EPCglobal)
« Energiezufuhr vom * Interne Stutzbatterie « Batterie fur Mikrochip
Lesegerat fur Stromversorgung und Transponder
des Mikrochips
* Geringere * Zum Senden wird * Ruhezustand, bis
Reichweite Energie vom Aktivierungssignal
Lesegerat verwendet empfangen wird

Abb. 4-5 Transpondereinteilung anhand der Energiequelle45

Die nachfolgende Tabelle 4-5 verdeutlicht die Unterschiede bei der Transpon-
dereinteilung anhand der Energiequelle in Bezug auf ausgesuchte Merkmale.
Die Lesedistanz, die Lesezuverlassigkeit sowie die Speicherkapazitat nimmt

42 ygl.: Tamm, G.; Tribowski, C.: RFID. S. 15f
43 Vgl.: Hompel, M.; Heidenblut V.: Taschenlexikon Logistik. S. 81
44 vgl.: Tamm, G.; Tribowski, C.: RFID. S. 15f

45 Vgl.: Bundesnetzagentur: RFID, das kontaktlose Informationssystem. https://emf3.bundesnetzagentur.de/pdf/RFID-
BNetzA.pdf. Datum des Zugriffs 19.05.2020

INSTITUT FUR BAUBETRIEB UND BAUWIRTSCHAFT

125



LAVHOSLHIMNYE ANN 8314138NV8 ¥N4 LNLILSNI

MEIE

4 Automatische Datenerhebung

126

durch die Zuhilfenahme einer eigenen Energiequelle zu. Damit geht jedoch eine
groRere Bauform, eine kirzere Lebenserwartung und ein Anstieg der Kosten
einher. Vor der Implementierung eines RFID-Systems ist es wichtig, diese
Punkte zu analysieren, damit in Abhangigkeit der gewlnschten Funktion und
der Einsatzdauer der passende Transponder ausgewahlt werden kann.

hfrd Merkmale/System Passiv Semi-aktiv Aktiv
0 A B © D
1 Lesedistanz gering gering grof}
2 Lesezuverlassigkeit ~ hoch sehr hoch sehr hoch
3 Lebensdauer lang mittel kurz
4 Speicherkapazitat gering hoch hoch
5 Bauform klein mittel grof}
6 Sensorik maoglich maoglich mdglich
7 Kosten gering mittel hoch

Tab. 4-5 Merkmale der Transpondereinteilung anhand der Energiequelle46

Das Lesegerat stellt die Verbindung zwischen der Middleware und den Trans-
pondern dar. Zu dessen Aufgaben zahlen, die empfangenen Steuerbefehle
auszuflhren, die Verbindung zu den Transpondern herzustellen, die Antikol-
lision und Authentifizierung zu gewahrleisten, Daten des Tags auszulesen
sowie diese zu beschreiben und Sleep- oder Wakeup-Signale zu
verschicken. Die Form des Lesegerates ist wie auch der Tag von der Art der
Anwendung abhangig. Hierbei gibt es zwei wesentliche Varianten: Sind die
Antenne und das Lesegerat in einem handlichen Gehause integriert, wird von
einem mobilen Lesegerat gesprochen. Sind die beiden Bauteile hingegen
raumlich voneinander getrennt, werden diese als stationar bezeichnen.
Typische Einsatzbereiche stellen hierfur Tore dar. Verlasst die Ware die
Lagerhalle, wird sie bei der Durchfahrt automatisch detektiert.4’

Aus der obigen Erklarung ist ersichtlich, dass die Distanz zu den wichtigsten
Aspekten bei der Entscheidung uUber die zu verwendenden Transponder
gehort. Aus diesem Grund zeigt die nachfolgende Abbildung 4-6, wie die
RFID-Technologie anhand deren Reichweite eingeteilt werden kann.

Grundsatzlich gilt: je groRer die Entfernung, desto groRRer die Kosten, da die
Magnetfelder entsprechend verstarkt werden muissen. Weiters steigt mit
zunehmender Distanz die Wahrscheinlichkeit, auf Storeinfliisse wie beispiels-
weise Metalle oder Wasser zu treffen, welche die elektromagnetischen
Wellen reflektieren oder absorbieren. Anhand der Reichweite werden drei
Coupling-Klassen charakterisiert. Die erste wird Close Coupling genannt und
beinhaltet eine Distanz von 0 bis 1 cm. Die Entfernung ist dermaf3en gering,
dass der Transponder entweder in das Lesegerat hineingesteckt oder auf
eine genaue Position gelegt werden muss. Als Vorteil ist hierbei anzumerken,
dass durch die enge Kopplung gréere Energiemengen transportiert und
hdéchste Sicherheitsvorkehrungen eingehalten werden kénnen. Der zugrun-
deliegende Frequenzbereich erstreckt sich von 1 Hz bis 30 MHz, wobei die
Dateniibertragung durch induktive oder kapazitive Kopplung erfolgt.*®

46 Adam Melski: Grundlagen und betriebswirtschaftliche Anwendung von RFID. Arbeitsbericht Nr. 11/2006 Hrsg.: Matth-
ias Schumann. S. 10

47 vgl.: Tamm, G.; Tribowski, C.: RFID. S. 17f
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Der zweite Bereich reicht bis zu einem Meter und wird als Remote Coupling
bezeichnet. Die Datenlbertragung wird hierbei tber eine induktive Kopplung
erreicht, wobei die Transponder meistens passiver Natur sind. Eingesetzte
Ubertragungsfrequenzen sind 100 kHz, 135 kHz, 6,75 MHz, 13,56 MHz, und
27,125 MHz. Die dritte Klasse wird Long Range Coupling genannt und deckt
den Bereich gréRer als einen Meter ab. Die hierbei eingesetzten Frequenzen
liegen im Mikrowellenbereich, wobei die Datentbertragung mittels Backscat-
terverfahren durchgefuhrt wird. Aufgrund der hohen Reichweite reicht die
gesendete Energie nur noch fir einen Wakeup oder Sleep Call aus, weshalb
der Transponder mit zusatzlicher Energie versorgt werden muss. Die nachfol-
gende Abbildung 4-6 fasst die soeben beschriebenen Kategorien
tibersichtlich zusammen.*°

Die unterschiedlichen Frequenzen spielen bei der Reichweite eine bedeu-
tende Rolle. Die am haufigsten verwendeten Frequenzen liegen in den
lizenzfreien ISM-Bandern (Industrial-Scientific-Medical) und werden in vier
fur RFID typische Bereiche gegliedert. Der niederfrequente Bereich (LF)
erstreckt sich von 100-135 kHz. Zur Hochfrequenz (HF) zahlen 6,78 MHz,
13,56 MHz und 27,125 MHz. Eine Stufe daruber ist der ultrahochfrequente
Bereich (UHF) angesiedelt. Dieser beinhaltet 433,92MHz, 868 MHz (Europa)
und 915 MHz (USA). Den Abschluss bildet die vierte Klasse, welche die
Mikrowellenstrahlung beinhaltet. Hierzu gehdren 2,45 GHz und 5,8 GHz.%0

Einteilung von RFID nach der Reichweite

Close-Coupling

Remote-Coupling Long-Range

Reichweite 0 —1 cm

Transponder genau
platzieren

GroRe Energiemengen
Ubertragbar

Hoher
Sicherheitsstandard

Betrieb zwischen 1 Hz

Reichweite bis zu 1 m
Induktive Kopplung

Meistens Transponder
passiv

Betrieb bei 100 kHz -
135 kHz,

6,75 MHz, 13,56 MHz

Reichweite >1 m
Batterie benotigt
Backscatterverfahren

Energielibertragung
nur fur Wake-Up- oder
Sleep-Signal

Betrieb im
Mikrowellenbereich

und 27,125 MHz

und 30 MHz bis 915 MHz,
¢ Induktive und ¢ 2,45 MHz, 5,8 GHz,
kapazitive Kopplung 24,125 GHz

Abb. 4-6 Einteilung anhand der Reichweite®"

Im Niederfrequenz- und Hochfrequenzbereich erfolgt der Datentransfer Gber
induktive Kopplungen. Hierbei ist der Transponder im Nahfeld der Antenne des
Lesegerates und wird Uber das Wechselfeld mit Energie versorgt. Dieser Bereich
ist dadurch charakterisiert, dass der Abstand zwischen Sender und Empfanger

48 Vgl.: RFID Grundlagen Das RFID Informationsportal: RFID Reichweite. https://www.rfid-grundlagen.de/reich-
weite.html. Datum des Zugriffs: 19.05.2020

49 Vgl.: RFID Grundlagen Das RFID Informationsportal: RFID Reichweite. https://www.rfid-grundlagen.de/reich-

weite.html. Datum des Zugriffs: 19.05.2020

Vgl.: Bundesnetzagentur: RFID, das kontaktlose Informationssystem. https://emf3.bundesnetzagentur.de/pdf/RFID-

BNetzA.pdf. Datum des Zugriffs 19.05.2020

51 Vgl.: RFID Grundlagen Das RFID Informationsportal: RFID Reichweite. https://www.rfid-grundlagen.de/reich-
weite.html. Datum des Zugriffs: 19.05.2020
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im Vergleich zur Wellenlange des elektromagnetischen Feldes klein ist. Mit Hilfe
eines an der Antenne anliegenden Lastwiderstandes, welcher im Rhythmus der
zu Ubertragenden Daten ein- und ausgeschalten wird, ruft der Transponder eine
Spannungsanderung an der Antenne des Lesegerates hervor. Diese wird in
weiterer Folge von der Auswerteeinheit detektiert und aufbereitet.52

Ultrahochfrequenz wird eingesetzt, um grof3e Distanzen zu Uberbriicken.
Hierbei erfolgt die Ubertragung mittels  Backscatter-Verfahren
(Rickstreuung). Zur Generierung eines Signals wird wie zuvor vom Chip eine
aus der Antenne generierte Hochfrequenzspannung verwendet. In diesem
Fall werden jedoch keine Spulen und Ferritkerne, sondern Dipolantennen
eingesetzt. Weiters beruht das Backscatter-Prinzip nicht auf dem Zurilck-
senden, sondern auf dem Reflektieren der vom Lesegerat ausgesandten
elektromagnetischen Wellen. Diesem Verfahren aus der Radar-Technik liegt
zugrunde, dass jedes Material, dessen Abmessungen gréler sind als die
halbe Wellenldnge des ausgesandten Radarstrahls, diesen zurlckwirft,
sprich reflektiert. Besonders gut geschieht dies, wenn das angefunkte Objekt
mit der elektromagnetischen Welle in Resonanz steht. Die Informationsuiber-
tragung basiert nun darauf, dass die Ruckstrahleigenschaften an der Trans-
ponderantenne geandert werden. Das bedeutet, dass die Antenne des
Transponders abwechselnd in guter und weniger guter Resonanz steht.
Dieser Effekt wird durch wechselweises Zu- und Abschalten eines Lastwider-
standes erzielt.>3

Tabelle 4-6 verdeutlicht die Unterschiede der soeben beschriebenen
Frequenzbereiche anhand ausgewahlter Kriterien. Aus dieser Tabelle geht
hervor, dass die Wahl der eingesetzten Frequenz eine wesentliche
Bedeutung flir die Gewahrleistung der Funktion und somit in weiterer Folge
fur das Erreichen des Projektziels hat.

Lfd. Eicenschaft LF - HF — UHF - Ultra High
Nr.: 9 Low Frequency High Frequency Frequency
0 A B 8 D
1 Energieversorgung passiv passiv passiv/aktiv
. . . max. ca. 6 m (passiv)
2 Reichweite wenigerals1m  max. 1,7 m max. ca. 100 m (aktiv)
3 Ubertragungsrate niedrig mittel hoch
4 Stf)rupg d_urch kein Einfluss geringer Einfluss  starker Einfluss
Flussigkeiten
5 f/lt:tr:lpg durch starker Einfluss starker Einfluss sehr starker Einfluss
Ausrichtung des . - . ot S .
Transponders nicht nétig nicht nétig teilweise nétig
54

Tab. 4-6 Einteilung anhand der Frequenzen

An dieser Stelle ist anzumerken, dass es keine ideale Frequenz fir ein allge-
meines RFID-System gibt. Aus diesem Grund haben sich in Abhangigkeit der
Anwendung verschiedene Frequenzbereiche als vorteilhaft herauskristalli-

52 Vgl.: Bundesnetzagentur: RFID, das kontaktlose Informationssystem. https://emf3.bundesnetzagentur.de/pdf/RFID-

BNetzA pdf. Datum des Zugriffs 19.05.2020
53 Vgl.: Kern, C.: Anwendung von RFID-Systemen. S. 55ff

54 RFID Grundlagen Das RFID Informationsportal: RFID Frequenzen. https://www.rfid-grundlagen.de/frequenzen.html.
Datum des Zugriffs: 19.05.2020
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siert. Grundsatzlich werden elektromagnetische Wellen immer besser mit
sichtbarem Licht vergleichbar, je hoher die Frequenz ist. Damit geht einher,
dass die Reflexionen zunehmen und die Verluste bei der Durchdringung
gewisser Medien steigen. Dies ist beispielsweise bei Wasser sehr deutlich zu
erkennen. Hierbei wird die Energie der elektromagnetischen Welle in Warme
umgewandelt (Mikrowelle). Aus diesem Grund sind ultrahohe Frequenzen bei
der Detektion von Gegenstanden, die Wasser enthalten, ungeeignet. Die
Dampfung ist einfach zu groR. Auch organische Korper reduzieren die
Signglsstérke, weshalb bei der Tieridentifikation der LF-Bereich eingesetzt
wird.

Somit sind die Materialeigenschaften der im Strahlungsfeld situierten Objekte
neben der Lesedistanz ein weiterer wichtiger Aspekt, den es bei der Auswahl
der Frequenz zu beachten gilt. Bei nicht leitfahigen Stoffen ist die Dampfung
der elektromagnetischen Welle von der Dichte des Materials abhangig. Das
Reflexionsvermdgen wird durch die Dielektrizitdtskonstante beschrieben.
Das heillt, Materialien, die bei diesen zwei Parametern niedrige Werte
aufweisen wie beispielsweise PVC, beeinflussen die Ausbreitung der Welle
nur minimal. Bei leitfahigen Stoffen (Metall) kommt es hingegen zur Totalre-
flexion. Durch das ungewollte Umlenken der Strahlung kann es sein, dass die
reflektierte elektromagnetische Welle auf eine von der Antenne abgestrahlte
trifft. In diesem Fall wird von Interferenzen gesprochen und fuhrt in weiterer
Folge zu einer Feldverstarkung oder -abschwéachung. Wird aufgrund einer
Feldschwachung ein Transponder mit zu wenig Energie versorgt, kann
dessen Antenne kein Signal zurlickstrahlen, wodurch der RFID-Tag nicht
erkannt wird. An dieser Stelle muss jedoch festgehalten werden, dass Refle-
xionen von vornherein nicht als schlecht angesehen werden mussen. Als
positive Auswirkung ist hervorzuheben, dass sie es ermdglichen, Trans-
ponder im Schatten von anderen Objekten zu detektieren, weil die Wellen
herumgeleitet werden.%®

Aus den soeben beschriebenen Einflissen der Materialien der Objekte im
elektromagnetischen Feld wird ersichtlich, dass die Baustelle kein einfaches
Anwendungsgebiet darstellt. Metallschalungen, Stahltrager, Stiitzen,
Baugerate oder Stahlbetonwande erschweren die Ausbreitung der Wellen.
Solange keine Geschossdecke auf dem aktuell obersten Stockwerk betoniert
wurde, ist die horizontale Ausbreitung stéarker beeintrachtigt als die vertikale.
Aus diesem Grund wird empfohlen, die Sende- und Empfangsantennen auf
einer hoher gelegenen Ebene zu installieren. Am besten ware Sichtkontakit.
Dadurch wird zumindest auf der obersten Ebene eine geringere Fehleranfal-
ligkeit erzielt.

Neben dem Transponder und dem Lesegerat stellt die Middleware den
letzten wesentlichen Bestandteil eines RFID-Systems dar. Diese Software-
komponente ermdglicht das Aufbereiten und Bereitstellen von RFID-Daten.
Daher beziehen sich die Hauptaufgaben auf die Bereinigung, Aggregation
und Transformation der erhobenen Werte. Hierbei ist das Filtern besonders
wichtig, weil die empfangenen Daten redundant (ein Transponder wird in
einem Zeitfenster oder von mehreren Antennen ofters erfasst) beziehungs-
weise fehlerhaft sein kdnnen. Ein Fehler tritt auf, wenn Tags im vorgese-
henen Lesefeld nicht oder beispielsweise durch Reflexionen aulerhalb von

55 Vgl.: Kern, C.: Anwendung von RFID-Systemen. S. 41ff
56 vgl.: Helmus, M. et al.: RFID-Baulogistikleitstand. S. 9f
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diesem detektiert werden. Eine weitere Aufgabe der Middleware stellt das
Verwalten der Lesegerate dar. Die Offenheit bezlglich des Hinzufligens
neuer Komponenten sowie nichtbendtigte Komplexitaten zu reduzieren, steht
hierbei im Mittelpunkt.5”

Bewegen sich mehrere Transponder in einem Feld, ist es erforderlich, diese
beim Auslesen auseinanderzuhalten, um mit ihnen einzeln kommunizieren zu
koénnen. Dieser Vorgang wird Antikollision genannt. Das Broadcast-Verfahren
stellt die einfachste Moglichkeit der Kommunikation mit Transpondern dar.
Hierbei wird wie bei einem Radiosender ein Signal an alle Tags (Zuhdrer)
ausgeschickt. Der umgekehrte Ablauf, sprich das Zugreifen der verschie-
denen Transponder auf das Lesegerat, wird Mehrfachzugriff genannt und
gestaltet sich deutlich komplizierter. Damit trotz gleichzeitigem Antworten
erkannt wird, ob es ein oder mehrere Signale sind, gilt es, diese zu differen-
zieren. Hierbei haben sich vier Multiplexverfahren herauskristallisiert. Diese
unterscheiden sich zeitlich, in der Frequenz, rdumlich oder in der Kodierung
und kénnen entweder einzeln oder in Kombination gewahlt werden.%8

Das Frequenzmultiplexverfahren (FDMA) zahlt zu den wirkungsvollsten, da
ein gleichzeitiges Senden der Tags ermdglicht wird. Es ist jedoch durch die
Anzahl der Kanale — wie bei einem Sprechfunkgerat — beschrankt. Dem
Zeitmultiplexverfahren (TDMA) liegt zugrunde, dass Zeitfenster genutzt
werden, in denen jeweils nur ein Transponder mit dem Lesegerat kommuni-
ziert. Weiters wird es durch den Tag gesteuert, welcher kleine Datenpakete
wiederholend in bestimmten Zeitabstanden versendet. Bei dem Raummultip-
lexverfahren (SDMA) wird versucht, nur einzelne Transponder in den
Lesebereich zu bekommen. Dies kann durch gezielte Ausrichtungsveran-
derung des Lesefeldes oder durch sich bewegende Tags erreicht werden.
Ebenso ist es erdenklich, einen Raum mit mehreren Antennen und Lesege-
raten auszustatten, damit jeder Transponder genau lokalisiert werden kann.
Das Codemultiplexverfahren (CDMA) ist das am besten entwickelte Antikolli-
sionsverfahren. Hierbei werden die Signale der Transponder analysiert, um
sie selektiv auszuschalten, bis nur noch mit einem kommuniziert werden
kann. Nach dem Datentransfer wird der Tag deaktiviert und die Suche
beginnt von vorne, bis alle Transponder eingelesen wurden. Dies ermoglicht
es, beliebig viele Tags in einem Feld zu erkennen.??

Nachfolgend wird kurz auf den zu Beginn erwahnten Barcode eingegangen,
indem die Unterschiede zwischen diesem und RFID-basierten automatischen
Informationssystemen beleuchtet werden. Tabelle 4-7 zeigt hierflr einen
Vergleich anhand ausgewahlter Aspekte.

Unumstritten ist, dass das sichtkontaktfreie Auslesen, das gleichzeitige
Erkennen verschiedener Transponder, das Speichern von Daten auf dem
Chip und die Kombinationsmdglichkeit mit Sensoren zu den wesentlichen
Vorteilen dieser Technologie im Vergleich zu anderen Identifikationstechniken
zahlen. Jedoch muss fir jeden Prozess separat beurteilt werden, ob diese
positiven Eigenschaften auch wirklich den erhofften Mehrwert schaffen.®0

57 vgl.: Tamm, G.; Tribowski, C.: RFID. S. 20f

% vgl.: Kern, C.: Anwendung von RFID-Systemen. S. 63f
59 Vgl.: Kern, C.: Anwendung von RFID-Systemen. S. 65f
60 vgl.: Helmus, M. et al.: RFID-Baulogistikleitstand. S. 11f
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Lfd. Nr.: Merkmale Barcode RFID
0 A B ©
1 Datendichte gering sehr hoch
2 Manuelle Lesbarkeit bedingt unmdglich
3 Witterungseinfliisse sehr stark gering
Einfluss von optischer .
4 Abdeckung nicht lesbar lesbar
Einfluss der an
° Medienausrichtung e Y
. . Kein
6 Abnutzung/Verschleil bedingt Einfluss
Anschaffungskosten . .
7 Elektronik sehr gering mittel
8 Lesegeschwindigkeit langsam schnell
Veranderbarkeit der
9 Daten auf dem nicht méglich moglich
Datentrager
0 Pulkfahigkeit pesinel méglich
moglich

Anbindung von

1 .
Sensorik

nicht méglich maoglich

Tab. 4-7 Vergleich Barcode und RFID®"

Dem Barcode setzen im Gegensatz zu RFID Schmutz, Feuchtigkeit und
Hitze viel starker zu als Metall und Flijssigkeiten.62 Dies ist auf die zwei
Funktionsprinzipien des Barcodelesegerates zurickzuflihren, welchen die
Abtastung durch einen Laserstrahl oder die Bilderfassung mittels einer
Kamera zugrunde Iiegt.63 Dies wirkt sich jedoch in weiterer Folge wiederum
positiv auf die Gefahr der Manipulation, des unberechtigten Léschens oder
Kopierens von Daten sowie des unbemerkten Auslesens aus.?*

Die Hauptanwendung der soeben vorgestellten RFID-Technologie ist in der
Objektidentifikation von Waren und Gitern zu finden. Bei Einsatzen in der
modernen Industrie kommt jedoch immer haufiger der Wunsch auf, zusatzlich
physikalische Parameter wie beispielsweise Temperatur, relative Luftfeuch-
tigkeit oder Druck mittels Sensoren zu erheben. Bei der Ubertragung wird
meistens erwartet, dass diese kontaktlos erfolgt, da oftmals die Anbringung
von Kabeln aufgrund unzuganglicher Bereiche oder sich bewegender
Elemente nicht moglich ist. Bei solchen Aufgabenstellungen stellt die Kombi-
nation aus energieeffizienten Sensoren mit standardkonformen RFID-Proto-
kollen eine ideale Losungsmaoglichkeit dar. Die hierfir benotigte Energie beim
Erfassen der Sensorwerte wird zur Ganze von RFID-Readern geliefert.
Aufgrund dieser Versorgung werden keine Energiespeicher bendtigt,
wodurch die passiven Sensortransponder vollstandig wartungsfrei sind.6°

61 vgl.: Helmus, M. et al.: RFID-Baulogistikleitstand. S. 12

62 Vgl.: Adam Melski: Grundlagen und betriebswirtschaftliche Anwendung von RFID. Arbeitsbericht Nr. 11/2006 Hrsg.:
Matthias Schumann. S. 21

Vgl.: Kern, C.: Anwendung von RFID-Systemen. S. 36
64 vgl.: Helmus, M. et al.: RFID-Baulogistikleitstand. S. 12

65 Vgl.: Fraunhofer IPMS: Mit RFID-Sensorik in die Cloud. https://www.silicon-saxony.de/fileadmin/user_upload/RFID-
Seite/RFID-Sensorik-d_Web.pdf. Datum des Zugriffs: 29.05.2020
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In den batterielosen Sensorsystemen, welche die Frequenzbereiche LF, HF
und UHF abdecken, lassen sich beispielsweise ein Temperatur-, Luftdruck-,
Luftfeuchtigkeits-, Feuchtigkeits-, Licht-, Beschleunigungs- und Kraftsensor
integrieren.66 Die Anbindung diverser Sensoren kann hierbei sowohl mittels
analoger Schnittstellen fur resistive, induktive und kapazitive Messflhler als
auch uber digitale Schnittstellen, welche dem Nutzer einen einfacheren
Umgang mit den Sensormodulen erméglichen, erfolgen.67

Zu den Einsatzgebieten von solchen Sensortranspondern zahlen beispiels-
weise das Uberwachen von Gebzuden oder der Umwelt, die Ortung von
Objekten mit gleichzeitiger Parametererhebung sowie das Aufnehmen des
Gesundheitszustandes und durchgefuhrter Bewegungen von Mensch und
Tier. Im Gebaudemonitoring werden durch diese Sensoren unter anderem
Deformationen, Setzungen, Risse, Korrosion oder Belastungen ermittelt und
bewertet. Beliebte umweltspezifische MessgroRRen stellen die Temperatur, die
relative Luftfeuchtigkeit, der Wasserstand oder die Konzentration bestimmter
Gase dar. Ebenso werden Sensortransponder gezielt fir das Erkennen von
Kahlkettenunterbrechungen bei Lebensmitteltransporten eingesetzt.68

Wie bei allen RFID-Anwendungen hat die Lesedistanz, welche in engem
Zusammenhang mit der verwendeten Frequenz und der damit Ubertragbaren
Energie steht, eine wesentliche Bedeutung. Werden Sensoren Uber passive
Transponder angesteuert, muss ein besonderes Augenmerk auf den Energie-
bedarf der Messflhler gelegt werden.%? Die nachfolgende Tabelle 4-8 fasst
die wichtigsten Merkmale in Abhangigkeit verschiedener Frequenzen
zusammen. Im LF-Bereich ist zwar die geringste Lesedistanz vorhanden,
jedoch wird damit die hochste Energietibertragung ermdglicht. Die Datentber-
tragungsrate ist hierbei sehr gering, daflir wird von Wasser keine Stérung
hervorgerufen und nur ein mittlerer Einfluss von Metallen ist zu vernehmen.

Lfd. Merkmale 125 kHz 13,56 MHz 860-960 MHz
Nr.: (LF) (HF) (UHF)

0 A B @ D

1 Typische Lesereichweite bis 0,5 m bis 0,8 m bis 3 m

2 Einfluss Metall mittel hoch hoch

3 Einfluss Wasser Keine mittel hoch

4 Typische bis 4 kB/s bis 848 kB/s bis 640 kB/s

Dateniibertragungsraten
5 Powerbudget fiir Sensor bis 10 mW bis 2 mW bis 300 pW
70

Tab. 4-8 Sensormerkmale in Abhangigkeit von der Frequenz

66 Vgl.: Fraunhofer IPMS: https://www.ipms.fraunhofer.de/de/research-development/wireless-microsystems/rfid-sensor-

systems/rfid-sensors.html. Datum des Zugriffs: 27.05.2020

Vgl.: Deicke, F.: RFID-Sensoren fiir das Internet der Dinge. https://www.all-electronics.de/rfid-sensoren-fuer-das-inter-
net-der-dinge/ . Datum des Zugriffs: 29.05.2020

Vgl.: Meng, Z.; Li, Z.: RFID Tag as a Sensor - A Review on the Innovative Designs and Applications. In: Measurement
Science Review, 16 (6), 2016. S. 309

Vgl.: Vgl.: Deicke, F.: RFID-Sensoren fir das Internet der Dinge. https://www.all-electronics.de/rfid-sensoren-fuer-das-
internet-der-dinge/ . Datum des Zugriffs: 29.05.2020

Vgl.: Deicke, F.: RFID-Sensoren fiir das Internet der Dinge. https://www.all-electronics.de/rfid-sensoren-fuer-das-inter-
net-der-dinge/ . Datum des Zugriffs: 29.05.2020
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4.4 Ortung

Neben den physikalischen Eigenschaften sind vor allem die Positionen von
Materialien, Geraten oder Arbeitskraften fur einen effektiven und effizienten
Baubetrieb von groflRer Bedeutung. Aktuell findet die Positionsbestimmung vor
allem bei Vermessungen stationarer Objekie Anwendung, wobei die
Erfassung bewegter Gegenstande auf der Baustelle aufgrund technologischer
Entwicklungen zunehmend an Bedeutung gewinnt.71 Die Ermittlung des
momentanen Ortes eines solchen beweglichen Korpers zahlt zum Ziel der
Ortung.72 Das Ergebnis dieser ist grundsatzlich die geographische Lange, die
geographische Breite und die Hohe, wobei letzteres bei Positionsbestim-
mungen innerhalb einer Horizontalebene (Lokalisierung) nicht notwendig ist.”3
Basiert hierbei die Ermittlung des Aufenthaltsortes auf elektromagnetischen
Wellen, wird von Funkortung ges.prochen.74 Erfolgt die Ortung beispielsweise
mittels RFID-Technologie, WLAN, UWB oder Bluetooth, ist dies der Fall.

Es qilt jedoch, zu erwdhnen, dass die auf elektromagnetischen Wellen basie-
rende Positionsbestimmung nicht die einzige Mdglichkeit fir das Verfolgen
von Objekten darstellt. Ebenso kdnnen beispielsweise Arbeitskrafte mittels
auf Baustellen verteilter Kameras anhand von Bilderkennungsalgorithmen
lokalisiert werden.”® Somit kann anhand einer Aufnahme festgestellt werden,
ob sich eine Person im Gefahrenbereich eines Kranes befinden oder im
sicheren Bereich steht.”® In der vorliegenden Arbeit wird jedoch nicht néher
auf diese Art der Ortung eingegangen.

Die Ermittlung der Position eines mobilen Objektes basiert meistens unter
Verwendung mehrerer ortsfester Referenzstationen (Koordinaten sind
bekannt), wobei die haufigsten Verfahren auf einer Messung der Signall-
aufzeit, der Signallaufzeitdifferenz, des Einfallswinkels der elektromagneti-
schen Wellen, der Signalstarke oder des Verzégerungs-Leistungsdichtespek-
trums beruhen.””

Zu den popularsten zahlt die Messung der Signallaufzeit (Time of Arival,
TOA). Hierbei gilt es, sowohl den Sender als auch den Empfanger mit
prazisen Uhren auszurlsten, damit die Laufzeit zwischen Sende- und
Empfangszeitpunkt ermittelt werden kann. Diese steht in einem direkten
Verhaltnis zur Distanz, wobei als Proportionalitatsfaktor die Lichtgeschwin-
digkeit fungiert. Wird die Mehrwegausbreitung vernachlassigt, so ist die
Signallaufzeit kugelformig um die Referenzstation konstant. Der Schnittpunkt
von mindestens drei dieser Korper ergibt die Position. Diese Vorgehensweise
wird Trilateration genannt. Eine Alternative dazu stellt die Ermittlung der
Umlaufzeit, sprich die Dauer des Signals von der Referenzstation zum Objekt
und wieder zurick, dar. Dadurch entfallt die Notwendigkeit einer Zeitsynchro-
nisation. Ebenso ist es méglich, aus den gebildeten Differenzen der absoluten

7 Vgl.: Binder, F.: Aktuelle Potenziale der Integration von Ortungsdaten in die Bauwerksinformationsmodellierung. In:
Festschrift zum 60. Geburtstag von Univ.-Prof. Dr.-Ing. Christoph Motzko. Hrsg.: Fenner, J. S. 42

Vgl.: Bauer, M.: Vermessung und Ortung mit Satelliten. S. 18

Vgl.: Mansfeld, W.: Satellitenortung und Navigation. S. 1

Vgl.: Héher, P.: Grundlagen der digitalen Informationsiibertragung. S. 694

Vgl.: Brilakis, I.;Park, M.: Continues localization of construction workers via integration of detection and tracking. In:
Automation in Construction 72, 2016. S. 129

Pawlowski, D.: Tracking von Bauarbeitern auf Baustellen zur Assistenz von Kranflihrern. Masterarbeit. Ruhr-Universi-
tat Bochum. 2019

Vgl.: Héher, P.: Grundlagen der digitalen Informationsiibertragung. S. 694

72
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Signallaufzeiten die Lokalisierung durchzufUhren. Hierbei liegen Positionen
gleicher Laufzeitdifferenzen auf Hyperboloiden und der Schnittpunkt dieser
beschreibt den Ort. Ein weiteres Verfahren bezieht sich auf die Ermittlung des
Einfallswinkels (Angle of Arrival, AOA). Hierbei wird mittels Triangulation auf
die dreidimensionale Position geschlossen. Diese Art der Ermittlung ist jedoch
erfahrungsgemald ungenauer als die zuvor besprochene.78

In der nachfolgenden Abbildung 4-7 werden flur das bessere Verstandnis die
Trilateration und die Triangulation bildlich aufbereitet.

Trilateration Triangulation

o
/

((cgn) ((cg)
Ao—20 R

Abb. 4-7 Trilateration und Triangulation79

Bei der Bestimmung von Positionen mittels UWB kdnnen in Abhangigkeit der
Anforderungen an das Ortungssystem folgende Verfahren eingesetzt
werden:80

+ Time-difference of Arrival (TDoA): Uber die Zeitunterschiede, welche sich
aus dem Aussenden des Signals vom Sensor und dem Empfangen an
den Ankern ergibt, wird die Position berechnet.

+ Two-way Ranging (TWR): Anhand der Zeit, welche das Signal bendtigt,
um vom Anker zum Sensor und zurlick zum Anker zu kommen, wird die
Ortung durchgefihrt.

* Angle of Arival (AoA): Bei dieser Methode wird anhand des Eintreffwin-
kels, der Ausbreitungsrichtung und der Signalstarke des UWB-Senders
die Position berechnet.

» Phase-Difference-of-Arrival (PDoA): Mittels zweier an einem Anker ange-
brachten Antennen wird der Phasenunterschied der empfangenen
Signale bewertet und in weiterer Folge der Winkel des einfallenden
Signals bestimmt.

Aufgrund diverser Schwierigkeiten bei der Ausbreitung von elektromagneti-
schen Wellen im Inneren von Gebduden haben sich bei RFID-basierter
Positionsbestimmung drei grundlegende Lokalisierungsprinzipien herauskri-
stallisiert: Entfernungsmessung, Umgebungsanalyse und die Nachsten-
Nachbarn-Klassifikation.®

78
79

Vgl.: Hoher, P.: Grundlagen der digitalen Informationsiibertragung. S. 694ff
In Anlehnung an: Pesic, S. et al.: BLEMAT - Context Modeling and Machine Learning for Indoor Positioning Systems.
In: International Journal on Artifcial Intelligence Tools. 2018. S. 3

80 Vgl.: https://kinexon.com/de/uwb-technologie. Datum des Zugriffs: 27.07.2021



Beim Einsatz von passiven RFID-Transpondern fur Lokalisierungszwecke ist
die Nachste-Nachbarn-Klassifikation zu bevorzugen. Werden hingegen aktive
Tags verwendet, welche selbst Signale senden und empfangen, kénnen
anspruchsvollere Positionsbestimmungsverfahren eingesetzt werden. Fir die
Ermittlung der Distanz, welche in weiterer Folge bei der Trilateration bendtigt
wird, gibt es verschiedene Ansétze. Beispielsweise kdnnen hierfiir die Signal-
starken, welche bei verschiedenen Lesegeraten ankommen, herangezogen
werden. Ebenso ist diese Ermittlung mit Hilfe der Signallaufzeitdifferenzen
moglich. Eine weitere Variante stellt die Messung der Phasendifferenz, von
welcher auf die Richtung (Triangulation) geschlossen werden kann, dar.8?

Die Analyse der Umgebung bietet ebenso eine Mdglichkeit zur Lokalisierung.
Hierfir werden mit diversen Modellansatzen die zu beurteilenden Tags mit
rasterférmig fix installierten Transpondern, von denen die genaue Position
bekannt ist, verglichen. Ein weiterer Ansatz stitzt sich auf den beschrankten
Zugriff der Lesegerate auf die Transponder. Befindet sich ein Tag im
Empfangsbereich eines Lesegerates, wird es diesem zugerechnet und kann
von anderen nicht mehr ausgelesen werden. Dadurch ist bekannt, in
welchem Feld der Transponder aktuell verweilt. 83

Auf der Baustelle bieten Funktechnologien ein groRes Potenzial fir das Orten
von Ressourcen.84 Mit Hilfe von UWB kénnen beispielsweise die Positionen der
Schalungselemente auf dem Baugelande effektiv bestimmt werden.85 Neben
dem Verfolgen der Materialien, Gerate und Arbeitskréfte wahrend des Bauge-
schehens zahlt jedoch auch die Ortung von Gegenstanden in bereits errichteten
Bauwerken zu einem wichtigen Anwendungsgebiet. Beispielhaft kann hierflr
die Standortbestimmung von medizinischem Equipment in Spitalern erwahnt
werden.8® Ebenso greifen auch Roboter auf die RFID-Technologie in Kombi-
nation mit Sensoren zuriick, um sich in Raumen zu orientieren.8”

Damit die Ressourcen bestmdglich auf der gesamten Baustelle sowie deren
Umgebung sowohl indoor als auch outdoor verfolgt werden kénnen, wird
oftmals die RFID-Technologie mit GPS kombiniert. Werden RFID-Reader
auch aulRerhalb der Baustelle an bekannten Punkten installiert, wirkt sich dies
unterstiitzend auf die von den GPS-Gerdten erzielte Genauigkeit aus.®®
Inwieweit dies einen deutlichen Mehrwert fur die Beurteilung des Bauablaufes
mit sich bringt, muss fiir jedes Bauprojekt individuell abgeschatzt werden.

Auf der Baustelle selbst wird bei der Kombination verschiedener Ortungstech-
niken die RFID-Technologie haufig als Engpassortung eingesetzt. Die Konfi-
guration dieser Systeme ist individuell auf die benétigte Positionsgenauigkeit
abzustimmen. Je hdher die Anforderungen, desto dichter muss die Ortungsin-
frastruktur installiert werden. Dadurch steigen in weiterer Folge die Kosten.89

81 Vgl.: Bouet, M.; Santos, A.: RFID Tags: Position Principles and Localisation Techniques. Konferenz: 2008 1st IFIP

Wireless Days, 2008. S. 2

Vgl.: Bouet, M.; Santos, A.: RFID Tags: Position Principles and Localisation Techniques. Konferenz: 2008 1st IFIP
Wireless Days, 2008. S. 3

Vgl.: Bouet, M.; Santos, A.: RFID Tags: Position Principles and Localisation Techniques. Konferenz: 2008 1st IFIP
Wireless Days, 2008. S. 4

Vgl.: Shen, X.; Chen, W.; Lu, M.: Wireless Sensor Networks for Resources Tracking at Building Construction Sites. In:
Tsinghua Sciene and Technology, 13 (S1), 2008. S. 83

Vgl.: Norrdine, A. et al.: MQTT-Based Surveillance System of loT Using UWB Real Time Location System. Konferenz:
iThings-GreenCom-CPSCom-SmartData-Cybermatics. IEEE, 2020. S. 216ff

Vgl.: Shirehjini, A. A. N.; Yassine, A.; Shirmohammadi, S.: Equipment Location in Hospitals Using RFID-Based Positio-
ning System. In: IEEE Transactions on Information Technology in Biomedicine, 16(6), 2012. S. 1058ff

Vgl.: Choi, B. et al.: A Hierarchical Algorithm for Indoor Mobile Robot Localization Using RFID Sensor Fusion. In: IEEE
Transactions on industrial electronics, 58 (6), 2011. S. 2226ff

Vgl.: Du, M.; Jing, C.; Du, M.: Tag location method integrating GNSS and RFID technology. In: The Journal of Global
Positioning Systems, 14(2), 2016. S. 1

Vgl.: Binder, F.: Ereignisbasierte Steuerung baulogistischer Prozesse mit Echtzeit-Ortungssystemen. Dissertation.
Technischen Universitat Darmstadt. 2014. S. 119ff
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Neben der Wirtschaftlichkeit, welche oftmals aufgrund hoher Implementie-
rungskosten als unerfiillt angesehen wird, zahlt auch der Einfluss von
Metallen und Flissigkeiten zu den grof3ten Schwachen beim Einsatz von
elektromagnetischen Wellen.?° Daraus geht hervor, dass die Art, Form und
Komplexitat des Bauwerks, die verwendeten Materialien sowie die Bauver-
fahren bedeutende Auswirkungen auf die Positionsgenauigkeit austben.

Binder untersucht in seiner Arbeit zwei Echtzeit-Ortungsimplementierungen,
bei denen die Funkortung auf Basis polysensoraler Systeme durchgefiihrt
wird. Beim Bau des Hoérsaal- und Medienzentrums der TU Darmstadt wurden
diese Ortungssysteme erfolgreich eingesetzt. Die Bandbreite der Genauig-
keiten reichte in Abhangigkeit der Position auf der Baustelle vom Zentimeter-
bereich bis hin zu sieben Metern.®"

Welche Positionsgenauigkeit erforderlich ist, hangt von der zu l6senden
Aufgabenstellung ab. Je spezifischer die Fragestellung ist, desto praziser
mussen die Messdaten erhoben werden, wodurch in weiterer Folge die
Kosten steigen. Um den notwendigen Detaillierungsgrad bei arbeitsinten-
siven Tatigkeiten besser einschatzen zu kénnen, ist es ratsam, wie bei einer
REFA-Analyse die Gliederung in Ablaufabschnitte zu berlcksichtigen.
Abbildung 4-8 stellt eine solche unter naherer Betrachtung der Stahlbetonar-

beiten dar.
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Abb. 4-8 Gliederung des Gesamtablaufes am Beispiel der Stahlbetonarbeiten®?

o0 Vgl.: Dardouri, S. et al.: RFID-Integrated Software Platform for Construction Materials Management. Konferenz: Modu-

lar and Offsite Construction (MOC) Summit Proceedings, 2019. S. 486
Vgl.: Binder, F.: Ereignisbasierte Steuerung baulogistischer Prozesse mit Echtzeit-Ortungssystemen. Dissertation.
Technischen Universitat Darmstadt. 2014. S. 118ff
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Anhand der soeben gezeigten Grafik ist ersichtlich, dass ein Bestandteil
eines Ablaufabschnitts durch die nachfolgenden Abschnitte immer detail-
lierter beschrieben wird. Gilt es nun, beispielsweise bei einem Projekt die
Dauer der Stahlbetonarbeiten einer Decke automatisch zu erheben, muss im
Vorhinein festgelegt werden, auf welcher Gliederungstiefe die Messwerte
erhoben werden sollen. Ob die Gesamtdauer vom Herstellen der Decke oder
die Summe aller dazu notwendigen Vorgangsdauern herangezogen wird,
beeinflusst das Ergebnis nicht. Lediglich der Erhebungsaufwand steigt bei
Betrachtung der einzelnen Vorgange deutlich an.

Eine weitere wichtige Madglichkeit zur Positionsbestimmung auf einer
Baustelle stellt die Satellitennavigation dar, bei der die Ortung eines
Empfangsgerates auf Basis von Satellitensignalen durchgefuhrt wird. Hierfur
schicken die Satelliten Uber elektromagnetische Wellen die Systeminforma-
tionen, die Korrekturparameter, ihre Bahndaten zur Festlegung der Referenz-
punkte und ein Zeitsignal fir die Berechnung des Abstandes aus.? Letzteres
ergibt sich aus der Multiplikation der Lichtgeschwindigkeit mit der Laufzeit,
welcggz aus der Uhrzeit der Abstrahlung und jener des Empfangs berechnet
wird.

Die soeben beschriebene Laufzeitermittlung ist sehr gut mit dem Sekunden-
zahlen zur Abschatzung der Entfernung eines Gewitters vergleichbar.
Aufgrund der Tatsache, dass sich Licht mit einer Geschwindigkeit von rund
300.000.000 m/s und Schall mit 330 m/s ausbreitet, wird zuerst der Blitz
gesehen und danach der Donner gehort. Betragt die Zeitspanne zwischen
diesen beiden Ereignissen beispielsweise 6 s, ergibt sich eine Entfernung zum
Blitz von rund 2 km (6 [s] * 330 [m/s] = 1980 [m]).%®

Hierbei ist jedoch anzumerken, dass sich das Funksignal des Satelliten mit
Lichtgeschwindigkeit ausbreitet, wodurch die Anforderungen an die Exaktheit
der Laufzeitmessung &uBerst hoch sind. Wirde eine Abweichung von nur
einer Millionstel Sekunde vorliegen, ware die Abstandsmessung bereits um
300 m daneben. Aus diesem Grund werden Atomuhren in den Satelliten
verbaut.%

In weiterer Folge werden nun mit Hilfe der errechneten Distanzen Kugeln um
die Positionen der Satelliten (x;, y; und z;) gelegt und miteinander verschnitten.
Die Ldsung dieser spharischen Trigonometrieaufgabe stellt die Position des
Empfangsgerates (x, y und z) dar. Ist die Verbindung zu vier Satelliten
moglich, ergeben sich vier Gleichungen, wodurch zusatzlich noch die Zeitt
des Signalempfangs errechnet werden kann. Dadurch wird in weiterer Folge
eine Uhr eingespart, weil die Atomzeit aus der Auflésung der mathematischen
Zusammenhange resultiert. Nachfolgend sind die dafir notwendigen
Gleichungen angefiihrt (Glg. (4-1), Glg. (4-2), Glg. (4-3), Glg. (4-4)).%"

2
dy = =302+ (v =y)* + (2 -2) = o(t;—1) (4-1)

2
d, = A/(X2*X)2+(VQ*Y)2+(22*Z) =c(t,-1) (4-2)

92 Kummer, M. Aggregierte Beriicksichtigung von Produktivitatsverlusten bei der Ermittlung von Baukosten und Bauzei-
ten. Dissertation. Technische Universitat Graz. 2015. S. 51

93 vgl.: Schiittler, T.: Relativistische Effekte bei der Satellitennavigation. S. 2f

94 vgl.: Dodel, H.; Haupler, D.: Satellitennavigation. S. 2

9 vgl.: Schittler, T.: Relativistische Effekte bei der Satellitennavigation. S. 3f

96 Vgl.: Schittler, T.: Relativistische Effekte bei der Satellitennavigation. S. 4

o7 Vgl.: Dodel, H.; Haupler, D.: Satellitennavigation. S. 5
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2
8y = Jxg—302+ (y3—y) + (23-2) = c(ts—1) (4-3)

2
Ay = =202+ (ya—y)* + (24—2) = Slts—1) (4-4)

Damit das Prinzip der Satellitenortung, welches in Abbildung 4-9 gezeigt
wird, umsetzbar ist, werden in der Regel folgende Bestandteile beni:)tigt:98

» Satelliten im Weltraum: Die mit einer Uhr, einem Mikroprozessor, einem
Sender und einer Antenne ausgestatteten Satelliten umkreisen in regel-
maRigen Intervallen die Erde und senden mit Hilfe der soeben genannten
Bestandteile elektromagnetische Wellen aus.

» Kontrollstation: Die Koordinaten der Satellitenflugbahnen werden von der
auf der Erde situierten Kontrollstation iberwacht und bestimmt.

* Nutzer: Die Signale von mindestens vier Satelliten missen vom Nutzer
empfangen werden, damit die Bestimmung der Position sowie der
Systemzeit erfolgen kann.

Abb. 4-9 Prinzip der Satellitenortung®®

Zu den derzeit wichtigsten globalen Satellitennavigationssystemen (GNSS)
zahlen das US-amerikanische Navstar GPS (Navigation Satellite Timing and
Ranging Global Positioning System) und das russische GLONASS
(Globalnaja nawigazionnaja sputnikowaja sistema). Weiters ist erwah-
nenswert, dass das europaische Satellitennavigationssystem Galileo, als
einziges nur fur zivile Nutzungszwecke geschaffen wurde. 100

Bei der Auswahl eines GNSS spielt die Genauigkeit, welche von untersc
hiedlichen Fehlerquellen beeinflusst wird, eine bedeutende Rolle. Eine
Ursache fir Abweichungen ist beispielsweise die ionosphéarische oder
tropospharische Laufzeitverzogerung. Hierbei fihren Refraktionseinflisse
der Spharen zur Verlangsamung der Signale, welche in weiterer Folge zu
einem Fehler bei der Entfernungsberechnung fihrt. Ebenso zahlen die Satel-

98
99

Vgl.: Mischke, A.: Skript Teil 8: GNSS. Vorlesung zur Veranstaltung Vermessungskunde. S. 6
In Anlehnung an: Schiittler, T.: Relativistische Effekte bei der Satellitennavigation. S. 4
100 Vgl.: Schiittler, T.: Relativistische Effekte bei der Satellitennavigation. S. 1
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liten- und Empfangeruhrenfehler, die Mehrwegeffekte (Signal 1auft Gber eine
reflektierende Oberflache) oder die Verteilung der Satelliten am Himmel zu
maglichen Fehlerquellen.'0

Damit die fur einen Anwendungsfall gewtinschte Genauigkeit erzielt wird,
muss die dazu passende Berechnungsmethode gewahlt werden. Mit dem
vorhin beschriebenen Prinzip ist beispielsweise eine Ortung im Meterbereich
moglich. Werden jedoch héhere Anforderungen gestellt, ist eine differenzielle
Ortung durchzufuhren. Auch hierbei bleibt das Grundprinzip gleich, lediglich
die Anzahl der Empfanger wird auf zwei erhdht, wobei die Position eines
Gerates bekannt sein muss (Referenzempfanger). Dadurch wird es mdglich,
kontinuierlich die Abweichungen zwischen den SOLL- und IST- Koordinaten
zu bestimmen. Diese Korrekturdaten werden daraufhin bei der Positionsbe-
stimmung der anderen Empfanger (Rover), welche sich in der Nahe des
ersten befinden, berlcksichtigt. Auf Basis dieser Referenzempfanger und
dem Einsatz aufwendiger und komplexer Algorithmen kénnen Genauigkeiten
im Millimeterbereich erzielt werden. %2

4.5 Prototypische Systementwicklung

Im Zuge der prototypischen Systementwicklung werden zunachst die Anfor-
derungen definiert, funf verschiedene Entwirfe ausgearbeitet und
abschlieRend beurteilt.

Aus der in Abschnitt 3.4 vorgestellten Literaturanalyse geht hervor, dass
neuronale Netze bei Kosten-, Dauern- oder Produktivitdtsprognosen
nutzbringend eingesetzt werden kénnen, insofern eine ausreichende Menge
an Daten vorhanden ist. Mit durchschnittlich rund 330 Fallen je Datensatz
(Punkt 3.4.6) stellt letzteres jedoch noch eine Herausforderung dar. Dieser
gilt es, mit einem geeigneten digitalen Konzept entgegenzuwirken, damit
zukunftig das volle Potenzial der kiinstlichen Intelligenz ausgeschépft werden
kann.

Sowohl bei der Ermittlung der Kosten, als auch bei der Vorhersage der
Dauern und den zu erwartenden Produktivitaten spielt das verursachungsge-
rechte Zuteilen anfallender Lohnstunden eine bedeutende Rolle. Aus diesem
Grund werden hierflr nachfolgend Konzepte, welche dies fiir die Stahlbeton-
arbeiten auf Basis digitaler Technologien ermdglichen, ausgearbeitet und
mittels aus der Anforderungsanalyse abgeleiteter Kriterien bewertet.

4.51 Anforderungsanalyse

Zu den Muss-Zielen zahlt somit das automatische Erheben der Lohnstunden
von bis zu 10 Arbeitskraften gleichzeitig, auf einer Hochbaubaustelle sowohl
indoor, als auch outdoor. Ebenso gehdrt das Zuordnen zu verschiedenen
Bereichen wie beispielsweise Lager, Container oder zu errichtendes Bauwerk
und das Erfassen der Wege zwischen diesen dazu. Weiters muss die Anony-
mitdt der einzelnen Arbeitskrafte wahrend des gesamten Erhebungspro-
zesses durchgegehend gewahrleistet sein.

101 Vgl.: Leica: http://webarchiv.ethz.ch/geometh-data/downloads/GPSBasics_de.pdf. Datum des Zugriffs: 22.07.2021
102 Vgl.: Bauer, M.: Vermessung und Ortung mit Satelliten. S. 69f
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Neben der Anforderung, dass die ausgeteilten Tags/Gadgets sowie die am
Baufeld installierte Ortungsinfrastruktur die Fachkrafte wahrend deren
Arbeiten so wenig wie moglich einschranken bzw. behindert dirfen, zahlt
auch das Dokumentieren der Tatigkeiten zum Soll-Ziel. Hierbei stehen das
Schalen, Bewehren und Betonieren im Fokus der Betrachtung. Weiters ist
anzustreben, dass die Energieversorgung kabellos erfolgt und fir minde-
stens einen ganzen Arbeitstag ausreicht. Ebenso gilt es, bei der Gerate-
/Technologieauswahl die sich stédndig éandernden Baustellenbedingungen
(griine Wiese, Bodenplatte, Wande, Decke ...) sowie die Einwirkungen durch
Staub, Wasser und mechanische Stdf3e zu berlcksichtigen.

Um sicherzustellen, dass die Arbeitskrafte aufgrund abweichender Signale
keinen falschen Bereichen zugeordnet werden, sollte eine hohe Genauigkeit
angestrebt werden. Neben prazisen Ortungsmethoden ist hierbei auch auf
die Positionierung der dafur notwendigen Infrastruktur zu achten, um Fehlsi-
gnale oder blinde Flecken (keine Positionsbestimmung mdglich) zu
vermeiden. Sind die Daten erhoben, gilt es, diese mittels Software oder einer
dafur geeigneten Plattform aufzubereiten und die Ergebnisse zumindest als
CSV-Datei bereitzustellen.

Als abschlieRendes Soll-Ziel ist noch die Minimierung des zeitlichen
Aufwands bei der Handhabung anzufiihren. Diese bezieht sich sowohl auf
die Arbeitskrafte wahrend der Ausfiihrung der Tatigkeiten (z.b.: Batteriestand
oder Signalverbindung prifen etc.) als auch auf die Einrichtung und
Betreuung des Systems wahrend der Datenerfassung (konfigurieren,
Geofences implementieren, Batterie aufladen etc.).

Im Rahmen der Kann-Ziele ist das Erfassen und Ubertragen der Positionen
in Echtzeit sowie eine genaue Bauteilzuordnung anzuftihren. Ebenso zahlen
das Visualisieren der Ortungsdaten auf der Plattform oder mittels Software
und eine Excel-basierte Schnittstelle dazu. Diese Aspekte waren zwar nicht
zwingend notwendig, wirden jedoch die Zuordnung, die Veranschaulichung
der Positionen und die auf Excel aufbauende Modellbildung erleichtern.

Da es sich bei dieser Untersuchung um universitare Forschung handelt, steht
die Funktionsweise an erster Stelle, wodurch die Kosten zu den Kann-Zielen
zahlen. Dass die Kosten-Nutzen-Rechnung jedoch trotzdem eine Bedeutung
hat, ist bei der Minimierung des zeitlichen Aufwands der Implementierung
und der Betreuung (Soll-Ziele) ersichtlich.

Die in den Anforderungen definierten Nicht-Ziele beinhalten die Analyse der
Daten sowie die Mustererkennung. Diese Punkte folgen zwar nach der
Datenerhebung, stellen jedoch keinen Bestandteil des Erhebungskonzeptes
dar. Weiters beinhalten die Systementwirfe keine ereignisbasierten Ansatze
zur Steuerung aktueller baubetrieblicher Prozesse. Es werden lediglich
Dauern unter Berlcksichtigung ausgewahlter Tatigkeiten von verschiedenen
Bereichen erhoben. Schlussendlich ist nochchmals festzuhalten, dass der
Ortung der einzelnen Arbeitskréfte keine Uberwachungsintention zu Grunde
liegt.

4.5.2 Systementwurf

In der Vorbereitungsphase der Datenerhebung wurden fiinf Entwrfe fur die
Positionsbestimmung der Arbeitskrafte flr einen eingeschossigen Stahlbe-
tonbau, bestehend aus sieben Raumen, erarbeitet. Hierbei stand eine
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Lésung zur automatischen Erhebung der Lohnstunden mit zuséatzlicher
Bereichszuordnung im Vordergrund. Da im Zuge der Auswahl mdglicher
Partnerunternehmen ein besonderer Wert auf die Diversitat der eingesetzten
Technologien gelegt wurde, gibt es keinen identen Losungsvorschlag.
Folgende fliinf Ortungssysteme wurden konzeptionell entwickelt:

- RFID-basierte Zuordnung mit Bereichserkennung

- Ortung auf Basis von BLE-Beacons und Mobiltelefonen

- GNSS und BLE-Beacons mit GSM-Datenubertragung

- GPS und BLE-Beacons mit LoRaWAN-Datenlibertragung
- UWB mit WLAN-DatenUbertragung

Anschlielend werden deren Grundprinzipien naher erlautert und der
Auswahlprozess dargestellt. Die dartber hinausgehende Kombination mit
Informationen beziglich des aktuellen Wetters lasst bei jeder der funf
Systeme automatisch Regenunterbrechungen erkennen.

RFID-basierte Zuordnung mit Bereichserkennung

Dieses Konzept stiitzt sich auf den Einsatz passiver long-range Tags im
Ultrahochfrequenzbereich mit sowohl tragbaren als auch fest installierten
RFID-Lesegeraten. Die Tags werden hierbei auf den Helmen der Arbeits-
kréfte, in den einzelnen Bauabschnitten bzw. bei Bauteilen und auf wichtigen
Geraten wie beispielsweise der Kreissdge, dem Ruttler oder der Motorsage
platziert. Ausgelesen werden diese einerseits automatisch durch fest
montierte Leseantennen an Schlisselstellen wie beispielsweise dem
Eingang zum Container oder zum Lager und andererseits durch mobile
kleine Lesegerate, welche die Fachkrafte wahrend ihrer Tatigkeit am Gdrtel
mit sich fihren und damit aktiv die Tags scannen.

Das Betatigen des Lesegerates ist ein zusatzlicher Aufwand fir die
Fachkrafte, fuhrt jedoch zu einer effektiven Zuteilung der Lohnstunden zu
einem Bauteil/Abschnitt. Gleichzeitig kdnnen die eingesetzten Schllssel-
gerate miterfasst und dokumentiert werden.

Zusatzlich zum individuellen Einloggen der Arbeitskrafte am Bauteil werden
die Pausenzeiten Uber die fest montierte Leseantenne oberhalb des Contai-
nereingangs erfasst. Ebenso kdénnen die Lageraufenthalte und Baustellen-
wechsel dokumentiert werden.

Ortung auf Basis von BLE-Beacons und Mobiltelefonen

Diese Variante stitzt sich auf einen vor Ort angebrachten BLE- Beaconraster
von 5x5 m, welcher von Mobiltelefonen mittels eigener App flr die Standort-
bestimmung der Arbeitskrafte genutzt wird. Hierbei kann eine Genauigkeit
von rund 3 m erzielt werden, insofern die Rasteranordnung aufgrund spezifi-
scher Téatigkeiten (z.B.: Aushub) nicht verandert wird. Weiters funktioniert das
gesamte System kabellos und bendétigt keine zusatzliche Datenubertragung
wie beispielsweise WLAN, weil die Mobiltelefone der Fachkrafte die Ortungs-
daten Uber das Mobilfunknetz weiterleiten. Um dies zu erreichen, muss
jedoch jede Arbeitskraft mit einem Handy ausgestattet werden.

Fir die Zuordnung der Gerate zur Fachkraft werden spezielle Beacons
eingesetzt, welche die Veranderung des elektrischen Feldes messen.
Dadurch kann in weiterer Folge mit Hilfe der App ermittelt werden, wie lange
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sich das eingesetzte Geréat in einer bestimmten Nahe zur Arbeitskraft aufhalt,
eine Zuordnung der Tatigkeit ist aber nicht mdglich.

Die Einhaltung des erforderlichen BLE-Beaconrasters wahrend des
gesamten Bauablaufs ist jedoch als problematisch zu sehen, da beispiels-
weise errichtete Stahlbetonwande die Anordnung unterbrechen. Ebenso stellt
die Anbringung am Baufeld eine Herausforderung dar, weil die elektromagne-
tische Strahlung der Beacons leicht durch Stahlobjekte oder Wasser
abgeschirmt wird. Um dem entgegenzuwirken, werden die Beacons auf
Stativen, beispielsweise Holzlatten, angebracht und eingemessen.

GNSS und BLE-Beacons mit GSM-Dateniibertragung

Die Arbeitskrafte erhalten bei diesem Konzept ein Working-Gadget, welches
mittels GNSS (Globales Navigationssattelitesystem) im Outdoor-Bereich und
der Kommunikation mit BLE-Beacons in Raumen die Lohnstunden erfasst
und Geofences zuordnet. Zuséatzlich verflugt dieses Gerat tUber Druckkndpfe,
wodurch die Fachkrafte deren Tatigkeiten bekanntgeben kdnnen.

Nach der morgendlichen Ausgabe der Gerate erheben diese die Positionen
und senden sie via mobiler Daten Uber eine eingebaute SIM-Karte zur Aufbe-
reitung weiter. Am Ende eines Tages gilt es, die Gadgets wieder einzu-
sammeln und fir den nachsten Tag aufzuladen.

Aufgrund der Tatsache, dass die Raumlichkeiten erst errichtet werden, erfolgt
zunachst die Positionsbestimmung nur mittels GNSS. Hierbei erreicht das
System eine Genauigkeit von unter 2 m, da bei der Datenauswertung auf
verschiedene Sattelitensysteme zuriickgegriffen werden kann. Erst nach dem
Ausschalen der Wande werden die BLE-Beacons angebracht, um die
Bereichserkennung der Arbeitskrafte innerhalb der Rdume zu gewahrleisten.

GPS und BLE-Beacons mit LoRaWAN-Dateniibertragung

Diese Variante ist hinsichtlich Funktionsprinzip mit der vorherigen zu vergleichen
— im Outdoor-Bereich wird GNSS und indoor BLE-Beacons eingesetzt. Der
Unterschied liegt jedoch darin, dass nur auf GPS (Genauigkeit rund 10 m)
zuriickgegriffen werden kann und keine Druckknopfe fir das Festlegen der
Tatigkeiten am Gadget vorhanden sind. Weiters erfolgt die Datenlibertragung
mittels LoRaWAN, welches extra fiir die Baustelle eingerichtet werden muss.

UWB mit WLAN-Dateniibertragung

Dieses Konzept setzt zur Positionsbestimmung der Arbeitskrafte Ultrabreitband
(UWB) ein. Hierbei wird nicht die Signalstarke, sondern die Signallaufzeit
zwischen den Tags und dem Anchor, welcher zwei Antennen besitzt, ermittelt.
Ersteres tragt die Arbeitskraft mit sich, letzteres wird zunachst regengeschiitzt —
durch spezielle Gehaduse — am Baufeld auf Stativen und nach der Errichtung der
Raume im Gebaudeinneren angebracht. Mit diesem Aufbau wird zwar eine
Genauigkeit von 30 cm erreicht, eine Zuordnung der Tatigkeiten ist aber nicht
mdglich.

Weiters basiert die Datenubertragung auf WLAN, welches flir das Baufeld
extra eingerichtet werden muss. Die Datenaufbereitung erfolgt jedoch im
Gegensatz zu den vorherigen Varianten nicht online, sondern lokal auf einem
Computer auf der Baustelle.



Damit die Anchor gentigend Energie fir das Erheben und Weitersenden der
Daten zur Verfliigung haben, missen diese mit einer eigenen Energiequelle
ausgestattet werden. Hierbei schaffen tber ein USB-Netzteil angeschlossene
Powerbanks (Batterien) Abhilfe.

4.6 Systemauswahl

Die Entscheidung, welche Variante auf der Baustelle eingesetzt wird, basiert
auf den folgenden aus der Anforderungsanalyse abgeleiteten Aspekten,
wobei die eingesetzte Gewichtung von oben nach unten abnimmt:

- Genauigkeit: Beurteilung der Prazision bei der Positionsbestimmung

- Behinderung Bauablauf: Ist eine Einschrankung des Baugeschehens,
beispielsweise durch im Weg stehende Stative, gegeben?

- Tatigkeitserhebung: Moglichkeit zum direkten Erfassen der verrichte-
ten Tatigkeiten Schalen, Bewehren oder Betonieren

- Aufwand Arbeitskrafte: Zeitliche Inanspruchnahme der Arbeitskrafte

- Implementierungsdauer: Aufwand beim Einrichten der einzelnen Tech-
nologien auf der Baustelle und deren Betreuung wahrend der Herstel-
lung der Stahlbetonarbeiten.

- Datenlbertragung: Kann auf einen bereits am Baufeld vorzufindenden
Funkstandard zuriickgegriffen werden?

- Kosten: Hardware sowie Softwarekosten samt Implementierung

Bei den soeben vorgestellten Kriterien ist ersichtlich, dass die Funktionalitat des
Systems im Vordergrund steht. Dies wird auch durch die eingesetzte
Gewichtung der einzelnen Aspekte verdeutlicht. In Tabelle 4-9 werden die unter-
schiedlichen Ergebnisse der systematischen Auswahl auf Basis der Entschei-
dungsmatrix nach Hofstadler prasentiert. Hierbei kommt ein Punktesystem
zwischen 1 und 5 zur Anwendung, wobei 5 die beste Bewertung darstellt.

Bei dem Aspekt der Genauigkeit erfolgt die Reihung auf Basis der von den
Herstellern angegebenen Prazision. Bei der Behinderung des Bauablaufes
wirkt sich das Aufstellen notwendiger Stative unter Berlicksichtigung deren
Anzahl negativ auf die Punktevergabe aus.

Weil das Konzept basierend auf GNSS und BLE-Beacons mit GSM-Daten-
Ubertragung als einziges die Tatigkeiten ohne zusatzliche Hilfsmittel oder
einer weiteren Modellbildung basierend auf tatigkeitstypischen Geraten
(Ruttelflasche beim Betonieren) erfassen kann, bekommt nur dieses
5 Punkte. Hierbei gilt es jedoch anzumerken, dass selbst die Vergabe eines
Punktes keine Anderung in der Reihung bewirkt. Die Endpunkteanzahl wiirde
lediglich auf 3,80 sinken, wodurch der erste Platz erhalten bleibt.

Der zusatzliche Arbeitsaufwand fiir die Fachkréfte ist beim Einsatz der RFID-
Technologie durch das aktive Scannen am gréfRten und wird daher mit einem
Punkt bewertet. Beim Verwenden der Mobiltelefone befindet sich das Aufladen
der Akkus im Verantwortungsbereich der Arbeitskrafte. Weil dies jedoch am
Abend auBerhalb der Arbeitszeit erfolgt, werden 5 Punkte vergeben. Beim
Einsatz der Gadgets mit Druckkndpfen zahlt das Herausnehmen der Gerate
und Andern der Tétigkeit nicht zu den gewohnten Ablaufen, wodurch ein
Mehraufwand vorhanden ist, welcher mit 3 Punkten bewertet wird. Die
restlichen zwei Varianten werden mit 5 Punkten beurteilt, weil wahrend des
Verrichtens der Arbeit die Gerate lediglich eingesteckt werden missen.

4.6 Systemauswahl
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Die Betreuungsintensitat und Implementierungsdauer wird beim RFID-
Konzept mit 3 Punkten bewertet, da die am Boden liegenden RFID-Tags
haufig umzulegen bzw. zu erneuern sind. Bei der BLE-Beacon-Variante in
Kombination mit dem Mobiltelefon und der UWB-Variante werden ebenfalls
3 Punkte vergeben, da es die bendtigte Hardware einzumessen gilt. Die
beiden GNSS-Konzepte erhalten 4 Punkte, weil die BLE-Beacons nur mit
doppelseitigem Klebeband an der Wand befestigt werden.

Die Punktevergabe bei der Datenlbertragung bewertet die Nutzung vorhan-
dener Infrastruktur — in diesem Fall nur GSM — mit 5 Punkten und ein neu zu
errichtendes System mit einem. Beim letzten Aspekt werden die fiinf Techno-
logien in drei Kostenklassen zusammengefasst, wobei mit sinkender
Punkteanzahl die Kosten steigen.

Die Punktevergabe, die dazugehoérige Gewichtung sowie die daraus resultie-
rende Reihung sind in Tabelle 4-9 zusammengefasst. Der Risikofaktor ist bei
allen Varianten gleich einzuschatzen, da die Anbieter der verschiedenen
Technologien keine baustellenbezogenen Referenzprojekte vorweisen
kénnen. Unter Berlcksichtigung dieser Bewertung ist somit das Konzept
basierend auf GNSS und BLE-Beacons mit GSM-Datenubertragung als am
vorteilhaftesten anzusehen und wird daher ausgewahlt.

o
§ Konzepte
Beurteilungskriterien S  RFID- BLE-Beacons GNSSund GPS und BLE- .
S . . UWB mit
3 basierte und BLE-Beacons Beacons mit WLAN
¢ Zuordnung Mobiltelefone mit GSM LoRaWan
A B C D E F G H I J K L
[%] Pkt. Gesamt Pkt. Gesamt Pkt. Gesamt Pkt. Gesamt  Pkt. Gesamt
Genauigekeit der Ortungstechnologie 20 1 0,20 3 0,60 4 0,80 2 0,40 5 1,00
Behinderung des Bauablaufes 20 5 1,00 2 0,40 5 1,00 5 1,00 3 0,60
Méglichkeit zur Tatigkeitserfassung 15 1 0,15 1 0,15 5 0,75 1 0,15 1 0,15
Zusétzlicher Aufwand fiir die Arbeitskrafte 15 1 0,15 5 0,75 3 0,45 5 0,75 5 0,75
Implementierungsdauer/Betreuungsintensivitat 10 3 0,30 3 0,30 4 0,40 4 0,40 3 0,30
Datenlibertragung 10 1 0,10 5 0,50 5 0,50 1 0,10 1 0,10
Kosten 10 3 0,30 3 0,30 5) 0,50 5 0,50 1 0,10
Gesamtpunkte: 2,20 3,00 4,40 3,30 3,00
Risikofaktor (multiplikativ: 1 kein erh6htes Risiko, 1 1 1 1
0 unuberwindbares Risiko):
Endpunkteanzahl: 2,20 3,00 4,40 3,30 3,00
Entscheidung (Reihenfolge): [ s | [ 4« | | 1+ | | 2 | | 3

Entscheidungsmatrix

Tab. 4-9 Entscheidungsmatrix fir die Auswahl des Erhebungskonzeptes




5 Fallstudienbezogene Systemimplementierung

Dieses Kapitel beinhaltet die Umsetzung des vorhin ausgewahlten polysen-
soralen Ortungskonzepts zur automatischen Ermittlung der anfallenden
Lohstunden. Hierfir wird zundchst der Untersuchungsgegenstand
beschrieben und die Abmessungen des Bauwerks dargestellt. AnschlielRend
liegt der Fokus auf der Datenerhebung, welche im Zuge einer Masterarbeit
erprobt wurde. Schlussendlich folgt die Evaluierung des Systems.

5.1 Vorstellung des Bauprojekts

Der nachfolgende Abschnitt hat zum Ziel, einen Uberblick Gber das vorlie-
gende Bauprojekt zu geben, um die Rahmenbedingungen der Daten- und
Informationserhebung zu verdeutlichen. Hierflir wird zunachst das Bauvor-
haben beschrieben und anschlieend die ortlichen Gegebenheiten vorgestellt.

Die Koralmbahn, ein Abschnitt der neuen Siidstrecke in Osterreich, zahlt zu
den wichtigsten Infrastrukturprojekten Europas. Nach der Fertigstellung ermog-
licht sie die Verbindung zwischen Graz (Steiermark) und Klagenfurt (Karnten)
in nur 45 Minuten. Im Vergleich zur aktuellen Situation entspricht dies einer
Zeitersparnis von 2 Stunden und 15 Minuten, wobei diese Verbesserung durch
eine 130 km neue Strecke, 47 Tunnelkilometer und 100 Briicken erzielt wird.?

Einer der 12 neuen Bahnhofe wird im Lavanttal gebaut, verknlpft dadurch die
bestehende Lavanttalbahn mit der Koralmbahn und bietet somit fur die
dortige Region einen optimalen Anschluss an die Hochleistungsstrecke.3 Im
Zuge der Errichtung dieses Knotenpunktes ist auch eine Schaltstation,
welche das Untersuchungsobjekt fiir die durchgefiihrte Datenerhebung
darstellt, zu bauen. Sie besteht aus einer reinen Stahlbetonbauweise und ist
fur die Unterbringung der elektrischen Anlagen notwendig.

Bei dem Bauvorhaben Bahnhof Lavanttal errichtet die Firma Kostmann
GesmbH neben diesem auch weiterer Gebaude. Um einen Eindruck von der
gesamten Baustelle zu bekommen, wird die nachfolgende Abbildung 5-1
gezeigt. Hierbei ist die Schaltstation durch ein griines Rechteck, die dortig
angeordnete Lagerflache durch den gelben Bereich und der dazugehorige
Container durch die braune Flache verdeutlicht. Uber die strichlierte blaue
Linie fihrt der Weg um das Baufeld einer weiteren Firma, welche fir den
Tunnelbau zustandig ist, zu den Personal-/Baucontainern (rot) sowie zur
allgemeinen Lagerflache (gelb). Die weiteren zu errichtenden Bauwerke sind
durch ein violettes (Betriebsgebaude) und ein blaues Rechteck (Aufnahme-
gebaude) dargestellt. Der gesamte blaue Weg betragt rund 1 km, die Distanz
zwischen dem Schaltgebaude und den Personal-/Baucontainern macht ca.
650 m aus.*

Konegger, M.: Automatisches Erfassen anfallender Lohnstunden mittels globaler Navigationssatellitensysteme und
BLE-Beacons. Masterarbeit. Institut fir Baubetrieb und Bauwirtschaft, TU Graz, 2021.

Vgl.: https://infrastruktur.oebb.at/de/projekte-fuer-oesterreich/bahnstrecken/suedstrecke-wien-villach/koralmbahn.
Datum des Zugriffs: 01.11.2021

Vgl.: https://infrastruktur.oebb.at/de/projekte-fuer-oesterreich/bahnstrecken/suedstrecke-wien-villach/koralm
bahn/rund-um-den-bau/st-andrae-aich. Datum des Zugriffs: 01.11.2021

Vgl.: Konegger, M.: Automatisches Erfassen anfallender Lohnstunden mittels globaler Navigationssatellitensysteme
und BLE-Beacons. Masterarbeit. Institut flir Baubetrieb und Bauwirtschaft, TU Graz, 2021. S. 32
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Abb. 5-1 Uberblick Bauvorhaben Lavanttal®

Die in der Ubersicht griin markierte Schaltstation erstreckt sich Uber eine
Lange von 31 m und eine Breite von rund 5 m. Die Gebaudehdhe belduft sich
auf 5,5 m. Innerhalb dieser Abmessungen werden sieben grole Radume mit
folgenden Verwendungszwecken errichtet:8

- Anlagenraume fir Sicherungs- und Telekommunikationstechnik
- Einen Niederspannungsraum

- Hochspannungsraume

- Einen Traforaum fur die Weichenheizung

Im Grundriss, welcher in Abbildung 5-2 gezeigt wird, ist die Raumaufteilung
ersichtlich. Hierbei bestehen sowohl die Aulen- als auch die Innenwéande
aus 20 cm dickem Stahlbeton. An dieser Stelle ist anzumerken, dass sich
dies sehr positiv auf die Datenerhebung auswirkt, weil dadurch die elektro-
magnetischen Wellen so stark abgeschwacht werden, dass beispielsweise
ein BLE-SignaI7 in den Nachbarraumen nicht mehr empfangen werden kann.
Somit ist in weiterer Folge bei diesem Bauprojekt mit keinen raumibergrei-
fenden Stdreinflissen zu rechnen.

Konegger, M.: Automatisches Erfassen anfallender Lohnstunden mittels globaler Navigationssatellitensysteme und
BLE-Beacons. Masterarbeit. Institut flir Baubetrieb und Bauwirtschaft, TU Graz, 2021. S. 33

6 Vgl.: OBB-Infrastruktur AG: Koralmbahn Graz - Klagenfurt, Baulos 50.3, Bahnhof Lavanttal, Baubeschreibung. S. 42
Bluetooth-Low-Energy-Signal
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Abb. 5-2 Grundriss der Schaltstation®

Alle im Bauwerk eingesetzten Bauteile werden in Abbildung 5-3 dargestellt,
wobei im Zuge der Errichtung zunachst mit der Bodenplatte — aufgeteilt in 2
Betonierabschnitte — begonnen wird. Anschlief3end folgen in 8 Fertigungsab-
schnitten die Sockel und darauf aufgestellt die Wande. Weil nur die Aul3en-
wande auf den 1 m hohen Sockeln platziert werden, gilt es, die Innenwande
um diese Hohe zu verlangern. Schlussendlich wird die Decke und die Attika
hergestellt. Abbildung 5-4 zeigt die fertige Schaltstation.?
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Abb. 5-3 Schnitt der Schaltstation'?

Konegger, M.: Automatisches Erfassen anfallender Lohnstunden mittels globaler Navigationssatellitensysteme und
BLE-Beacons. Masterarbeit. Institut fir Baubetrieb und Bauwirtschaft, TU Graz, 2021. S. 38;
Vgl.: OBB INFRA: Koralmbahn Graz - Klagenfurt. BF. Lavanttal. Baulos 50.3. Plan Schaltstation

9 Vgl.: Kostmann GmbH: Bauzeitplan, Stand 19.02.2021

Konegger, M.: Automatisches Erfassen anfallender Lohnstunden mittels globaler Navigationssatellitensysteme und
BLE-Beacons. Masterarbeit. Institut fiir Baubetrieb und Bauwirtschaft, TU Graz, 2021. S. 38
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Abb. 5-4 Schaltstation'’

5.2 Systembeschreibung und Funktionsweise

Wie in Kapitel 4 erlautert, basiert das Gesamtsystem zur automatischen
Erhebung der Positionen der Arbeitskrafte auf einer Kombination von
GNSS'? und BLE-Beacons. Ersteres ermoglicht hierbei die Outdoor-Ortung.
Soabld jedoch die Verbindung zu den Satelliten aufgrund der Stahlbeton-
wande unterbrochen wird, sind fur eine genaue Bereichszuordnug die BLE-
Beacons miteinzubeziehen. Die hierfiir notwendige technologische Lésung
wird seitens der Firma M2M Global Solutions Ltd"3 bereitgestellt und setzt
sich aus folgenden Bestandteilen zusammen:

1. Datenerhebung:

- Working Gadget (GPStrager WG-1030)
- BLE-Beacons (Blue Puck ID)

2. Datenubertragung
- SIM-Karte (GSM-Mobilfunkstandard)

3. Datenaufbereitung

- M2M-Onlineplattform (https://eam.m2mgs.com/login)

Bei dem soeben skizzierten Systemaufbau stellt das Working Gadget das
Schlisselelement dar, weil es die Signale der GNSS-Satelliten und der
BLE-Beacons aufnimmt und diese, versehen mit einem Zeitstempel, an die
Plattform mittels eingebauter SIM-Karte weiterleitet. Nachfolgend werden die
Gadgets, die Beacons und die Plattform naher beschrieben.

Konegger, M.: Automatisches Erfassen anfallender Lohnstunden mittels globaler Navigationssatellitensysteme und
BLE-Beacons. Masterarbeit. Institut fir Baubetrieb und Bauwirtschaft, TU Graz, 2021. S. 34

Globales Navigationssatellitensystem
13 https://ext. mn2mgs.com/. Datum des Zugriffs: 29.12.2021
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5.21 Working Gadget (GPStrager WG-1030)

Das eingesetzte Working Gadget besteht aus einem schwarzen Kunststoff-
gehause, welches 92 mm lang, 65 mm breit und 10 mm dick ist und
insgesamt 80 g wiegt. Weiters weist es funf Druckkndpfe auf, welche indivi-
duell konfiguriert werden kénnen und eine wichtige Rolle bei der Tatigkeitszu-
ordnung spielen. Ebenso sind drei LED-Lampen in der Hulle integriert, um
Auskunft Gber den Batteriestatus und Uber die Verbindung mittels GSM sowie
GNSS zu geben.14

Hinter dem Schutzgehause verbergen sich unter anderem eine Batterie,
welche im Standby-Modus 90 Tage auskommt, diverse elektronische
Bauteile, um GNSS- und BLE-Signale zu verarbeiten, sowie ein Beschleuni-
gungssensor. Aufgeladen wird das Gadget tber eine Micro-USB-Schnittstelle
und mittels diverser Sleep-Modi lasst sich die Batterielebensdauer beein-
flussen. Zudem ist das Gadget vor dem Eindringen von Objekten mit einem
Durchmesser groRer 2,5 mm geschutzt und kann in einem Temperaturbe-
reich zwischen -20 und +60 °C bei einer maximalen Luftfeuchtigkeit von 80 %
problemlos eingesetzt werden.®

Die nachfolgende Abbildung 5-5 zeigt die Vorderansicht sowie die Rickseite
(ohne Gehause) des Gadgets und hebt die flr die Anwendung wichtigen
Kompenenten hervor. Weiters sind die zwei vorgesehenen Befestigungsoff-
nungen ersichtlich. Auf diese wurde jedoch bei der Datenerhebung nicht
zuruckgegriffen, da die Arbeitskrafte, um nicht hangen zu bleiben, das
Working Gadget eingesteckt in der Knietasche mit sich fihrten.

Vorderseite Riickseite
(ohne Gehause)

Schlisselband- & Girtelbefestigung
Batterie LED | GSM LED GPS LED

Mikrofon P
- - T « Micro-Sim-Slot
Lautsprecher [~ NN Y
Micro-USB « I - Micro-USB
L
5 konfigurierbare Druckknépfe Batterieanschlisse

Abb. 5-5 Working Gadget'®

Ebenso wird ein Mikrofon und ein Lautsprecher in der Abbildung gezeigt.
Diese beiden Bauteile ermdglichen das Telefonieren bei Rickfragen oder im
Falle eines Arbeitsunfalls.!”

Vgl.: https://www.gpstrager.com/en/wg-1030/. Datum des Zugriffs: 14.10.2021
Vgl.: https://teltonika-mobility.com/product/worker-badge-plus/#features. Datum des Zugriffs: 14.10.2021

Konegger, M.: Automatisches Erfassen anfallender Lohnstunden mittels globaler Navigationssatellitensysteme und
BLE-Beacons. Masterarbeit. Institut fir Baubetrieb und Bauwirtschaft, TU Graz, 2021. S. 43

In Anlehnung an: https://wiki.teltonika-mobility.com/view/GH5200_First_Starthttps://wiki.teltonika-mobility.com/view/
GH5200_First_Start. Datum des Zugriffs: 14.12.2021

https://teltonika-mobility.com/product/worker-badge-plus/#features. Datum des Zugriffs: 14.10.2021
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5.2.2 BLE-Beacons (Blue Puck ID)

Um die Arbeitskrafte auch innerhalb geschlossener Raumlichkeiten zu
erkennen, werden die Blue Puck ID Beacons der Firma ELA Innovation S.A"®
eingesetzt. Je nach Konfiguration, welche uber eine NFC-Schnittstelle
erfolgt, weisen diese eine Lebensdauer von bis zu 20 Jahren auf und ermég-
lichen im offenen Feld eine Ubertragungsweite von bis zu 500 m. Weiters
erfillen sie die Voraussetzungen fir den Einsatz auf der Baustelle, weil sie
robust, staubfest und wasserdicht sind."®

Befindet sich ein Gadget in einer mit Beacons ausgestatteten Raumlichkeit,
werden die Blue Puck IDs von diesem erkannt und die dazugehdérigen Identi-
fikationsnummern an die Plattform weitergeleitet. Auf dieser erfolgt die
Umwandlung der zugesendeten Informationen in Raumbezeichnungen.

Die nachfolgende Abbildung 5-6 zeigt beispielhaft die Montage eines Blue
Puck IDs an einer fertigen Stahlbetonwand. Hierbei wurde der in eine
Klarsichtfolie gelegte Beacon mit Klebeband auf der Bauteilinnenseite
befestigt. Die Abmessungen sind Abbildung 5-7 zu entnehmen.

@ 57 [mm]

_m_ 20 I‘k )JI5

Abb. 5-7 Abmessungen BLE-Beacon?'
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19
20

https://elainnovation.com/en/. Datum des Zugriffs: 14.12.2021
Vgl.: https://elainnovation.com/en/catalogue/blue-puck-id-en/. Datum des Zugriffs: 14.12.2021
Symbolfoto(oben rechts): https://elainnovation.com/en/catalogue/blue-puck-id-en/. Datum des Zugriffs: 14.12.2021
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5.2 Systembeschreibung und Funktionsweise

5.2.3 Datenaufbereitung

Die M2M-Plattform stellt das Werkzeug zur Datenanalyse und -aufbereitung,
Filterung sowie Visualisierung dar. Weiters ermdglicht sie das Zuordnen der
Ortungsdaten zu bestimmen Bereichen. Ein solcher Abschnitt wird Geofence —
geographischer Zaun — genannt und beinhaltet beispielsweise den Pausen-
container, den Lagerbereich oder das Bauwerk selbst. Mit Hilfe der Plattform
kénnen die Geofences rasch erstellt werden und ermdglichen nach deren
Implementierung das zeitliche Zuordnen der Arbeitskrafte, indem der Zeitpunkt
des Betretens und der des Verlassens eines Abschnitts ausgegeben wird.

In Abbildung 5-8 ist die nach dem Einloggen ersichtliche Startseite der
Plattform dargestellt. Die in der Mitte angezeigten Polygonzlge (violett und
rot) stellen Geofences dar, welche beispielsweise durch das Setzen der
Eckpunkte erstellt werden kdnnen. Fir eine bessere Orientierung hilft hierbei
das Einbinden der im Hintergrund liegenden Luftbildaufnahme. Der gelbe
Pfeil mit der Bezeichnung WG 0588 reprasentiert ein eingeschaltenes
Gadget. Auf der linken Seite (griner Rahmen) befindet sich die Auflistung der
Working Gadgets mit integrierter Aktivitatsanzeige, bei der je nach konfigu-
rierbarer Bewegungsintensitat, in die drei Ampelfarben rot (inaktiv), gelb
(stehen) und griin (bewegen) gegliedert wird. Die angezeigte Uhrzeit und der
gelbe Punkt des ersten Eintrags lassen darauf schlielen, dass die Arbeits-
kraft noch bei der Ausgabe steht. Weiters ist im gelb umrandeten Reckteck
eine Push-Mitteilung zu sehen. Diese erscheint immer, wenn ein Ereignis wie
beispielsweise das Auswahlen der Tatigkeit Schalen stattfindet. Der untere
blaue Bereich beinhaltet die Statusleiste des ausgewahlten Gadgets. In
diesem Menuband werden die wichtigsten Informationen wie beispielsweise
Adresse, Datum und Uhrzeit, Batteriestatus, zurlckgelegte Distanz oder
Geschwindigkeit zusammengefasst.?2
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g G.0588
=5 - digkeit: 0 kph
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I wa oses 2
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e e
Legende
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Abb. 5-8 Ubersicht M2M-Plattform?23

21
22

In Anlehnung an: ela innovation: Product sheet — IDF25240E. Technical specification. S. 2
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Neben der Betrachtung der aktuellen Position ermdglicht die Plattform auch
die Visualisierung des zurlickgelegten Weges. Hierfur ist auf den Reiter
Lverlauf“ zu wechseln und das gewiinschte Working Gadget sowie der
Zeitraum auszuwahlen. Darauffolgend werden die einzelnen mit Zeitstempel
versehenen Positionen als rote Dreiecke dargestellt und durch eine blaue
Linie verbunden. Ebenso sind diesem MenU die Uhrzeiten der eingetretenen
Ereignisse, die Dauern der zurlickgelegten Strecken und der Stillstdnde zu
entnehmen. Im vorliegenden Fall holt zunachst die Arbeitskraft das mit der
Tatigkeit Schalen ausgegebene Gadget ab, geht nochmals kurz in den
Container und befindet sich anschlieRend fur 19 min und 26 s in Bewegung.
Hierbei fahrt sie zunachst zum Aufnahmegebaude, um das Transport-
fahrzeug zu beladen, und daraufhin zur Schaltstation. Beim Klicken auf diese
Bewegungsdauer wird der dazugehoérige Weg automatisch griin eingeféarbt.
Nach dem Eintreffen beim zu errichtenden Bauwerk zeigt die Plattform einen
10-minitigen Stillstand an. Dies bedeutet jedoch nicht, dass die Arbeitskraft
keine Bewegung ausubt, sondern dass die zurlckgelegte Strecke keine
signifikante Veranderung bewirkt hat — wie es beispielsweise beim
Ausraumen und Abladen der Gerate sowie Materialen vom Transport-
fahrzeug der Fall ist.

Objekte Ercignisse Verlauf
Device: WG_7205 v
From: 2021-04-29 00:00 v

To: 2021-04-29 1200 v

¢ 0552920210429

Kollnitzer Strate, Sankt Paul im Lavantal,
Wolfsberg, Kérnten, 9470, Gsterreich

@ ossss020020 Schalen

Kollnitzer StraBe, Sankt Paul im Lavantial,
Wolfsberg, Karnten, 9470, Osterreicn

olela|= NIE1EIEA

© osse2sam0eas 205

Kollnitzer StraBe, Sanke Paul im Lavantal,
Wolfsberg, Kérnten, 9470, Gsterreich

@ ossszT20210029 Patusencontainer
StraBe

Kollnitzer StraBe, Sankt Paul im Lavanttal,
Wolfsberg, Kérnten, 9470, Osterreich

© osseasamoss 13min 265

Kolinitzer StraBe, Sankt Paul im Lavantal, »
Wollsoerg, Karnten, 8470, Osterreich f / 4 Legende
Y 2 + Start der Bewegung
© ormers0210429 10min 65 4 ¥ © Ereignis
= © Drive - Bewegungsdauer

Lavantradweg, Sankt Paul im Lavanttal, J @ Parking - Stilstand
Wolfsberg, Karnten, 9470, Osterreich

Die vorhin angesprochene Tatigkeitsauswahl erfolgt Gber die Druckknopfe
des Working Gadgets. Immer, wenn eine Fachkraft mit einer neuen Arbeit
beginnt, ist davor der passende Druckknopf zu betatigen. Dadurch wird in
weiterer Folge ein Ereignis erstellt und in der Datenbank gespeichert.

Weil die Bewehrungsverlegung von einem Subunternehmer ausgefiihrt wird,
erhalt dieser eigene Working Gadgets, welche nur die Tatigkeit Bewehren
und Gebaudewechsel beinhalten. Den Arbeitskraften der Firma Kostmann
werden andere Gadgets, welche die Tatigkeiten Schalen, SiGe-Arbeiten,



5.2 Systembeschreibung und Funktionsweise

Betonieren und Gebaudewechsel aufweisen, zugeteilt. Weiters wird durch
eine Doppelbelegung einzelner Tasten am Ende der Stahlbetonarbeiten
,Gebaude reinigen/raumen® und ,Betonfehlstellen ausbessern® hinzugefiigt.
Das Ereignis ,Gebaudewechseln® ist darauf zurlickzufiihren, dass zur selben
Zeit mehrerer Gebaude errichtet wurden, weshalb die Arbeitskrafte untertags
zwischen den Bauwerken wechselten.?*

Nachdem die Ortungsdaten zur Plattform geschickt und den Geofences
zugeteilt wurden, kdnnen die veredelten Informationen in Form verschie-
dener Berichte heruntergeladen werden. Um eine automatisierte Zuteilung
der angefallenen Lohnstunden zu den Bauteilen zu ermdglichen, greift
Konegger auf den Geofence- und Event-Bericht zurlick, wodurch unter
anderem folgende Parameter Berilicksichtigung finden:2°

* Geofence-Bericht:
Geofence-Name

Datum und Uhrzeit beim Betreten und Verlassen des Geofence
Aufenthaltsdauer im Geofence

Zuruckgelegte Strecke innerhalb des Geofence
Hochstgeschwindigkeit innerhalb des Geofence

2L

Durchschnittsgeschwindigkeit innerhalb des Geofence

» Ereignis-Bericht:
1. Datum und Uhrzeit des Entstehungszeitpunktes des Ereignisses

2. Name des Ereignisses (Schalen, Bewehren, Betonieren ...)

3. Position des Ereignisses

Zusatzlich flieRen die aktuellen Wetterdaten, welche mittels einer eigens fur
das Bauprojekt angebrachten digitalen Wetterstation erhoben werden, mit ein.
Weiters findet ein Bauteilprotokoll, welches Datum und Uhrzeit sowie das zu
errichtende Bauteil (Bodenplatte, Sockel, Wand, Decke und Attika) beinhaltet,
Berlicksichtigung, damit Uber den Zeitstempel eine Verknlpfung zwischen
dem Bauteil und den angefallenen Lohnstunden erstellt werden kann.28

5.24 Funktionsweise

Abbildung 5-10 fasst die soeben beschriebenen Systembestandteile
zusammen und verbildlicht den Prozess von der Datenerhebung bis hin zur
Modellbildung. Wéhrend die Arbeitskraft das Working Gadget bei sich tragt,
bestimmt dieses in konfigurierbaren Intervallen die Position mittels GNSS
und schickt Uber die eingebaute SIM-Karte (GSM) die Daten an die Plattform.
Diese Art der Ortung funktioniert problemlos, solange gentigend Satelliten in
Reichweite sind. Im freien Feld ist dies der Fall, weil auf verschiedene GNSS
zurlickgegriffen werden kann. Betritt jedoch die Fachkraft einen Raum,
kommt es zu Stérungen beim Signalempfang, weil die elektromagnetischen
Wellen durch den Stahlbeton abgelenkt bzw. abgeschirmt werden. Aus
diesem Grund weisen die fertigen Raume BLE-Beacons auf, welche das
Working Gadget beim Betreten erkennt und als Ereignis zur Auswertung an

24 Vgl.: Konegger, M.: Automatisches Erfassen anfallender Lohnstunden mittels globaler Navigationssatellitensysteme

und BLE-Beacons. Masterarbeit. Institut fiir Baubetrieb und Bauwirtschaft, TU Graz, 2021. S. 50ff
Vgl.: https://eam.m2mgs.com. Datum des Zugriffs 10.10.2021

Vgl.: Konegger, M.: Automatisches Erfassen anfallender Lohnstunden mittels globaler Navigationssatellitensysteme
und BLE-Beacons. Masterarbeit. Institut fiir Baubetrieb und Bauwirtschaft, TU Graz, 2021. S. 74
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die Plattform weiterleitet. Auf dieser wird daraufhin anhand der erhobenen
Identifikationsnummer der dazugehdrige Raum ermittelt. Dadurch ist sicher-
gestellt, dass auch eine Bereichszuordnung im Inneren des Bauwerks
moglich ist. AbschlieRend gilt es, den Event- und Geofence-Bericht fir den
gewulnschten Zeitrahmen downzuloaden und gemeinsam mit dem Bauteil-
protokoll sowie dem Wetterbericht in die Excel-basierte Modellbildung einzu-
spielen, in der zunachst alle Informationen in einer Tabelle zusammengefasst
werden.?’ Dieser Datensatz bildet die Grundlage fiir die nachfolgende, in
Kapitel 6 beschriebene Klassifikation der Tatigkeiten Schalen, Bewehren und
Betonieren auf Basis der Bewegungsmuster der Arbeitskrafte.

Legende

_________ > ¢ ==@=-= Satellit
O BLE-Beacon
] Working-Gadget

Abb. 5-10 Funktionsweise der Datenerhebung

Abschlieffend werden nochmals die einzelnen Prozessschritte von der
Datenerhebung bis hin zur zusammengefassten Tabelle, welche als
Ursprungsdatensatz fir die nachfolgende Klassifikation dient, in einem
Ablaufdiagramm dargestellt. Wahrend der gesamten Datenerfassung wird
hierbei taglich in der Frih das Gadget eingeschalten, der zur ersten Tatigkeit
passende Knopf gedrickt, das Ortungsgerdt ausgegeben und in die
Knietasche der Arbeitskraft gesteckt. Daraufhin beginnt die Fachkraft mit dem
Verrichten der Arbeiten. Erfolgt ein Wechsel der Tatigkeit, ist dieser selbst-
standig Uber die Druckknopfe bekannt zu geben. Am Ende des Arbeitstages
kehrt die Mannschaft zum Personalcontainer zurliick und gibt die Ortungs-

27 Vgl.: Konegger, M.: Automatisches Erfassen anfallender Lohnstunden mittels globaler Navigationssatellitensysteme

und BLE-Beacons. Masterarbeit. Institut flir Baubetrieb und Bauwirtschaft, TU Graz, 2021. S. 87ff



gerate ab. Diese sind in weiterer Folge in die Nahe des Arbeitsende-Beacons
zu legen, um das gleichnamige Ereignis auszuldsen, wodurch die Lohnstun-
denaufzeichnung beendet ist. Uber Nacht gilt es, die Working Gadgets auszu-
schalten und mittels Micro-USB aufzuladen. An dieser Stelle ist darauf hinzu-
weisen, dass die Daten anonymisiert gesammelt werden, da die Working
Gadgets bei der morgentlichen Ausgabe zufallig verteilt werden. Dadurch ist
nicht nachzuvollziehen, wer welches Gadget mit sich flhrt. Es ist lediglich
bekannt, dass eine bestimmt Anzahl an Arbeitskraften auf der Baustelle ist.?

Datenerhebungsprozess

“

Working-Gadgets einschalten

al

v

Verbindung zu Satelliten und Mobilfunk aufbauen

Positionswechsel

Verbindung
hergestellt?

Zuweisen einer Arbeitstatigkeit

Zufallige Ausgabe der Working Gadgets

Arbeitsbeginn

Erhebung der Ortungsdaten der Arbeitskrafte

Bauteile protokollieren

Kontrolle der Daten auf der Plattform

—
—
—
—
—
—

Einsammeln der Working Gadgets

¥
L aweisende

Arbeitsende

Erhebungs-
zeitraum
abgeschlossen?

Nein

Abb. 5-11 Prozess der Datenerhebung 29

2 Vgl.: Konegger, M.: Automatisches Erfassen anfallender Lohnstunden mittels globaler Navigationssatellitensysteme
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Nachdem der Zeitraum des Datenerhebungsprozesses verlassen wurde, gilt
es, im nachsten Schritt die Berichte zu erzeugen (Abbildung 5-12). Hierbei
sind auf der M2M-Plattform die Geofence- und Ereignisberichte zu erstellen
und als Excel-File downzuloaden. Selbiges gilt auch flir die Wetterdaten,
welche von der Wetterstation erhoben und mittels WLAN auf einen Server
geschickt werden. Abschliellend muissen noch die einzelnen Bauteilproto-
kolle in einer Excel-Tabelle zusammengefasst und alle erstellten Berichte auf
Vollstandigkeit Gberpruift werden.30

Berichterstellung

Geofence- und Ereignis-Bericht erstellen

Wetterbericht downloaden

| erichestalng |
¥
| Geofence. und Ereignis Bericterstelen |
¥
| Wetenerchtdownlozden |
| Baveiproukolverassen |

Bauteilprotokoll verfassen

Nein

Berichte
vollstandig?

Ja
y
Einlesen des Geofence-, Ereignis-, Bauteil-, Wetterberichts
¥
v
i
v
¥
4

Ursprungsdatensatz fir die Klassifikation (Kapitel 6)

Abb. 5-12 Berichterstellung- und Auswerteprozess31

30 Vgl.: Konegger, M.: Automatisches Erfassen anfallender Lohnstunden mittels globaler Navigationssatellitensysteme

und BLE-Beacons. Masterarbeit. Institut flir Baubetrieb und Bauwirtschaft, TU Graz, 2021. S. 92
Aufbauend auf: Konegger, M.: Automatisches Erfassen anfallender Lohnstunden mittels globaler Navigationssatelli-
tensysteme und BLE-Beacons. Masterarbeit. Institut fiir Baubetrieb und Bauwirtschaft, TU Graz, 2021. S. 89
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Nach der erfolgreichen Berichtprifung startet der Auswertungsprozess,
welcher in Abbildung 5-12 vom Beginn bis zur Erstellung des Ursprungsda-
tensatzes (Grundlage fir die Klassifikation der Tatigkeiten Schalen,
Bewehren und Betonieren) abgebildet ist. Hierbei stellt das Einlesen sowie
das Verknipfen der einzelnen Eintrdge auf Basis der vorhandenen
Zeitstempel den ersten Schritt dar. Darauf aufbauend werden die
Lohnstunden im Geofence, die Wegzeiten (Dauer zwischen zwei Geofences)
und die Pausen ermittelt. Letzteres beruht auf der Auswertung vom
Geofence, der Aufenthaltsdauer und bestimmter BLE-Beacons. Somit
befinden sich Arbeitskrafte der Firma Kostmann in der Pause, wenn diese
zwischen 30 und 40 Minuten im Geofence ,Container” verbringen und eine
BLE-Verbindung zu mindestens einem der zwei im Pausenraum
angebrachten Beacons hergestellt wird. Schlussendlich gilt es noch, zu
prufen, ob ein Regenereignis vorliegt, bevor der Ursprungsdatensatz fur die
Klassifikation herangezogen werden kann. Dies geschieht mit Hilfe der Daten
der Wetterstation.32

5.3 Systemevaluation

Die Implementierung und Erprobung des ausgewahlten Konzepts zeigt, dass
Lohnstunden mittels GNSS und BLE-Beacons kontinuierlich erhoben,
definierten Bereichen zugeordnet und mit Hilfe der Gadget-Tasten den Tatig-
keiten zugeteilt werden kdnnen. Dies erfolgt vollig automatisch. Eine bauteil-
bezogene Zuordnung ist jedoch bei alleiniger Anwendung dieses Erhebungs-
konzepts nicht durchfuhrbar. Hierflr ist der Einsatz einer zusatzlichen Liste,
welche das Verknlipfen des zu errichtenden Bauteils mit der Tatigkeit Gber
einen Zeitstempel ermdglicht, notwendig. Eine noch in Entwicklung befin-
dende Gadget-Version kann hierbei zukiinftig Abhilfe schaffen. Bei dieser
wird die Eingabe verschiedener Inputs (beispielsweise Tatigkeit und Bauteil)
mittels Touchscreen erleichtert.

Die einzelnen Systemkomponenten Working-Gadget, BLE-Beacons und
M2M-Onlineplattform funktionierten Gber einen Erhebungszeitraum von rund
3 Monaten problemlos. Lediglich ein Softwareupdate flihrte zu einem kurzfri-
stigen Ausfall der Plattform, wodurch keine Daten aufgezeichnet wurden.
Diese mussten handisch nachgetragen werden.

Das Gadget selbst ermittelte kontinuierlich die eigene Position und erkannte
ohne Schwierigkeiten die Bluetooth-Signale in den Raumen bzw. Containern.
Weiters kann mit Hilfe der Randbedingungen fir die Ermittlung neuer
Positionen — beispielsweise Winkeldnderung, Weganderung, Geschwindig-
keitsunterschied — und der zu sendenden PaketgrofRe der Akkuverbrauch
beeinflusst werden. Eine Echtzeitortung Gber 10 Stunden, bei der sofort jede
Positionsanderung Ubermittelt wird, war bei dem vorliegenden Gadget batte-
rietechnisch nicht moglich. Zusatzlich wirden dadurch sehr groRe Daten-
mengen erzeugt werden, welche es daraufhin zu speichern und auszuwerten

gilt.
Bezlglich der GNSS-Genauigkeit ist festzuhalten, dass die angegebene
maximale Abweichung von 2 m33 auf der grunen Wiese und beim Errichten

32 Vgl.: Konegger, M.: Automatisches Erfassen anfallender Lohnstunden mittels globaler Navigationssatellitensysteme

und BLE-Beacons. Masterarbeit. Institut fiir Baubetrieb und Bauwirtschaft, TU Graz, 2021. S. 93
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der Bodenplatte sowie der Sockel eingehalten wurde. Im Zuge der Fertigung
der Aulienwande vergréRerten sich jedoch die Unstimmigkeiten aufgrund der
Reflexionen und Stoéreinflisse der Schalung sowie der fertigen Stahlbeton-
wande. Daher fiel bei der Errichtung der Innenwande, welche nach den
Aulenwanden erfolgte, die Genauigkeit signifikant schlechter aus. Abbildung
5-13 verdeutlicht diesen Sachverhalt. Hierbei ist zu erkennen, dass zwar die
Positionen nicht stimmen, aber sich die Arbeitskrafte noch im richtigen
Geofence (Baufeld) befinden. Ware dies nicht der Fall, wirden die
Lohnstunden falschlicherweise den Wegzeiten (Dauer zwischen zwei
Geofences) oder den Lagerarbeiten (roter Bereich) zugerechnet werden.
Damit es zu weniger fehlerhaften Zuteilungen kommt, gilt es, die Geofences
unter Bertcksichtigung mdglicher Ungenauigkeiten zu definieren.

Tatsachliche Position der Arbeitskréfte Position laut Datenerhebung

WG_9349 (7 kph)

. Y, . I ¥ Tats&chliche Position
Y i

Abb. 5-13 GNSS-Genauigkeit bei der Errichtung der Innenwande

Um den GNSS-Signalspringen im Indoor-Bereich entgegenzuwirken,
wurden BLE-Beacons an den Wanden angebracht. In den Raumlichkeiten
erkennt das Working-Gadget die BLE-Signale und sendet diese an die
Plattform weiter, auf der die Verkntpfung mit den Raumbezeichnungen statt-
findet. Vorteilhaft bei dieser Baustelle ist, dass der Stahlbeton die in den
einzelnen Raumen angebrachten BLE-Beacons gut voneinander trennt.
Dadurch kann in weiterer Folge die GNSS-Position bei Empfang eines BLE-
Signals Uberschrieben werden. Ist es jedoch nicht gewahrleistet, dass kein
Bluetooth-Signal den daflir vorgesehenen Bereich verlasst, muss die Signal-
starke herangezogen werden, um zu beurteilen, ob die GNSS-Ortung priori-
siert wird oder nicht.

Eine Behinderung des Bauablaufs ist beim Einsatz dieses Erhebungskon-
zeptes nicht eingetreten. Auch der Aufwand der Arbeitskrafte ist aufgrund
deren Rickmeldung als minimal und unproblematisch einzustufen. Das
morgentliche Abholen und abendliche Zurlickgeben der Gadgets sowie das
Betatigen der Druckknopfe wurde sehr rasch angenommen. Aber nicht nur

33 Vgl.: https://www.gpstrager.com/en/wg-1030/. Datum des Zugriffs: 31.12.2021



die Bekanntgabe der Tatigkeiten, sondern auch der Gebaudewechsel
funktionierte einwandfrei.

Weiters fiel auch bei der Implemetierung und Einrichtung der Ortungsinfra-
struktur nur ein geringer zeitlicher Aufwand an. Zu Beginn gilt es, die
Geofences festzulegen und die verwendeten Gadgets auf der Plattform
einzutragen. Anschlielend werden noch die Druckknépfe mit den
gewinschten Tatigkeiten belegt. Diese Schritte bendtigen bei einem mit der
vorliegenden Baustelle vergleichbaren Projekt rund 3 Stunden. Daraufhin
kann bereits mit der Datenerhebung begonnen werden. Wahrend des
Erhebungszeitraums ist mit einer taglichen Dauer von 10 min fir den
morgentlichen Ausgabeprozess und 20 min fur den Einsammel- sowie Aufla-
deprozess zu rechnen. Fur die Erstellung des Bauteilprotokolls und die
UberblicksmaRige Kontrolle der angefallenen Tatigkeiten muss nochmals ein
zusatzlicher Aufwand von rund 15 min pro Tag eingerdumt werden. Ist der
Bauprozess soweit vorangeschritten, dass einzelne raumlich abgetrennte
Bereiche bereits vorhanden sind, kann mit dem Anbringen der BLE-Beacons
sowie deren Implementierung auf der Plattform begonnen werden. Kénnen
keine BLE-Signale den Raum verlassen, ist dieser Prozess sehr rasch
abgeschlossen. Sollten jedoch Beacons aullerhalb der definierten Bereiche
erkannt werden, gilt es, die Signalstarken zu ermitteln und in Bedingungen
fur die Bereichszuordnung (z.B.: dass die Signalstarke einen bestimmten
Wert unterschreiten muss, um einem Geofence zugeteilt zu werden) zu
transformieren. Dies wiederum bendtigt rund 3 Stunden.

Anhand der zeitlichen Aufstellung ist ersichtlich, dass die fir die Erhebung
anfallenden Lohnstunden zwar nicht vernachlassigbar sind, aber auch keine
schwerwiegenden Auswirkungen mit sich fiihren. Bei dem untersuchten
Projekt wirden innerhalb des 15-wochigen Erhebungszeitraums rund 60
Stunden fur die Implementierung und Betreuung des Erhebungskonzeptes
anfallen. Dies macht rund 3,8 % der gesamten Stahlbeton-Lohnstunden
(1.632,5 Std®*) aus. Hierbei ist aber auch zu beriicksichtigen, dass die
Einfihrung dieses digitalen Erhebungskonzeptes die Dokumentationstatig-
keiten wie beispielsweise das Erstellen der Bautagesberichte wesentlich
erleichtert und sich die Nachkalkulation durch die aus den Lohnstunden
berechneten Aufwandswerte verbessert. Die zur Veredelung der erhobenen
Daten notwendige Modellbildung wird in dieser Aufstellung nicht bertck-
sichtigt, da sie nach der Datenerfassung erfolgt und stark von der vorhan-
denen Software bzw. den Programmierkenntnissen der mit der Aufgabe
vertrauten Person abhangt.

34 Vgl.: Konegger, M.: Automatisches Erfassen anfallender Lohnstunden mittels globaler Navigationssatellitensysteme

und BLE-Beacons. Masterarbeit. Institut fiir Baubetrieb und Bauwirtschaft, TU Graz, 2021. S. 109
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6.1 Vorgehensweise und Parameterauswahl

6 Exemplarische Vorgehensweise bei einer
Klassifikation mittels neuronaler Netze

In diesem Kapitel wird die Anwendung neuronaler Netze anhand eines
Fallbeispiels erlautert. Hierbei wird das Ziel verfolgt, mittels kinstlicher Intel-
ligenz die Tatigkeiten Schalen, Bewehren und Betonieren auf Basis von
Bewegungsmustern vorherzusagen. Diese Moglichkeit bietet eine rasche
Hilfestellung bzw. Kontrollfunktion beim Verknlpfen der angefallenen
Lohnstunden mit den dazugehdrigen Tatigkeiten.

Zu Beginn liegt der Fokus auf den Ergebnissen der Erhebung sowie dem fir
die weitere Verarbeitung herangezogenen Datensatz. Darauthin werden die
Datenaufbereitung und der iterative Modellbildungsprozess1 beleuchtet.
Hierbei werden unter Berlcksichtigung des hermeneutischen Regelkreises
jeweils zuerst der Datensatz genau analysiert, die kinstliche Intelligenz
trainiert und anschlielRend die Resultate diskutiert. Die Verstandniserwei-
terung erfolgt vor allem bei der Untersuchung der Variablenverteilung, welche
die Grundlage einer effektiven Modellbildung darstellt, und dem Erkennt-
nissgewinn aus der Beurteilung der neuronalen Netze.

Die nach jeder Modellbildungsvariante eingesetzten Testdaten Gberprifen die
Ubereinstimmung von Wirklichkeit und Modell anhand realer Baustellenbe-
dingungen. Dadurch ist die Validierung aller aufgestellten Modelle gegeben.
Dieser Uberprifungsschritt der Modellbildung darf jedoch nicht mit den
Validierungsfallen der neuronalen Netze gleichgesetzt werden. Bei letzteren
handelt es sich lediglich um jene Falle, welche aus den trainierten Modellen
das beste Netz bestimmen. Somit sind diese Daten im Modellentwicklungs-
prozess beinhaltet und kdnnen daher nicht gleichzeitig als Validierungser-
gebnis im Sinne der wissenschafltichen Erkenntnismethode herangezogen
werden, weshalb dies mittels der Testdaten erfolgt. Um eine sprachliche
Unterscheidung beim Einsatz dieses Begriffes sicherzustellen, wird folglich
die Ubereinstimmungspriifung mit der Wirklichkeit — als wesentlicher Schritt
der Modellierung — nur noch als Modellvalidierung bezeichnet.

6.1 Vorgehensweise und Parameterauswahl

Das auf kiinstlicher Intelligenz basierende Modell zur Klassifikation von Tatig-
keiten baut auf die Ergebnisse der vorhin beschriebenen Datenerfassung2
auf. Die Zusammenstellung der hierbei erhobenen und taglich kontrollierten
Daten dient als Grundlage und wird fortan als Ursprungsdatensatz
bezeichnet. Von diesem ausgehend, werden zunachst signifikante Parameter
ausgewahlt und unter Berlcksichtigung einzelner Filterkriterien zum Basisda-
tensatz, welcher den Ausgangspunkt fir das Trainieren, Validieren und
Testen der neuronalen Netze darstellt, zusammengefasst.

Schrittweise Verbesserung des Systemverstandnisses

Im Rahmen dieser Dissertation betreute und von Konegger vor Ort durchgefiihrte Datenerfassung. Konegger, M.:
Automatisches Erfassen anfallender Lohnstunden mittels globaler Navigationssatellitensysteme und BLE-Beacons.
Masterarbeit. Institut fir Baubetrieb und Bauwirtschaft, TU Graz, 2021.
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Abbildung 6-1 verdeutlicht die Datensatzauswahl und die Darstellung des auf
den Basisdatensatz aufbauenden Modellierungsprozesses. Hierbei wird
zunachst ein Klassifikationsmodell erstellt, bei dem die Dauer der einzelnen
Falle zwischen 5 und 80 Minuten liegt. Fir die darauffolgende Erstellung des
zweiten Modells werden hintereinanderliegende Falle so lange aufsummiert,
bis eine Dauer von 10, 20 oder 30 Minuten erreicht ist. AbschlieRend wird
noch im Zuge der dritten Variante eine Tatigkeitsreduktion auf Schalen und
Betonieren durchgefuhrt, um die Vorhersagen zu verbessern.

Vorgehensweise zur Klassifizierung der Tatigkeiten mit neuronalen Netzen

Ursprungsdatensatz

|

Variablenauswahl mit den dazugehérigen Filterkriterien

Geofence: Baufeld, Lagerflache

Dauer im Geofence: groRer 17 s und kleiner 200 min
Distanz im Geofence: kleiner 750 m
Durchschnittliche Geschwindigkeit: kleiner 10 km/h
Maximale Geschwindigkeit: keine Filterkriterien
Pause: Nein

Regenunterbrechung: Nein

Wegzeit aulRerhalb des Geofence: keine Filterkriterien
Bauteil: keine Filterkriterien

Tétigkeit: Schalen, Bewehren und Betonieren

Basisdatensatz

'

Klassifikationsmodell mit Féllen zwischen 5 und 80 min

'

Modellbildung durch Aufsummieren der Falle bis zu Dauern von 10, 20 oder 30 min

|

Tatigkeitsreduktion auf Schalen und Betonieren

Auswahl des besten Netzes

Abb. 6-1 Vorgehensweise zur Klassifizierung der Tatigkeiten

Zu den verwendeten Variablen zahlt der Geofence, welcher jenes Gebiet, in der
sich die Arbeitskraft befindet, beschreibt. Dieser beinhaltet die Lagerflache und
das untersuchte Bauwerk. Der Aufenthaltsbereich bei den Containern flief3t
nicht in die Modellbildung mit ein. Weiters werden die darin verbrachte Zeit,
sprich die Verweildauer, und die zurtckgelegte Distanz jeweils als separate
Variablen im Datensatz aufgenommen. Das hierbei eingesetzte Filterkriterium
der Dauer bezieht sich auf den Bereich zwischen 17 s und 200 min. Zusatzlich
wird die Distanz auf maximal 750 m beschrankt. Diese Bandbreiten wurden
gewahlt, um sicher zu stellen, dass AusreilRer keine Berlcksichtigung finden.



Ebenso werden die durchschnittiche und maximale Geschwindigkeit
Ubernommen, wobei erstere nur Werte beinhaltet, die kleiner als 10 km/h
sind. Diese Grenze stiitzt sich auf die Uberlegung, dass neben der Gehge-
schwindigkeit von rund 5 km/h auch kurzes Laufen oder GNSS-Signal-
spriinge abgedeckt werden missen. Letzteres ist darliiber hinaus der Grund,
weshalb bei der maximalen Geschwindigkeit keine Einschrankung erfolgt. In
Abhéangigkeit der in der Umgebung eingesetzten Materialien und Gerate
springt das GNSS-Signal der Arbeitskraft aufgrund von Reflexionen mehr
oder weniger oft und weit. Diese kurzzeitigen Ortswechsel flihren in weiterer
Folge zu héheren maximalen Geschwindigkeiten, die naturlich nicht stattge-
funden haben, jedoch einen Informationsgehalt ber die Umgebung in sich
tragen. Beispielsweise beeinflussen Stahlschalungselemente, welche an den
Einsatzort gehoben werden, das Signal starker als der Ruttler beim
Verdichten des Betons.

Neben den soeben vorgestellten Variablen, welche das Bewegungsmuster
innerhalb eines Geofence beschreiben, beinhaltet der Basisdatensatz auch
Spalten, welche kennzeichnen, ob eine Pause oder eine Regenunterbre-
chung stattgefunden hat. Fir die anschliefende Modellbildung werden nur
Falle (einzelne Zeile des Ursprungsdatensatzes) zugelassen, die diese
beiden Parameter verneinen. Weiters wird eine Spalte fir die Wegzeit,
welche die Dauer zwischen Verlassen des letzten Geofence und Betreten
des nachsten beschreibt, sowie den Bauteiltyp (Bodenplatte, Sockel, Wand,
Decke und Attika) hinzugefligt. Um vorhersagen zu kénnen, ob eine Arbeits-
kraft schalt, bewehrt oder betoniert, muss abschlieRend noch die dokumen-
tierte Tatigkeit dem Datensatz beigefligt werden.

6.2 Basisdatensatz

Der Basisdatensatz, welcher 14.375 Eintrage aufweist, beinhaltet die nach
den soeben besprochenen Kriterien gefilterten Falle des Ursprungsdaten-
satzes und legt somit den Grundstein flur alle Modelle. Daher gilt es, diesen
zunachst ndher zu analysieren, um wichtige Zusammenhange zu erkennen.
Tabelle 6-1 zeigt hierfur die Aufteilung der Fallanzahl unter Berucksichtigung
der einzelnen Tatigkeiten, wobei rasch ersichtlich wird, dass Schalen nahezu
76 % der Falle ausmacht. Daher muss in weiterer Folge bei der Modell-
bildung mittels NeuralTools darauf geachtet werden, dass die Trainingsdaten
annahernd gleich verteilt sind. Ansonsten besteht die Gefahr, dass das
neuronale Netz falschlicherweise alle Prognosen mit Schalen durchfihrt, weil
es gelernt hat, dass diese Tatigkeit sehr oft richtig ist.

I;Ig Tatigkeiten Falle
0 A B
1 Schalen 10.898
2 Bewehren 3.112
3 Betonieren 365
4 Summe 14.375

Tab. 6-1 Fallanzahl der einzelnen Tatigkeiten

6.2 Basisdatensatz
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Neben dem Anteil der einzelnen Tatigkeiten gilt es, auch die Verteilung der
Variablen néher zu analysieren, um Bereiche zu identifizieren, die aufgrund
der Datenlage nicht fiir Prognosen geeignet sind. Die nachfolgende
Abbildung 6-2 sowie 6-3 zeigen Histogramme der jeweiligen Parameter in
Abhangigkeit von Schalen, Bewehren und Betonieren. Die Bandbreiten
beziehen sich hierbei auf eine bestmdgliche Visualisierung, weshalb einzelne
Maximalwerte nicht abgebildet sind.

Beim Vergleich der Verteilungen ist rasch ersichtlich, dass Schalen, wie
bereits zuvor beschrieben, am meisten Falle beinhaltet, sich jedoch nicht
besonders von den anderen Tatigkeiten abhebt. Fir die numerischen Werte
Distanz, Dauer, Wegzeit sowie durchschnittliche und maximale Geschwin-
digkeit bedeutet dies, dass die Verteilungen einander ahnlich sind. Dies
erschwert in weiterer Folge die Modellbildung, weil sich dadurch keine
eindeutige Klassenzugehorigkeit ergibt. Bei der Haufigkeitsverteilung der
Bauteile ist zu erkennen, dass die Wéande die meisten Eintrdge besitzen.
Ruckblickend ist dies vollkommen nachvollziehbar, weil dieser Bauteil die
meisten Arbeitstage in Anspruch genommen hat.

Die im Geofence zuruckgelegte Distanz weist eine Bandbreite beim Schalen
von 0 bis 0,74 km, beim Bewehren von 0 bis 0,70 km und beim Betonieren
von 0 bis 0,54 km auf. Zusatzlich ist anzumerken, dass rund 58 % der Falle
sowohl beim Schalen als auch beim Bewehren unter 0,04 km liegen, beim
Einbringen des Betons sind es hingegen nur 45 %. Die Mittelwerte der jewei-
ligen Tatigkeiten betragen 0,05 km, 0,04 km und 0,07 km, wobei die Standar-
dabweichungen 0,06 km, 0,05 und 0,07 km betragen.

Die Verweildauer im Geofence erstreckt sich beim Aufstellen der Schalungsele-
mente von 0,18 bis 188,32 min, beim Verlegen der Bewehrungseisen von 0,18
bis 199 min und beim Betonieren von 0,18 bis 172,18 min. Auffallend ist hierbei,
dass bei der ersten Tatigkeit 82 %, bei der zweiten 73 % und bei der dritten
68 % der Falle unter 5 min liegen. Die dazugehdrigen Mittelwerte betragen
jeweils 4,92 min, 7,14 min und 10,25 min. Die soeben aufgezeigte extreme
Schiefe der Verteilung wird auch durch die Abweichung der Mediane, welche
1,00 min, 1,44 min und 1,7 min betragen, vom Mittelwert verdeutlicht. Die jewei-
ligen Standardabweichungen betragen 12,96 min, 16,38 min und 20,04 min.

Die Verteilung der Wegzeit, welche die Zeitspanne zwischen dem Verlassen
des letzten Geofence und dem Eintreten in einen neuen beschreibt, ist mit
jener der Dauern vergleichbar. Die dazugehoérigen Bandbreiten liegen beim
Schalen zwischen 0 und 117,42 min, beim Bewehren zwischen 0 und
37,88 min sowie beim Betonieren zwischen 0 und 13,9 min. Die Mittelwerte
betragen unter Beriicksichtigung der einzelnen Tatigkeiten 0,31 min, 0,25 min
und 0,32 min. Auch bei diesen Verteilungen wird die extreme Schieflage der
Daten durch die groRen Unterschiede zwischen den Medianen, welche jeweils
0,03 min betragen, und den Mittelwerten bekraftigt. Die Standardabwei-
chungen weisen eine GréRRe von 1,15 min, 0,98 min und 1,08 min auf.

Die durchschnittliche Geschwindigkeit, welche durch die Filterung auf
10 km/h limitiert wurde, weist als Maximum beim Schalen und Bewehren
10 km/h sowie beim Betonieren 9 km/h auf, wahrend das Minimum aller
Tatigkeiten 0 km/h betragt. Die Mediane, welche jeweils 5 km/h ausmachen,
weichen kaum von den einzelnen Mittelwerten (5,23 km/h, 4,96 km/h und
4,67 km/h) ab. Die dazugehdrigen Standardabweichungen belaufen sich auf
2,03 km/h, 1,93 km/h und 1,67 km/h.
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Abb. 6-2 Verteilung der Basisdatensatzvariablen in Abhangigkeit von

Schalen, Bewehren und Betonieren

Die maximale Geschwindigkeit weist ein einheitliches Minimum von 0 km/h
und einen Maximalwert beim Aufstellen der Schalung von 35 km/h, beim
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Verlegen der Bewehrung von 30 km/h und beim Einbringen des Betons von
24 km/h auf. Der Mittelwert und der Median betragen beim Schalen 7,9 km/h
und 8,00 km/h, beim Bewehren 7,43 km/h und 7,00 km/h sowie beim

Betonieren 7,54 km/h und 7,0 km/h. Die dazugehori

gen Standardabwei-

chungen belaufen sich auf 3,88 km/h, 3,76 km/h und 3,54 km/h.

Verteilung der Variablen
des gefilterten Datensatzes
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Abb. 6-3 Verteilung der Basisdatensatzvariablen in Abhangigkeit von
Schalen, Bewehren und Betonieren
Um einen Uberblick tiber das vollstindige Spektrum des Basisdatensatzes
zu geben, wird Tabelle 6-2 angefiihrt. Im Vergleich zwischen der deskriptiven
Statistik des Basisdatensatzes und jener der einzelnen Tatigkeiten stellt sich
heraus, dass diese nicht auffallig voneinander abweichen. Hierbei sei aber
angemerkt, dass die stark Uberlappenden Verteilungsfunktionen fir eine
prazise Modellbildung nicht férderlich sind.
L. . . Durchschn. Max.
I;lf:i Slzaetr:iuws::ee Distanz Dauer Weggzeit Geschw. Geschw.
’ [km] [min] [min] [km/h] [km/h]
0 A B c D E F
1 Minimum 0,00 0,18 0,00 0,00 0,00
2 Maximum 0,74 199,00 117,42 10,00 35,00
3 Mittelwert 0,05 5,54 0,30 5,16 7,79
4 Median 0,03 1,08 0,03 5,00 7,00
5 Standardabweichung 0,06 14,04 1,40 2,00 3,85

Tab. 6-2 Deskriptive Statistik des Basisdatensatzes




6.3 Modellbildung durch Begrenzung der Dauer

Aus Tabelle 6-2 ist auch zu entnehmen, dass der Mittelwert bei der Wegzeit
und der Dauer starker vom jeweiligen Median abweicht, was auf die deutlich
Uberlegene Menge an kurzzeitigen Eintragen zurlickzufihren ist. Vor allem
Falle mit einer kurzen Verweildauer im Geofence sind jedoch nicht aussage-
kraftig, weil innerhalb von wenigen Sekunden keine tatigkeitstypischen
Verhalten und Ablaufe aufgezeichnet und identifiziert werden kénnen.

Neben den numerischen Parametern gilt es, auch die Kategorievariablen zu
beleuchten. Die daraus resultierenden Ergebnisse werden in Tabelle 6-3
zusammengefasst. Der Parameter Out besitzt die Auspragung Ja oder Nein
und beurteilt, ob die auf den Geofence folgende Wegzeit grofRer als 30
Sekunden ist. Insgesamt gibt es nur 1.761 Falle (12,25 %), auf die ein Weg
langer als eine halbe Minuten zutrifft. Von den 12.614 Wegzeiten weisen
4.897 den Wert Null auf, da die Arbeitskrafte nach dem Verlassen des
Geofence gleich in den nachsten gewechselt sind.

I;::‘ Auspragung Anzahl Relativer Anteil
0 A B ©
1 Out
2 Ja 1.761 12,25 [%]
3 Nein 12.614 87,75 [%]
4 Wegzeit
5 kein Weg (Wert = 0) 4.897 34,07 [%]
6 Geofence
7 Abschnitt 9.091 63,24 [%]
8 Lager 5.284 36,76 [%]
9 Bauteil
10 Bodenplatte 775 5,39 [%]
1 Sockel 1.640 11,41 [%]
12 Wand 6.584 45,80 [%]
13 Decke 4.714 32,79 [%]
14 Attika 662 4,61 [%]

Tab. 6-3 Auswertung der Kategorievariablen des Basisdatensatzes

Die soeben beschriebene Analyse des Basisdatensatzes hat ergeben, dass flr
die Modellbildung weitere Einschrankungen vorzunehmen sind. Vor allem der
Bereich der sehr kurzen Verweildauern beinhaltet wenig tatigkeitstypischen
Informationsgehalt und muss daher aus der Modellbildung ausgeschlossen
werden. Aus diesem Grund wird bei der nachfolgenden Modellvariante das
Minimum der Dauer auf 5 min gesetzt. Zusatzlich beschrankt die maximale
Verweildauer von 80 min die Bandbreite nach oben hin, um den sehr schwach
besetzten Bereich ebenfalls nicht in die Berechnung miteinflieRen zu lassen.

6.3 Modellbildung durch Begrenzung der Dauer

Bei der ersten Variante der Modellbildung wird zunachst der Basisdatensatz
unter  Berucksichtigung der  Filterkriterien  (5-80 min)  verkleinert.
AnschlielRend gilt es, mit Hilfe einer zufalligen Auswahl die Diskrepanz in
Bezug auf die unterschiedliche Fallanzahl der einzelnen Tatigkeiten zu
minimieren (Schalen: 1.894 Falle, Bewehren: 798 Falle und Betonieren:
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114 Falle). Weil die zufallsbedingte Fallauswahl den Fehlerwert der
Prognosen beeinflusst, werden insgesamt funf solcher Datensatze zusam-
mengestellt, wobei die Betoniereintrage aufgrund der geringen Anzahl immer
dieselben sind. Anhand dieser finf Datenatze werden in weiterer Folge
jeweils 29 neuronale Netze, welche in einer Hidden-Layer zwischen 2 und 30
Neuronen besitzen, mittels NeuralTools 8.1 trainiert und validiert. Anhand der
Validierungsfalle, welche im Verhaltnis 2:8 zu den Trainingsfallen stehen,
wird fUr jeden der funf zufallig zusammengestellten Datensatze das beste
Netz bestimmt. Abschlie3end beurteilen die Testdaten, welche den gesamten
5-80min-Datensatz beinhalten, die Ubereinstimmung zwischen Wirklichkeit
und Modell.

6.3.1 Zufallig ausgewahlter Datensatz 1

Die Verteilung der Trainings- und Validierungsfalle des ersten zuféallig zusam-
mengestellten Datensatzes wird in Tabelle 6-4 Ubersichtlich dargestellt.
Insgesamt besteht er aus 778 Fallen, wobei 50 % die Tatigkeit Schalen, 35 %
Bewehren und 15 % Betonieren beinhalten. Diese Aufteilung wurde bewusst
gewahlt, um einerseits die stark ausgepragte Ungleichheit der Fallanzahlen
innerhalb der Klassen abzuschwachen und andererseits diese nicht ganzlich
zu eliminieren.

I;lf:' Téatigkeiten Trainingsfille  Validierungsfélle Gesamt
0 A B G D
1 Schalen 314 78 392
2 Bewehren 214 58 272
3 Betonieren 94 20 114
4 Summe 622 156 778

Tab. 6-4 Zufalliger Datensatz 1: Trainings- und Validierungsfalle

Neben der Aufteilung der zu prognostizierenden Kategorien muss auch auf
die Verteilung der Trainings- und Validierungsfalle innerhalb dieser geachtet
werden. Herrschen Bereiche vor, in denen keine Daten flir Validierungs-
zwecke — oder noch schlimmer — keine Anhaltspunkte fir das Training
vorliegen, kann die Prognosegenauigkeit des Netzes lokal grolRe Abwei-
chungen aufweisen. Aus Abbildung 6-4 wird ersichtlich, dass dies beim
vorliegenden Datensatz nicht der Fall ist. Sowohl die turkis eingefarbten
Trainingsfalle als auch die roten Validierungsdaten weisen in den einzelnen
Histogrammen eine zum gefilterten Basisdatensatz passende Verteilung und
keine groRraumigen Fehlstellen auf.

Die im Geofence zurlickgelegte Distanz hat eine Bandbreite beim Schalen
von 0 bis 0,74 km, beim Bewehren von 0 bis 0,37 km und beim Betonieren
von 0 bis 0,54 km, wobei rund 24 % der Falle beim Schalen, 36 % beim
Bewehren und 17 % beim Betonieren unter 0,05 km liegen. Die Mittelwerte
der jeweiligen Tatigkeiten betragen 0,11 km, 0,07 km und 0,12 km. Die
Standardabweichungen weisen in gewohnter Reihenfolge der Tatigkeiten
0,09 km, 0,05 km und 0,09 km auf.
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Abb. 6-4 Zufalliger Datensatz 1: Verteilung der einzelnen Parameter

Die Verweildauer im Geofence erstreckt sich beim Aufstellen der Schalungsele-
mente Uber einen Bereich von 5,02 bis 78,08 min, beim Verlegen der Beweh-
rungseisen von 5,00 bis 78,98 min und beim Betonieren von 5,03 bis 78,95 min.
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Weiters liegen bei der ersten Tatigkeit 39 %, bei der zweiten 40 % und bei der
letzten 34 % der Falle unter 10 min. Die dazugehorigen Mittelwerte betragen
jeweils 18,67 min, 18,64 min und 26,7 min. Die abgebildete Schiefe der
Verteilung wird auch durch die Abweichung der Mediane, welche 12,46 min,
12,75 min und 19,34 min betragen, vom Mittelwert verdeutlicht. Die jewei-
ligen Standardabweichungen betragen 16,05 min, 15,66 min und 21,15 min.

Die Wegzeit beschreibt die Zeitspanne zwischen dem Verlassen des letzten
Geofence und dem Eintreten in einen neuen. Die dazugehdérigen Bandbreiten
liegen beim Schalen zwischen 0 und 9,37 min, beim Bewehren zwischen 0 und
8,10 min sowie beim Betonieren zwischen 0 und 13,9 min. Die Mittelwerte
betragen unter Bericksichtigung der einzelnen Tatigkeiten 0,50 min, 0,37 min
und 0,42 min. Auch bei diesen Verteilungen wird die deutlich auffallende Schie-
flage der Daten durch die grofden Unterschiede zwischen den Medianen,
welche jeweils 0,03 min betragen, und den Mittelwerten bekréaftigt. Die Standar-
dabweichungen weisen eine Grofie von 1,20 min, 0,98 min und 1,49 min auf.

Die durchschnittliche Geschwindigkeit weist als Maximum beim Schalen
9 km/h, beim Bewehren 10 km/h sowie beim Betonieren 8 km/h auf und das
Minimum aller Tatigkeiten betragt 0 km/h. Die Mediane, welche 5 km/h,
5 km/h und 4 km/h betragen, weichen nur geringfligig von den einzelnen
Mittelwerten (4,67 km/h, 4,68 km/h und 4,38 km/h) ab. Die dazugehérigen
Standardabweichungen umfassen 1,24 km/h, 1,46 km/h und 1,18 km/h.

Die maximale Geschwindigkeit weist ein einheitliches Minimum von 0 km/h
und einen Maximalwert beim Aufstellen der Schalung von 28 km/h, beim
Verlegen der Bewehrung von 30 km/h und beim Einbringen des Betons von
24 km/h auf. Der Mittelwert und der Median betragen beim Schalen 8,36
km/h und 8,00 km/h, beim Bewehren 7,99 km/h und 7,00 km/h und beim
Betonieren 8,13 km/h und 8,00 km/h. Die dazugehdrigen Standardabwei-
chungen belaufen sich auf 3,39 km/h, 3,87 km/h und 3,44 km/h.

I;:‘: Auspriagung Anzahl Relativer Anteil
0 A B ©
1 Out
2 Ja 142 18,25 [%]
3 Nein 636 81,75 [%]
4 Wegzeit
5 kein Weg (Wert = 0) 214 27,51 [%]
6 Geofence
7 Abschnitt 700 89,97 [%]
8 Lager 78 10,03 [%]
9 Bauteil
10 Bodenplatte 74 9,51 [%]
11 Sockel 168 21,59 [%]
12 Wand 376 48,33 [%]
13 Decke 113 14,52 [%]
14 Attika 47 6,04 [%]

Tab. 6-5 Zufalliger Datensatz 1: Analyse der Kategorievariablen

Tabelle 6-5 verdeutlicht die Analyse der Kategorievariablen des gesamten
Datensatzes. Hieraus geht hervor, dass 90 % der Falle den Abschnitt
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beinhalten und nur 10 % das Lager. Rund 28 % der Falle weisen zwischen
den Bereichen zudem keine Wegzeiten auf. Die deskriptive Statistik des
ersten zufallig ausgewahlten Datensatzes wird in Tabelle 6-6 dargestellt.

Lfd.

a A W N =~ O

e . . Durchschn.
Sliaetrln?\tlv:::: Distanz Dauer Wegzelt Geschw. Geschw.
[km] [min] [min] [km/h]
A B c D E

Minimum 0,00 5,00 0,00 0,00

Maximum 0,74 78,98 13,90 10,00

Mittelwert 0,10 19,83 0,44 4,63

Median 0,08 12,65 0,03 5,00

Standardabweichung 0,08 17,01 1,18 1,31

Tab. 6-6 Zufalliger Datensatz 1: Deskriptive Statistik

Nach der Beurteilung des Datensatzes folgt die Modellbildung. Hierflr
werden 29 neuronale Netze, welche einen Input- , einen Hidden- und einen
Output-Layer aufweisen, trainiert. Die dazugehdrige Anzahl der Hidden-
Neuronen durchlauft hierbei den Bereich von 2 bis 30. Im Zuge der
Validierung wird abschlielend das Netz mit dem geringsten prozentualen
Fehleranteil ausgewahlt, wobei das beste Netz des ersten Datensatzes
24 Hidden-Neuronen und einen Fehleranteil von 42,95 % besitzt. Die
nachfolgende Tabelle 6-7 fasst die falschen Prognosen unter Bertcksich-
tigung der Trainings- und Validierungsfalle zusammen.

Bestes Netz: 24 Hidden-Neuronen
Training
Anzahl Félle 622
Falsche Prognosen 22,19 [%]
Validieren
Anzahl Félle 156
Falsche Prognosen 42,95 [%]

Tab. 6-7 Zufalliger Datensatz 1: Bestes Netz

Weiters ist es wichtig, darauf zu achten, wie die falschen Klassifizierungen
auf die einzelnen Tatigkeiten verteilt sind, um beurteilen zu kénnen, ob die
kuinstliche Intelligenz einen allgemeingultigen Zusammenhang gefunden hat
oder auch nicht. Tabelle 6-8 und 6-9 beinhalten hierfir die Aufteilung der
falschen Vorhersagen unter Berlicksichtigung von Schalen, Bewehren und
Betonieren. Im Training schneiden das Aufstellen der Schalung und das
Verlegen der Bewehrung deutlich besser ab als das Einbringen von Beton.

Lfd.  Richtige Vorhersagen Anteil falscher
Nr. Klasse Schalen Bewehren Betonieren Prognosen
0 A B c D E
1 Schalen 279 31 4 11,15 [%]
2 Bewehren 36 172 6 19,63 [%]
8 Betonieren 36 25 33 64,89 [%]

Tab. 6-8 Zufalliger Datensatz 1: Klassifikationsmatrix Trainieren
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Beim Validieren verschlechtert sich jedoch besonders die Tatigkeit
Bewehren. Dies bedeutet in weiterer Folge, dass das neuronale Netz die
Bewehrungs-Trainingsbeispiele zwar gelernt hat, aber die gefundenen
Zusammenhange nicht fir alle Validierungsdaten zutreffen.

Lfd. Richtige Vorhersagen Anteil falscher
Nr. Klasse Schalen Bewehren Betonieren Prognosen
0 A B © D E
1 Schalen 57 19 2 26,92 [%]

2 Bewehren 26 27 5 53,45 [%]
3 Betonieren 9 6 5 75,00 [%]

Tab. 6-9 Zufalliger Datensatz 1: Klassifikationsmatrix Validieren

Um die Ergebnisinterpretation des besten neuronalen Netzes aus dem ersten
zufalligen Datensatz abzuschlieRen, wird nachfolgend in Abbildung 6-5 die
Auswirkungsanalyse der einzelnen Parameter gezeigt. Hierbei ist auffallend,
dass alle Variablen bis auf Geofence und Out zwischen 13,5 % und 15,6 %
liegen. Somit konnte die kunstliche Intelligenz keine Leitvariablen, sprich
Haupteinflussfaktoren, identifizieren.

Auswirkungsanalyse der Variablen

Max. Geschw. | 1561 %
Distanz [ INEEGN 1555 %
Durchschn. Geschw. [IININEGEGEGEGEGEEEE 525
Wegzeit I 1457 %
Bauteil [N 1421 %
Daver [N 1351 %
Geofence NG ¢.00 %
out NG 5.7 %

Abb. 6-5 Zufalliger Datensatz 1: Auswirkungsanalyse

Um eine bessere Vergleichbarkeit der funf zufallig gewahlten 5-80min-Daten-
satze zu gewahrleisten, weist die Beschreibung der nachfolgenden vier
Datensatze ebenfalls den gleichen Aufbau wie der des soeben beschrie-
benen auf. An dieser Stelle wird jedoch angemerkt, dass Datensatz 1 das
beste aller finf Ergebnisse erzielt hat.

6.3.2 Zuféllig ausgewahlter Datensatz 2

Die Verteilung der Trainings- und Validierungsfalle des zweiten zufallig
zusammengestellten Datensatzes wird in Tabelle 6-10 veranschaulicht.
Insgesamt besteht dieser aus 769 Fallen, wobei 48 % die Tatigkeit Schalen,
37 % Bewehren und 15 % Betonieren beinhalten. Diese Aufteilung ist mit der
des vorherigen Datensatzes vergleichbar.
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I;I:‘ Tatigkeiten Trainingsfille  Validierungsfille Gesamt
0 A B © D
1 Schalen 295 74 369
2 Bewehren 225 61 286
3 Betonieren 95 19 114
4 Summe 615 154 769

Tab. 6-10 Zufalliger Datensatz 2: Trainings- und Validierungsfalle

Nachfolgend wird auf die Verteilung der Trainings- und Validierungsfalle einge-
gangen, um potenzielle Bereiche zu identifizieren, in denen keine ausrei-
chende Menge an Daten vorhanden ist, wodurch die Prognosegenauigkeit des
Netzes negativ beeinflusst wird. Aus Abbildung 6-6 wird ersichtlich, dass dies
beim vorliegenden Datensatz nicht der Fall ist. Sowohl die turkis eingefarbten
Trainingsfélle als auch die roten Validierungsdaten weisen in den einzelnen
Histogrammen eine zum gefilterten Basisdatensatz passende Verteilung und
keine grolRraumigen Fehlstellen auf.

Die hierbei im Geofence zurlickgelegte Distanz umfasst eine Bandbreite
beim Schalen von 0 bis 0,41 km, beim Bewehren von 0 bis 0,44 km und beim
Betonieren von 0 bis 0,54 km. Weiters liegen rund 27 % der Falle beim
Schalen und 36 % beim Bewehren unter 0,05 km, beim Einbringen des
Betons sind es hingegen nur 17 %. Die Mittelwerte der jeweiligen Tatigkeiten
betragen 0,10 km, 0,07 km und 0,12 km, wobei die Standardabweichungen
0,08 km, 0,06 und 0,09 km betragen.

Die Verweildauer im Geofence erstreckt sich beim Aufstellen der Schalungs-
elemente Uber einen Bereich von 5,00 bis 77,27 min, beim Verlegen der
Bewehrungseisen von 5,00 bis 75,72 min und beim Betonieren von 5,03 bis
78,95 min. Auffallend ist hierbei, dass bei der ersten Tatigkeit 42 %, bei der
zweiten 38 % und bei der letzten 34 % der Falle unter 10 min liegen. Die
dazugehdrigen Mittelwerte betragen jeweils 18,52 min, 19,08 min und 26,70
min. Die erkennbare Schiefe der Verteilung wird auch durch die Abweichung
der Mediane, welche 11,60 min, 12,88 min und 19,34 min betragen, vom
Mittelwert verdeutlicht. Die jeweiligen Standardabweichungen beziffern sich auf
16,08 min, 15,78 min und 21,15 min.

Die Bandbreiten der Wegzeiten liegen beim Schalen zwischen 0 und
8,70 min, beim Bewehren zwischen 0 und 9,00 min sowie beim Betonieren
zwischen 0 und 13,90 min. Die Mittelwerte betragen unter Beriicksichtigung
der einzelnen Tatigkeiten 0,43 min, 0,30 min und 0,42 min. Auch bei diesen
Verteilungen wird die extreme Schieflage der Daten durch die groen Unter-
schiede zwischen den Medianen, welche beim Schalen 0,05 min und beim
Bewehren sowie Betonieren jeweils 0,03 min betragen, und den Mittelwerten
bekraftigt. Die Standardabweichungen weisen eine GroéRe von 1,01 min,
0,89 min und 1,49 min auf.

Die durchschnittliche Geschwindigkeit beinhaltet als Maximum beim Schalen
10 km/h, beim Bewehren 9 km/h und beim Betonieren 8 km/h, wahrend das
Minimum aller Tatigkeiten 0 km/h betragt. Die Mediane, welche 5 km/h, 5
km/h und 4 km/h betragen, weichen kaum von den einzelnen Mittelwerten
(4,59 km/h, 4,65 km/h und 4,38 km/h) ab. Die dazugehdrigen Standardabwei-
chungen umfassen 1,17 km/h, 1,32 km/h und 1,18 km/h.
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Abb. 6-6 Zufalliger Datensatz 2: Verteilung der einzelnen Parameter

Die maximale Geschwindigkeit weist ein einheitliches Minimum von 0 km/h
und einen Maximalwert beim Aufstellen der Schalung von 35 km/h, beim
Verlegen der Bewehrung von 30 km/h und beim Einbringen des Betons von




24 km/h auf. Der Mittelwert und der Median betragen beim Schalen
8,44 km/h und 8,00 km/h, beim Bewehren 7,83 km/h und 7,00 km/h und beim
Betonieren 8,13 km/h und 8,00 km/h. Die dazugehdrigen Standardabwei-
chungen belaufen sich auf 3,72 km/h, 3,64 km/h und 3,44 km/h.

Die deskriptive Statistik des zweiten zufallig ausgewahlten Datensatzes wird
in Tabelle 6-11 dargestellt. Weiters verdeutlicht Tabelle 6-12 die dazuge-
horige Analyse der Kategorievariablen. Hierbei ist ersichtlich, dass 88 % der
Falle den Abschnitt beinhalten und nur 12 % das Lager. Rund 28 % der Falle
weisen zwischen den Bereichen keine Wegzeiten auf.

Lfd.

g A W N = O

Slz::iﬂ;::: Distanz e Wegzeit Dgl::sr::shc‘:’\-n. Geh:i)l:w.
[km] [min] [min] [km/h] [km/h]
A B c D E F

Minimum 0,00 5,00 0,00 0,00 0,00
Maximum 0,54 78,95 13,90 10,00 35,00
Mittelwert 0,09 19,94 0,38 4,58 8,17
Median 0,07 12,50 0,03 5,00 8,00
Standardabweichung 0,08 17,06 1,06 1,23 3,66

Tab. 6-11 Zufalliger Datensatz 2: Deskriptive Statistik

I;Ig Auspriagung Anzahl Relativer Anteil
0 A B ©
1 Out
2 Ja 125 16,25 [%]
3 Nein 644 83,75 [%]
4  Wegzeit
5 kein Weg (Wert = 0) 216 28,09 [%]
6 Geofence
7 Abschnitt 679 88,30 [%]
8 Lager 90 11,70 [%]
9 Bauteil
10 Bodenplatte 78 10,14 [%]
11 Sockel 163 21,20 [%]
12 Wand 379 49,28 [%]
13 Decke 101 13,13 [%]
14 Attika 48 6,24 [%]

Tab. 6-12 Zufalliger Datensatz 2: Analyse der Kategorievariablen

Nach der Beurteilung des Datensatzes folgt wieder die Modellbildung. Hierflr
werden 29 neuronale Netze, welche jeweils einen Input- , einen Hidden- und
einen Output-Layer aufweisen, frainiert. Die dazugehdrige Anzahl der
Hidden-Neuronen durchlauft hierbei einen Bereich von 2 bis 30. Im Zuge der
Validierung wird abschlielend das Netz mit dem geringsten prozentualen
Fehleranteil ausgewahlt. Das beste Netz des zweiten Datensatzes besitzt
4 Hidden-Neuronen und einen Fehleranteil von 40,91 %. Die nachfolgende
Tabelle 6-13 fasst die falschen Prognosen unter Berlcksichtigung der
Trainings- und Validierungsfalle zusammen.
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Bestes Netz: 4 Hidden-Neuronen
Training
Anzahl Félle 615
Falsche Prognosen 36,42 [%)]
Validieren
Anzahl Félle 154
Falsche Prognosen 40,91 [%]

Tab. 6-13 Zufalliger Datensatz 2: Bestes Netz

Weiters ist es wichtig, darauf zu achten, wie die falschen Kilassifizierungen
auf die einzelnen Tatigkeiten verteilt sind. Tabelle 6-14 und 6-15 beinhalten
hierflr die Aufteilung der falschen Vorhersagen unter Berlcksichtigung von
Schalen, Bewehren und Betonieren. Sowohl beim Trainieren als auch beim
Validieren ist sofort ersichtlich, dass die kinstliche Intelligenz keinen allge-
meingultigen Zusammenhang gefunden hat, da die Tatigkeit Betonieren nicht
erlernt wurde. Das neuronale Netz teilt nur in Schalen oder Bewehren ein.
Aus diesem Grund ist diese Variante der Modellbildung nicht einsetzbar.

Lfd.  Richtige Vorhersagen Anteil falscher
Nr. Klasse Schalen Bewehren Betonieren Prognosen

0 A B @ D E

1 Schalen 245 50 0 16,95 [%]

2 Bewehren 79 146 0 35,11 [%]

3 Betonieren 71 24 0 100,00 [%]

Tab. 6-14 Zufalliger Datensatz 2: Klassifikationsmatrix Trainieren

Lfd. Richtige Vorhersagen Anteil falscher
Nr. Klasse Schalen Bewehren Betonieren Prognosen
0 A B c D E

1 Schalen 58 16 0 21,62 [%]

2 Bewehren 28 33 0 45,90 [%]

3 Betonieren 8 11 0 100,00 [%]

Tab. 6-15 Zufalliger Datensatz 2: Klassifikationsmatrix Validieren

Um die Ergebnisinterpretation des besten neuronalen Netzes aus dem
zweiten zufélligen Datensatz abzuschlieen, wird in Abbildung 6-7 die
Auswirkungsanalyse der einzelnen Parameter gezeigt. Hierbei ist auffallend,
dass die klnstliche Intelligenz die Distanz und das Bauteil als Leitvariablen
identifiziert hat. Die beiden Haupteinflussfaktoren weisen dabei rund 17 %
auf. Wie auch bei Datensatz 1 sind bei der Auswirkungsanalyse die Variablen
Out und Geofence an unterster Stelle.



Auswirkungsanalyse der Variablen

Distanz | 17,24 %
Bauteil |, 1719 %
Max. Geschw. | 1432 %
Wegzeit [N 1398 %
Daver [N 13.79 %
Durchschn. Geschw. [IIINNENEGERENEGEEGEENE 310 %
out I 50 %
Geofence NG 4.0 %

Abb. 6-7 Zufalliger Datensatz 2: Auswirkungsanalyse

6.3.3  Zufdllig ausgewahlter Datensatz 3

Die Verteilung der Trainings- und Validierungsfalle des dritten zuféllig zusam-
mengestellten Datensatzes wird in Tabelle 6-16 veranschaulicht. Insgesamt
besteht er aus 750 Fallen, wobei 51% die Tatigkeit Schalen, 34 % Bewehren
und 15 % Betonieren beinhalten. Diese Aufteilung ist den vorherigen sehr
ahnlich, wodurch die Vergleichbarkeit gewahrleistet ist.

I;‘lf:’ Tatigkeiten Trainingsfille  Validierungsfille Gesamt
0 A B © D
1 Schalen 306 76 382
2 Bewehren 203 51 254
3 Betonieren 91 23 114
4 Summe 600 150 750

Tab. 6-16 Zufalliger Datensatz 3: Trainings- und Validierungsfalle

Nachfolgend wird auf die Verteilung der Trainings- und Validierungsfalle
eingegangen, um potenzielle Bereiche zu identifizieren, in denen keine
ausreichende Menge an Daten vorhanden ist. Aus Abbildung 6-8 wird
ersichtlich, dass der vorliegende Datensatz keine schwerwiegenden Lucken
in den einzelnen Bandbreiten beinhaltet. Sowohl die tlrkis eingefarbten
Trainingsfalle als auch die roten Validierungsdaten weisen in den einzelnen
Histogrammen eine zum gefilterten Basisdatensatz passende Verteilung und
keine grofRraumigen Fehlstellen auf.

Die im Geofence zurlickgelegte Distanz hat eine Bandbreite beim Schalen
von 0 bis 0,56 km, beim Bewehren von 0 bis 0,32 km und beim Betonieren
von 0 bis 0,54 km, wobei rund 25 % der Falle beim Schalen, 40 % beim
Bewehren und 17 % beim Betonieren unter 0,05 km liegen. Die Mittelwerte
der jeweiligen Tatigkeiten betragen 0,11 km, 0,07 km sowie 0,12 km und die
Standardabweichungen weisen in gewohnter Reihenfolge der Téatigkeiten
0,09 km, 0,05 km und 0,09 km auf.
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Abb. 6-8 Zufalliger Datensatz 3: Verteilung der einzelnen Parameter
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Die Verweildauer im Geofence erstreckt sich beim Aufstellen der Schalungs-
elemente Uber einen Bereich von 5,02 bis 77,82 min, beim Verlegen der
Bewehrungseisen von 5,00 bis 78,00 min und beim Betonieren von 5,03 bis
78,95 min. Hierbei ist anzumerken, dass bei der ersten Tatigkeit 43 %, bei
der zweiten 39 % und bei der letzten 34 % der Falle unter 10 min liegen,
wobei die dazugehérigen Mittelwerte 18,47 min, 18,50 min und 26,70 min
betragen. Die abgebildete Schiefe der Verteilung wird auch durch die Abwei-
chung der Mediane, welche 11,84 min, 13,79 min und 19,34 min ausmachen,
vom Mittelwert verdeutlicht. Die jeweiligen Standardabweichungen betragen
15,79 min, 14,53 min und 21,15 min.

Die Bandbreite der Wegzeit liegt beim Schalen zwischen 0 und 7,95 min,
beim Bewehren zwischen 0 und 8,10 min sowie beim Betonieren zwischen 0
und 13,90 min. Die Mittelwerte betragen unter Bericksichtigung der
einzelnen Tatigkeiten 0,48 min, 0,48 min und 0,42 min. Auch bei diesen
Verteilungen wird die deutlich auffallende Schieflage der Daten durch die
groRen Unterschiede zwischen den Medianen, welche 0,03 min, 0,04 min
und 0,03 min betragen, und den Mittelwerten bekraftigt. Die Standardabwei-
chungen weisen eine Grofte von 1,15 min, 1,16 min und 1,49 min auf.

Die durchschnittliche Geschwindigkeit umfasst als Maximum beim Schalen
10 km/h, beim Bewehren 8 km/h sowie beim Betonieren 8 km/h, wobei das
Minimum aller Tatigkeiten 0 km/h betragt. Die Mediane, welche 5 km/h,
5 km/h und 4 km/h betragen, weichen nur geringfigig von den einzelnen
Mittelwerten (4,79 km/h, 4,63 km/h und 4,38 km/h) ab und die dazugehdrigen
Standardabweichungen machen 1,20 km/h, 1,33 km/h und 1,18 km/h aus.

Die maximale Geschwindigkeit weist ein einheitliches Minimum von 0 km/h
und einen Maximalwert beim Aufstellen der Schalung von 35 km/h, beim
Verlegen der Bewehrung von 25 km/h und beim Einbringen des Betons von
24 km/h auf. Der Mittelwert und der Median machen beim Schalen 8,80 km/h
und 8,00 km/h, beim Bewehren 7,70 km/h und 7,00 km/h und beim
Betonieren 8,13 km/h und 8,00 km/h aus. Die dazugehérigen Standardabwei-
chungen belaufen sich auf 3,86 km/h, 3,25 km/h und 3,44 km/h.

Die deskriptive Statistik des gesamten Datensatzes wird in Tabelle 6-17
dargestellt. Weiters verdeutlicht Tabelle 6-18 die dazugehdérige Analyse der
Kategorievariablen, wobei 91 % der Falle den Abschnitt beinhalten und nur
9 % das Lager. Rund 29 % der Falle weisen zwischen den Bereichen keine
Wegzeiten auf.

Lfd.

a A W N = O

Sé:ﬁiﬁ;»::: Distanz Dauer LB ER Dgl;csflshc::’\-n . G::,iﬁw.
[km] [min] [min] [km/h] [km/h]
A B © D E F

Minimum 0,00 5,00 0,00 0,00 0,00
Maximum 0,56 78,95 13,90 10,00 35,00
Mittelwert 0,10 19,73 0,47 4,67 8,33
Median 0,07 12,85 0,03 5,00 8,00
Standardabweichung 0,08 16,59 1,21 1,25 3,64

Tab. 6-17 Zufalliger Datensatz 3: Deskriptive Statistik
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I;I:' Auspragung Anzahl Relativer Anteil
0 A B C
1 Out
2 Ja 139 18,53 [%]
3 Nein 611 81,47 [%]
4 Wegzeit
5 kein Weg (Wert = 0) 219 29,20 [%]
6 Geofence
7 Abschnitt 680 90,67 [%]
8 Lager 70 9,33 [%]
9 Bauteil
10 Bodenplatte 75 10,00 [%]
1 Sockel 164 21,87 [%]
12 Wand 352 46,93 [%]
13 Decke 111 14,80 [%]
14 Attika 48 6,40 [%]

Tab. 6-18 Zufalliger Datensatz 3: Analyse der Kategorievariablen

Nach der Beurteilung des Datensatzes folgt wieder die Modellbildung. Hierfir
werden 29 neuronale Netze, welche jeweils einen Input-, einen Hidden- und
einen Output-Layer aufweisen, ftrainiert. Die dazugehodrige Anzahl der
Hidden-Neuronen umspannt hierbei den Bereich von 2 bis 30. Im Zuge der
Validierung wird abschlieRend das Netz mit dem geringsten prozentualen
Fehleranteil ausgewahlt, wobei das beste Netz des dritten Datensatzes
3 Hidden-Neuronen und einen Fehleranteil von 40,00 % besitzt. Die nachfol-
gende Tabelle 6-19 fasst die falschen Prognosen unter Berlicksichtigung der
Trainings- und Validierungsfalle zusammen.

Bestes Netz: 3 Hidden-Neuronen
Training
Anzahl Félle 600
Falsche Prognosen 37,00 [%]
Validieren
Anzahl Falle 150
Falsche Prognosen 40,00 [%]

Tab. 6-19 Zufalliger Datensatz 3: Bestes Netz

Weiters ist es wichtig, darauf zu achten, wie die falschen Klassifizierungen
auf die einzelnen Tatigkeiten verteilt sind. Die Tabellen 6-20 und 6-21
beinhalten hierfiir die Aufteilung der falschen Vorhersagen unter Beriicksich-
tigung von Schalen, Bewehren und Betonieren. Sowohl beim Trainieren als
auch beim Validieren ist sofort ersichtlich, dass die kinstliche Intelligenz
ebenfalls keinen allgemeinglltigen Zusammenhang gefunden hat, da die
Tatigkeit Betonieren nicht erlernt wurde. Somit teilt das neuronale Netz nur in
Schalen oder Bewehren ein, wodurch diese Variante der Modellbildung nicht
zielfUhrend ist.



Lfd. Richtige Vorhersagen Anteil falscher
Nr. Klasse Schalen Bewehren Betonieren Prognosen
0 A B © D E
1 Schalen 251 55 0 17,97 [%]

2 Bewehren 76 127 0 37,44 [%]
3 Betonieren 50 41 0 100,00 [%]

Tab. 6-20 Zufélliger Datensatz 3: Klassifikationsmatrix Trainieren

Lfd. Richtige Vorhersagen Anteil falscher
Nr. Klasse Schalen Bewehren Betonieren Prognosen
0 A B c D E
1 Schalen 61 15 0 19,74 [%]
2 Bewehren 22 29 0 43,14 [%]
3 Betonieren 14 9 0 100,00 [%]

Tab. 6-21 Zufélliger Datensatz 3: Klassifikationsmatrix Validieren

Um die Ergebnisinterpretation des besten neuronalen Netzes aus dem
zweiten zufalligen Datensatz abzuschlief3en, wird nachfolgend in Abbildung
6-9 die Auswirkungsanalyse der einzelnen Parameter gezeigt. Hierbei ist
auffallend, dass die kuinstliche Intelligenz die Distanz, die maximale
Geschwindigkeit und das Bauteil als Leitvariablen identifiziert hat. Die drei
Haupteinflussfaktoren weisen rund 18,5 % auf. Wie auch bei den vorherigen
Datensatzen sind bei der Auswirkungsanalyse die Variablen Geofence und
Out an unterster Stelle, wobei Out mit 2,5 % deutlich abgeschlagen ist.

Auswirkungsanalyse der Variablen

Distanz | 18,75 %
Max. Geschw. [ 18,58 %

Bauteil [N 18,46 %
Dauer [N 1426 %

Wegzeit [N 025 %

Durchschn. Geschw. [[IINININNGEGEGEGEGEEE ¢ >
Geofence NG 55 %
out I 249 %

Abb. 6-9 Zufélliger Datensatz 3: Auswirkungsanalyse

6.3.4  Zufallig ausgewahlter Datensatz 4

Die Verteilung der Trainings- und Validierungsfalle des vierten zufallig zusam-
mengestellten Datensatzes wird in Tabelle 6-22 veranschaulicht. Insgesamt
besteht dieser aus 732 Fallen, wobei 49% die Tatigkeit Schalen, 36%
Bewehren und 15 % Betonieren beinhalten.
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I;lf:l Tatigkeiten Trainingsféalle  Validierungsfille Gesamt
0 A B o] D
1 Schalen 284 72 356
2 Bewehren 213 49 262
3 Betonieren 89 25 114
4 Summe 586 146 732

Tab. 6-22 Zufalliger Datensatz 4: Trainings- und Validierungsfalle

Nachfolgend wird auf die Verteilung der Trainings- und Validierungsfalle einge-
gangen, um potenzielle Bereiche zu identifizieren, in denen keine ausrei-
chende Menge an Daten vorhanden ist, wodurch die Prognosegenauigkeit des
Netzes an dieser Stelle grof3e Abweichungen aufweisen kann. Aus Abbildung
6-10 wird ersichtlich, dass dies beim vorliegenden Datensatz nicht der Fall ist.
Sowohl die tlrkis eingefarbten Trainingsfélle als auch die roten Validierungs-
daten weisen in den einzelnen Histogrammen eine zum gefilterten Basisda-
tensatz passende Verteilung und keine grofiraumigen Fehlstellen auf.

Die hierbei im Geofence zurlckgelegte Distanz weist eine Bandbreite beim
Schalen von 0 bis 0,45 km, beim Bewehren von 0 bis 0,38 km und beim
Betonieren von 0 bis 0,54 km auf. Weiters liegen rund 24 % der Falle beim
Schalen und 37 % beim Bewehren unter 0,05 km, beim Einbringen des
Betons sind es nur 17 %. Die Mittelwerte der jeweiligen Tatigkeiten betragen
0,10 km, 0,07 km und 0,12 km, wobei die Standardabweichungen 0,08 km,
0,05 und 0,09 km ausmachen.

Die Verweildauer im Geofence erstreckt sich beim Aufstellen der Schalungs-
elemente Uber einen Bereich von 5,00 bis 76,93 min, beim Verlegen der
Bewehrungseisen von 5,00 bis 78,00 min und beim Betonieren von 5,03 bis
78,95 min. Auffallend ist hierbei, dass bei der ersten Tatigkeit 38 %, bei der
zweiten 42 % und bei der letzten 34 % der Falle unter 10 min liegen. Die
dazugehdrigen Mittelwerte betragen jeweils 19,43 min, 18,42 min sowie
26,70 min und die erkennbare Schiefe der Verteilung wird durch die Abwei-
chung der Mediane, welche sich auf 13,73 min, 12,93 min und 19,34 min
beziffern, vom Mittelwert verdeutlicht. Die jeweiligen Standardabweichungen
betragen 15,34 min, 14,92 min und 21,15 min.

Die Bandbreiten der Wegzeiten liegen beim Schalen zwischen 0 und
7,25 min, beim Bewehren zwischen 0 und 9,00 min sowie beim Betonieren
zwischen 0 und 13,90 min. Die Mittelwerte betragen unter Bertcksichtigung
der einzelnen Téatigkeiten 0,45 min, 0,39 min und 0,42 min. Auch bei diesen
Verteilungen wird die extreme Schieflage der Daten durch die grof3en Unter-
schiede zwischen den Medianen, welche beim Schalen 0,04 min und beim
Bewehren sowie Betonieren jeweils 0,03 min betragen, und den Mittelwerten
bekraftigt. Die Standardabweichungen weisen eine Grofle von 1,05 min,
1,07 min und 1,49 min auf.

Die durchschnittliche Geschwindigkeit beinhaltet als Maximum beim Schalen
9 km/h, beim Bewehren10 km/h und beim Betonieren 8 km/h, wahrend das
Minimum aller Tatigkeiten 0 km/h betragt. Die Mediane, welche 5 km/h, 4
km/h und 4 km/h betragen, weichen kaum von den einzelnen Mittelwerten
(4,58 km/h, 4,58 km/h und 4,38 km/h) ab. Die dazugehdrigen Standardabwei-
chungen sind 1,15 km/h, 1,31 km/h und 1,18 km/h.
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Abb. 6-10 Zufalliger Datensatz 4: Verteilung der einzelnen Parameter

Die maximale Geschwindigkeit weist ein einheitliches Minimum von 0 km/h
und einen Maximalwert beim Aufstellen der Schalung von 28 km/h, beim
Verlegen der Bewehrung von 30 km/h und beim Einbringen des Betons von
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24 km/h auf. Der Mittelwert und der Median betragen beim Schalen 8,12
km/h und 8,00 km/h, beim Bewehren 7,54 km/h und 7,00 km/h sowie beim
Betonieren 8,13 km/h und 8,00 km/h. Die dazugehdrigen Standardabwei-
chungen belaufen sich auf 3,13 km/h, 3,49 km/h und 3,44 km/h.

Die deskriptive Statistik des vierten zufallig ausgewahlten Datensatzes wird in
Tabelle 6-23 dargestellt. Weiters verdeutlicht Tabelle 6-24 die dazugehdrige
Analyse der Kategorievariablen. Hierbei ist anzumerken, dass 90 % der Falle
den Abschnitt beinhalten und nur 10 % das Lager. Rund 29 % der Falle
weisen zwischen den Bereichen keine Wegzeiten auf.

Lfd.

a A W N = O

Szt:;t-ws:rlt\: Distanz e D(lf:::acshcsh(i::.n ' GeNsI?:)t(\.w.
[km] [min] [min] [km/h] [km/h]
A B o] D E F

Minimum 0,00 5,00 0,00 0,00 0,00
Maximum 0,54 78,95 13,90 10,00 30,00
Mittelwert 0,09 20,20 0,42 4,55 7,92
Median 0,07 13,68 0,03 4,00 7,50
Standardabweichung 0,08 16,49 1,14 1,21 3,32

Tab. 6-23 Zufalliger Datensatz 4: Deskriptive Statistik

I;::I Auspragung Anzahl Relativer Anteil
0 A B c
1 Out
2 Ja 125 17,08 [%]
3 Nein 607 82,92 [%]
4 Wegzeit
5 kein Weg (Wert = 0) 215 29,37 [%]
6 Geofence
7 Abschnitt 660 90,16 [%]
8 Lager 72 9,84 [%]
9 Bauteil
10 Bodenplatte 79 10,79 [%]
11 Sockel 148 20,22 [%]
12 Wand 369 50,41 [%]
13 Decke 95 12,98 [%]
14 Attika 41 5,60 [%]

Tab. 6-24 Zufalliger Datensatz 4: Analyse der Kategorievariablen

Nach der Beurteilung des Datensatzes folgt wieder die Modellbildung. Hierflr
werden 29 neuronale Netze, welche einen Input-, einen Hidden- sowie einen
Output-Layer aufweisen, trainiert und die dazugehdrige Anzahl der Hidden-
Neuronen durchlauft den Bereich von 2 bis 30. Im Zuge der Validierung wird
abschlielend das Netz mit dem geringsten prozentualen Fehleranteil ausge-
wahlt, wobei das beste Netz des zweiten Datensatzes 4 Hidden-Neuronen
und einen Fehleranteil von 40,91 % besitzt. Die nachfolgende Tabelle 6-13
fasst die falschen Prognosen unter Berlcksichtigung der Trainings- und
Validierungsfalle zusammen.




6.3 Modellbildung durch Begrenzung der Dauer

Bestes Netz: 9 Hidden-Neuronen
Training
Anzahl Falle 586
Falsche Prognosen 33,62 [%]
Validieren
Anzahl Félle 146
Falsche Prognosen 41,10 [%]

Tab. 6-25 Zufalliger Datensatz 4: Bestes Netz

Weiters ist es wichtig, darauf zu achten, wie die falschen Klassifizierungen
auf die einzelnen Tatigkeiten verteilt sind. Die Tabellen 6-26 und 6-27
beinhalten hierfur die Aufteilung der falschen Vorhersagen unter Bertcksich-
tigung von Schalen, Bewehren und Betonieren. Sowohl beim Trainieren als
auch beim Validieren ist sofort ersichtlich, dass die kiinstliche Intelligenz
keinen allgemeingiltigen Zusammenhang gefunden hat, da die Tatigkeit
Betonieren nicht zielfihrend erlernt wurde. Das neuronale Netz teilt fast nur
in Schalen oder Bewehren ein, lediglich einem Fall wird Betonieren
zugeschrieben. Aus diesem Grund ist diese Variante der Modellbildung nicht
einsetzbar.

Lfd. Richtige Vorhersagen Anteil falscher
Nr. Klasse Schalen Bewehren Betonieren Prognosen
0 A B Q D E
1 Schalen 234 47 3 17,61 [%]

2 Bewehren 58 154 1 27,70 [%]
3 Betonieren 47 41 1 98,88 [%]

Tab. 6-26 Zufalliger Datensatz 4: Klassifikationsmatrix Trainieren

Lfd.  Richtige Vorhersagen Anteil falscher
Nr. Klasse Schalen Bewehren Betonieren Prognosen
0 A B E D E
1 Schalen 53 19 0 26,39 [%]
2 Bewehren 15 33 1 32,65 [%]
3 Betonieren 14 11 0 100,00 [%)]

Tab. 6-27 Zufalliger Datensatz 4: Klassifikationsmatrix Validieren

Um die Ergebnisinterpretation des besten neuronalen Netzes aus dem
vierten zufalligen Datensatz abzuschlieRen, wird in Abbildung 6-11 die
Auswirkungsanalyse der einzelnen Parameter gezeigt. Hierbei ist ersichtlich,
dass die kinstliche Intelligenz die Distanz als Leitvariable identifiziert hat.
Dieser Haupteinflussfaktor weist rund 18,7 % auf und liegt mit rund 2,5 %
Vorsprung vor dem Zweitgereihten. Wie auch bei den vorherigen Daten-
satzen liegen bei der Auswirkungsanalyse die Variablen Out und Geofence
mit 5,5 % bzw. 5,0 % an unterster Stelle.
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Auswirkungsanalyse der Variablen

Distanz | 18,65 %
Bauteil [ INEG 16,07 %
Max. Geschw. [ 15,46 %
Daver NG 14,73 %
Durchschn. Geschw. [N 37 %
Wegzeit [N 0.18 %
out I 551 »
Geofence NG 5.04 %

Abb. 6-11 Zufélliger Datensatz 4: Auswirkungsanalyse

6.3.5 Zufallig ausgewahlter Datensatz 5

Die Verteilung der Trainings- und Validierungsfalle des funften und letzten
zufallig zusammengestellten Datensatzes wird in Tabelle 6-28 veranschau-
licht. Insgesamt besteht dieser aus 788 Fallen, wobei 50 % die Tatigkeit
Schalen, 36 % Bewehren und 14 % Betonieren beinhalten.

I;::’ Tatigkeiten Trainingféalle Validierungsfille Gesamt
0 A B © D
1 Schalen 316 78 394
2 Bewehren 227 53 280
3 Betonieren 87 27 114
4 Summe 630 158 788

Tab. 6-28 Zufalliger Datensatz 5: Trainings- und Validierungsfalle

Nachfolgend wird auf die Verteilung der Trainings- und Validierungsfalle einge-
gangen, um potenzielle Bereiche zu identifizieren, in denen keine ausrei-
chende Menge an Daten vorhanden ist, wodurch dort die Prognosegenauigkeit
des Netzes grof’e Abweichungen aufweisen kann. Aus Abbildung 6-12 wird
ersichtlich, dass dies beim vorliegenden Datensatz nicht der Fall ist. Sowohl
die tlrkis eingefarbten Trainingsfalle, als auch die roten Validierungsdaten
weisen in den einzelnen Histogrammen eine zum gefilterten Basisdatensatz
passende Verteilung und keine groraumigen Fehlstellen auf.

Die im Geofence von den Arbeitskraften zurlickgelegte Distanz hat eine
Bandbreite beim Schalen von 0 bis 0,38 km, beim Bewehren von 0 bis 0,37
km und beim Betonieren von 0 bis 0,54 km, wobei rund 24 % der Falle beim
Schalen, 34 % beim Bewehren und 17 % beim Betonieren unter 0,05 km
liegen. Die Mittelwerte der jeweiligen Tatigkeiten betragen 0,10 km, 0,07 km
sowie 0,12 km und die Standardabweichungen weisen in gewohnter Reihen-
folge der Tatigkeiten 0,07 km, 0,05 km und 0,09 km auf.
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Abb. 6-12 Zufalliger Datensatz 5: Verteilung der einzelnen Parameter

Die Verweildauer im Geofence erstreckt sich beim Aufstellen der Schalungs-
elemente Uber einen Bereich von 5,00 bis 77,57 min, beim Verlegen der
Bewehrungseisen von 5,08 bis 76,88 min und beim Betonieren von 5,03 bis
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78,95 min. Hierbei ist anzumerken, dass bei der ersten Tatigkeit 39 %, bei der
zweiten 40 % und bei der letzten 34 % der Falle unter 10 min liegen. Die
dazugehdrigen Mittelwerte betragen jeweils 19,07 min, 18,33 min und 26,70
min. Die abgebildete Schiefe der Verteilung wird durch die Abweichung der
Mediane, welche 12,72 min, 12,98 min und 19,34 min betragen, vom Mittelwert
verdeutlicht. Die jeweiligen Standardabweichungen machen 16,25 min, 14,77
min und 21,15 min aus.

Die Bandbreite der Wegzeit liegt beim Schalen zwischen 0 und 10,77 min,
beim Bewehren zwischen 0 und 37,88 min sowie beim Betonieren zwischen
0 und 13,90 min. Die Mittelwerte betragen unter Beriicksichtigung der
einzelnen Tatigkeiten 0,48 min, 0,44 min und 0,42 min. Auch bei diesen
Verteilungen wird die deutlich auffallende Schieflage der Daten durch die
grollen Unterschiede zwischen den Medianen, welche jeweils 0,03 min,
betragen, und den Mittelwerten bekraftigt. Die Standardabweichungen
weisen eine Grofle von 1,17 min, 2,38 min und 1,49 min auf.

Die durchschnittliche Geschwindigkeit umfasst als Maximum beim Schalen
9 km/h, beim Bewehren 10 km/h sowie beim Betonieren 8 km/h. Das
Minimum aller Tatigkeiten betragt 0 km/h und die Mediane, welche 5 km/h,
5 km/h und 4 km/h ausmachen, weichen nur geringfligig von den einzelnen
Mittelwerten (4,55 km/h, 4,76 km/h und 4,38 km/h) ab. Die dazugehdrigen
Standardabweichungen betragen 1,23 km/h, 1,32 km/h und 1,18 km/h.

Die maximale Geschwindigkeit weist ein einheitliches Minimum von 0 km/h
und einen Maximalwert beim Aufstellen der Schalung von 35 km/h, beim
Verlegen der Bewehrung von 30 km/h und beim Einbringen des Betons von
24 km/h auf. Der Mittelwert und der Median beziffern sich beim Schalen auf
8,21 km/h und 8,00 km/h, beim Bewehren auf 8,09 km/h und 7,50 km/h sowie
beim Betonieren auf 8,13 km/h und 8,00 km/h, wahrend sich die dazugeho-
rigen Standardabweichungen auf 3,44 km/h, 3,58 km/h und 3,44 km/h
belaufen.

Die deskriptive Statistik des flinften zufallig ausgewahlten Datensatzes wird
in Tabelle 6-29 dargestellt. Weiters verdeutlicht Tabelle 6-30 die dazuge-
hdrige Analyse der Kategorievariablen. Hierbei ist ersichtlich, dass 90 % der
Falle den Abschnitt beinhalten und nur 10 % das Lager. Rund 32 % der Falle
weisen zwischen den Bereichen keine Wegzeiten auf.

Lfd.

g A W N = O

Slztr:itlj::: Distanz vEny Wegzeit D?;ch'lshcx."' Geh:,i)r({w.
[km] [min] [min] [km/h] [km/h]
A B c D E F

Minimum 0,00 5,00 0,00 0,00 0,00
Maximum 0,54 78,95 37,88 10,00 35,00
Mittelwert 0,09 19,91 0,46 4,60 8,15
Median 0,08 13,06 0,03 5,00 8,00
Standardabweichung 0,07 16,80 1,74 1,26 3,49

Tab. 6-29 Zufalliger Datensatz 5: Deskriptive Statistik
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I;‘lff Auspragung Anzahl Relativer Anteil
0 A B c
1 Out
2 Ja 137 17,39 [%]
3 Nein 651 82,61 [%]
4 Wegzeit
5 kein Weg (Wert = 0) 250 31,73 [%]
6 Geofence
7 Abschnitt 709 89,97 [%]
8 Lager 79 10,03 [%]
9 Bauteil
10 Bodenplatte 69 8,76 [%]
11 Sockel 168 21,32 [%]
12 Wand 398 50,51 [%]
13 Decke 103 13,07 [%]
14 Attika 50 6,35 [%]

Tab. 6-30 Zufalliger Datensatz 5: Analyse der Kategorievariablen

Nach der Beurteilung des Datensatzes folgt wieder die Modellbildung. Hierflir
werden 29 neuronale Netze, welche jeweils einen Input- , einen Hidden- und
einen Output-Layer aufweisen, trainiert. Die dazugehdérige Anzahl der
Hidden-Neuronen durchlauft hierbei den Bereich von 2 bis 30. Im Zuge der
Validierung wird abschlielend das Netz mit dem geringsten prozentualen
Fehleranteil ausgewahlt, wobei das beste Netz des flnften Datensatzes
12 Hidden-Neuronen und einen Fehleranteil von 43 % besitzt. Die nachfol-
gende Tabelle 6-31 fasst die falschen Prognosen unter Berlicksichtigung der
Trainings- und Validierungsfalle zusammen.

Bestes Netz: 12 Hidden-Neuronen
Training
Anzahl Falle 630
Falsche Prognosen 33,17 [%]
Validieren
Anzahl Félle 158
Falsche Prognosen 43,04 [%]

Tab. 6-31 Zufalliger Datensatz 5: Bestes Netz

Weiters ist es wichtig, darauf zu achten, wie die falschen Klassifizierungen
auf die einzelnen Téatigkeiten verteilt sind. Die Tabellen 6-32 und 6-33
beinhalten hierfur die Aufteilung der falschen Vorhersagen unter Bertcksich-
tigung von Schalen, Bewehren und Betonieren. Im Training schneiden das
Aufstellen der Schalung und das Verlegen der Bewehrung deutlich besser ab
als das Einbringen von Beton. Mit einem Fehleranteil von rund 84 % liegt das
Betonieren weit abgeschlagen an letzter Stelle. Beim Validieren
verschlechtern sich alle drei Tatigkeiten.
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Lfd. Richtige Vorhersagen Anteil falscher
Nr. Klasse Schalen Bewehren Betonieren Prognosen

0 A B c D E

1 Schalen 269 40 7 14,87 [%]

2 Bewehren 87 138 2 39,21 [%]

3 Betonieren 47 26 14 83,91 [%]

Tab. 6-32 Zufélliger Datensatz 5: Klassifikationsmatrix Trainieren

Lfd. Richtige Vorhersagen Anteil falscher
Nr. Klasse Schalen Bewehren Betonieren Prognosen

0 A B c D E

1 Schalen 60 16 2 23,08 [%)]

2 Bewehren 25 27 1 49,06 [%]

3 Betonieren 12 12 3 88,89 [%]

Tab. 6-33 Zufalliger Datensatz 5: Klassifikationsmatrix Validieren

Um die Ergebnisinterpretation des besten neuronalen Netzes aus dem
funften zufalligen Datensatz abzuschlielen, wird nachfolgend die Auswir-
kungsanalyse der einzelnen Parameter in Abbildung 6-13 gezeigt. Hierbei
wird deutlich, dass die kunstliche Intelligenz die durchschnittliche und die
maximale Geschwindigkeit als Leitvariablen identifiziert hat. Die beiden
Haupteinflussfaktoren weisen 17,4 % und 16,3 % auf. Wie auch bei allen
anderen Datensatzen sind bei der Auswirkungsanalyse die Variablen Out und
Geofence an unterster Stelle.

Auswirkungsanalyse der Variablen

Durchschn. Geschw. [HIIININIGNGEGEEEEEEEEE 1740 %
Max. Geschw. |GG 16.30 %
Bauteil [N 14,90 %
Distanz [N 14,84 %
Wegzeit [INIIENEG 14,33 %
Daver [N 13.45 %
out I :.70%
Geofence I 4.08 %

Abb. 6-13 Zufalliger Datensatz 5: Auswirkungsanalyse

6.3.6 Modellvalidierung mittels Testdaten

Um abschlieend die Ubereinstimmungen von Wirklichkeit und Modell zu
Uberprifen sowie einen Vergleich untereinander zu ermdglichen, wird
nachfolgend jedes der finf Modelle am gesamten 5-80min-Datensatz
getestet und die Verteilung der hierfir eingesetzten Falle in Tabelle 6-34
veranschaulicht. Insgesamt besteht dieser aus 2.806 Fallen, wobei 68% die
Tatigkeit Schalen, 28 % Bewehren und 4 % Betonieren beinhalten. Die vorlie-
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gende Aufteilung verdeutlicht nochmals die Wichtigkeit der bei der Modell-
bildung durch eine zuféllige Auswahl herbeigeflihrten Fallreduktion der Tatig-
keiten Schalen und Bewehren.

I;::‘ Tatigkeiten Testfélle
0 A B
1 Schalen 1.894
2 Bewehren 798
3 Betonieren 114
4 Summe 2.806

Tab. 6-34 5-80min-Datensatz: Testfalle

Nachfolgend wird in Abbildung 6-14 die Verteilung der Testfalle gezeigt,
wobei die Gberwiegende Dominanz der Tatigkeit Schalen nicht zu Gbersehen
ist. Weiters zeichnet sich im zwischen 5-80 Minuten eingeschréankten Verweil-
bereich keine klassenspezifische Verteilung der einzelnen Tatigkeiten ab.

Die hierbei im Geofence von einer Arbeitskraft zurickgelegte Distanz weist
eine Bandbreite beim Schalen von 0 bis 0,74 km, beim Bewehren von 0 bis
0,44 km und beim Betonieren von 0 bis 0,54 km auf. Weiters liegen rund
24 % der Falle beim Schalen und 38 % beim Bewehren unter 0,05 km. Beim
Einbringen des Betons belauft sich dieser Anteil auf 17 %. Die Mittelwerte der
jeweiligen Tatigkeiten betragen 0,11 km, 0,07 km und 0,12 km, wobei sich die
Mediane auf 0,08 km, 0,06 km und 0,09 km belaufen. Die dazugehdrigen
Standardabweichungen machen 0,09 km, 0,06 km und 0,09 km aus.

Die Verweildauer im Geofence erstreckt sich beim Aufstellen der Schalungs-
elemente Uber einen Bereich von 5,00 bis 79,78 min, beim Verlegen der
Bewehrung von 5,00 bis 78,98 min und beim Betonieren von 5,03 bis
78,95 min. Auffallend ist hierbei, dass bei der ersten Tatigkeit 41 %, bei der
zweiten 38 % und bei der letzten 34 % der Falle unter 10 min liegen. Die
dazugehdrigen Mittelwerte machen jeweils 19,01 min, 18,98 min und 26,70
min aus. Die in Abbildung 6-14 ersichtliche Schiefe der Verteilung wird auch
durch die Abweichung der Mediane, welche 12,23 min, 13,74 min und 19,34
min betragen, vom Mittelwert hervorgehoben. Die jeweiligen Standardabwei-
chungen ergeben 16,45 min, 15,23 min und 21,15 min.

Die Bandbreiten der Wegzeiten liegen beim Schalen zwischen 0 und
36,73 min, beim Bewehren zwischen 0 und 37,88 min sowie beim Betonieren
zwischen 0 und 13,90 min. Die Mittelwerte betragen unter BerUcksichtigung
der einzelnen Tatigkeiten 0,48 min, 0,40 min und 0,42 min. Auch bei diesen
Verteilungen wird die extreme Schieflage der Daten durch die gro3en Unter-
schiede zwischen den Medianen, welche sich jeweils auf 0,03 min belaufen,
und den Mittelwerten bekraftigt. Die Standardabweichungen weisen eine
Grofe von 1,47 min, 1,64 min und 1,49 min auf.

Die durchschnittliche Geschwindigkeit umfasst als Maximum beim Schalen
10 km/h, beim Bewehren 10 km/h und beim Betonieren 8 km/h, wahrend sich
das Minimum aller Tatigkeiten auf 0 km/h belauft. Die Mediane, welche 5 km/h,
5 km/h und 4 km/h betragen, weichen geringfligig von den einzelnen Mittel-
werten (4,64 km/h, 4,66 km/h und 4,38 km/h) ab. Die dazugehdrigen Standard-
abweichungen beziffern sich mit 1,19 km/h, 1,33 km/h und 1,18 km/h.
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Abb. 6-14 5-80min-Datensatz: Verteilung der einzelnen Parameter

Die maximale Geschwindigkeit weist ein einheitliches Minimum von 0 km/h
und einen Maximalwert beim Aufstellen der Schalung von 35 km/h, beim
Verlegen der Bewehrung von 30 km/h und beim Einbringen des Betons von
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24 km/h auf. Der Mittelwert und der Median betragen beim Schalen
8,34 km/h und 8,00 km/h, beim Bewehren 7,90 km/h und 7,00 km/h und beim
Betonieren 8,13 km/h und 8,00 km/h. Die dazugehdrigen Standardabwei-
chungen belaufen sich auf 3,37 km/h, 3,39 km/h und 3,44 km/h.

Die deskriptive Statistik des Testdatensatzes wird in Tabelle 6-35 dargestellt.
Vergleichend mit den dazugehdrigen Tabellen 6-6, 6-11, 6-17, 6-23 und 6-29 der
einzelnen zufallig ausgewahlten Trainings- und Validierungsfallen ist festzu-
stellen, dass die Test-Bandbreite der Distanz nur in Datensatz 1 abgedeckt wird.
Das Maximum der Ubrigen liegt bei rund 0,55 km, wohingegen die Spektren der
Dauern kaum voneinander abweichen, was auf die gleichverteilte Auswahl
zurlickzuflihren ist. Bei den Wegzeiten liegt das Maximum im Testdatensatz bei
37,88 min und ist nur mit jenem aus Datensatz 5 ident. Der Maximalwert der
Ubrigen liegt bei 13,90 min. Die durchschnittliche sowie die maximale Geschwin-
digkeit decken sich in deren Bandbreiten hingegen sehr gut.

Tabelle 6-36 verdeutlicht die dazugehoérige Analyse der Kategorievariablen.
Hierbei ist ersichtlich, dass 90 % der Falle den Abschnitt beinhalten und nur
10 % das Lager. Rund 29 % der Daten weisen zwischen den Bereichen keine
Wegzeiten auf. Im Vergleich zu den Verteilungen der zufallig ausgewahlten
Datensatze (Tabelle 6-5, 6-12, 6-18, 6-24 und 6-30) ist keine auffallende
Abweichung festzustellen.

Lfd.

a A W N =2~ O

Statistische Distanz Dauer Weggzeit Dg;csl::shcx.n. GeNsI?:tw.
Kennwerte [km] [min] [min] [km/h] [km/h]
A B c D E F

Minimum 0,00 5,00 0,00 0,00 0,00
Maximum 0,74 79,78 37,88 10,00 35,00
Mittelwert 0,10 19,32 0,46 4,63 8,21
Median 0,07 12,68 0,03 5,00 8,00
Standardabweichung 0,08 16,40 1,52 1,23 3,39

Tab. 6-35 5-80min-Datensatz: Deskriptive Statistik

I;I:‘ Auspragung Anzahl Relativer Anteil
0 A B ©
1 Out
2 Ja 499 17,78 [%]
3 Nein 2.307 82,22 [%]
4 Wegzeit
5 kein Weg (Wert = 0) 809 28,83 [%]
6 Geofence
7 Abschnitt 2.525 89,99 [%]
8 Lager 281 10,01 [%]
9 Bauteil
10 Bodenplatte 228 8,13 [%]
1 Sockel 534 19,03 [%]
12 Wand 1.411 50,29 [%]
13 Decke 466 16,61 [%]
14 Attika 167 5,95 [%]

Tab. 6-36 5-80min-Datensatz: Analyse der Kategorievariablen
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Um die beste Abbildung der Wirklichkeit auszuwahlen, gilt es, den Fehleranteil
falscher Prognosen innerhalb der Testdaten miteinander zu vergleichen. Hierfur
wird nachfolgend Abbildung 6-15 gezeigt, welche neben dem prozentualen
Anteil falscher Vorhersagen der Testdaten auch die der Validierungsfalle
beinhaltet. Rasch ist hieraus ersichtlich, dass aufgrund der geringen Abwei-
chungen innerhalb der Testdaten — Schwankungsbereich zwischen 32-35 % —
kein eindeutiger Gewinner heraussticht. Auch die bei der Netzauswahl einge-
setzten Validierungsfélle weisen nur kleine Unterschiede zwischen 40-43 % auf.

Prozentualer Anteil der falschen Prognosen
der Validierungs- und Testdaten

50%
_43"/ 43%
41w 40% 41% >
= 40%
= o 35% 35%
s " 32% 33%
2 30%
c L
(2]
o
o L
o 20%
2 L
3}
0
© L
W 10%
0%
Datensatz 1 Datensatz 2 Datensatz 3 Datensatz 4 Datensatz 5
—Validierungsdaten — Testdaten

Abb. 6-15 5-80min-Datensatz: Prozentualer Anteil der falschen Prognosen
in Abhangigkeit der einzelnen Datensatze

Prozentueller Fehleranteil der einzelnen Tétigkeiten
im Testdatensatz
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Abb. 6-16 5-80min-Datensatz: Prozentualer Anteil der falschen Prognosen
in Abhangigkeit der Tatigkeiten innerhalb der einzelnen Datensatze
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Neben der Gesamtbetrachtung missen auch die falschen Vorhersagen
innerhalb der einzelnen Tatigkeitsklassen der Testdaten beurteilt werden.
Abbildung 6-16 veranschaulicht diese, wobei sofort ersichtlich wird, dass die
kunstliche Intelligenz, welche mittels Datensatz 1 trainiert wurde, am besten
abschneidet. Vor allem die Klassifikation aus den Modellen 2,3 und 4 ist fur
jegliche Anwendung ungeeignet, da die Tatigkeit Betonieren nicht erkannt wird.
Das in der Grafik abgebildete Ergebnis verdeutlicht nochmals sehr gut, welche
Wichtigkeit diese Analyse besitzt. Wirden die Fehler der einzelnen Tatigkeiten
nicht beriicksichtigt werden und die Auswahl des Netzes nur auf dem Gesamt-
Fehler basieren, ware eine kunstliche Intelligenz ausgewahlt worden, welche
zwar mit drei Klassen trainiert wurde, aber nur zwei davon erkennen kann.

Auf Basis der Auswertung ist schlussfolgernd festzustellen, dass das
neuronale Netz aus Datensatz 1, welches 24 Neuronen in dem Hidden-Layer
aufweist, die Wirklichkeit am besten abbildet. Mit einem prozentualen Testfeh-
leranteil von 33 % stellt es jedoch kein flur die Praxis verwendbares Prognose-
modell dar. Aus diesem Grund wird nach dem abschlieRenden Vergleich der
einzelnen Auswirkungsanalysen eine auf die neuen Erkenntnisse aufbauende
Modellbildung vorgestellt.

Tabelle 6-37 veranschaulicht den prozentualen Einfluss der einzelnen
Variablen, wobei die Reihung der Eintrage auf Basis von Datensatz 1 geschieht.
Auffallend ist hierbei, dass der Geofence sowie Out immer die letzten zwei
Platze und die Distanz am &ftersten Rang 1 belegen. Die maximale Geschwin-
digkeit ist nur im ersten Datensatz auf Platz eins, bei den anderen ist sie auf
Rang 2 oder 3 anzutreffen. Weiters wird beim ausgewahlten Modell die durch-
schnittliche Geschwindigkeit gegenliber den Datensatzen 2, 3 und 4 deutlich
besser eingestuft, daflir schneidet im Vergleich die Variable Bauteil schlechter
ab. Dauer und Wegzeit liegen bei allen Varianten im unteren Mittelfeld.

Lfd.
Nr.

o

0 N o g b~ W N -

Datensatz 1 Datensatz2 Datensatz 3 Datensatz 4 Datensatz 5
Parameter - - - - -
Rang Auswirkung Rang Auswirkung Rang Auswirkung Rang Auswirkung Rang Auswirkung

A B o] D E F G H | J K
Max. Geschw. 1 15,61 [%] 3 14,32 [%] 2 18,58 [%] 3 15,46 [%] 2 16,30 [%]
Distanz 2 15,55 [%] 1 17,24 [%] 1 18,75 [%] 1 18,65 [%] 4 14,84 [%]
Durchschn. Geschw. 3 15,28 [%] 6 13,10 [%] 6 9,53 [%] 5 14,37 [%] 1 17,40 [%]
Wegzeit 4 14,57 [%] 4 13,98 [%] 5 10,28 [%] 6 10,18 [%] 5 14,33 [%]
Bauteil 5 14,21 [%] 2 17,19 [%] 3 18,46 [%] 2 16,07 [%] 3 14,90 [%]
Dauer 6 13,51 [%] 5 13,79 [%] 4 14,26 [%] 4 14,73 [%] 6 13,45 [%]
Geofence 7 6,09 [%] 8 4,90 [%] 7 7,65 [%] 8 5,04 [%] 8 4,08 [%]
Out 8 5,17 [%] 7 5,50 [%] 8 2,49 [%] 7 5,51 [%] 7 4,70 [%]

Tab. 6-37 5-80min-Datensatz: Vergleich der Auswirkungsanalyse

Zusammenfassend ist festzuhalten, dass Datensatz 1 das beste Modell hervor-
gebracht hat, dieses jedoch nicht zufriedenstellend ist. Einen Grund hierfir
stellen die sehr ahnlichen Verteilungen der Variablen unter Berticksichtigung der
einzelnen Tatigkeiten untereinander dar (Abbildung 6-14). Weiters erschweren
die Ungleichheit der Fallanzahl je Tatigkeit und die grof3e Menge kurzer Dauern
das Finden eines allgemeinen Zusammenhanges. Dies ist auch aus dem Rang
der Verweildauer, welche zwischen Platz 4 und 6 liegt, abzulesen. Nachfolgend
wird diesen Herausforderungen mit einer neuen Modellbildung entgegengewirkt,
bei der Dauern aufsummiert werden, damit tatigkeitstypische Bewegungsmuster
besser erkannt werden kénnen.
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6.4 Modellbildung basierend auf Abbruchkriterien

Auf Basis baubetrieblicher und ortungstechnischer Uberlegungen sollte die
Dauer bei der Klassifizierung der Tatigkeiten eine ahnlich wichtige Rolle
spielen wie die zurickgelegte Distanz. Erst aus der Kombination dieser
beiden Variablen ist es mdglich, zu beurteilen, ob 300 Meter in einem
Geofence viel oder wenig sind. Wird diese Strecke beispielsweise von einer
Arbeitskraft innerhalb von 5 Minuten bewaltigt, handelt es sich hierbei um
eine bewegungsaktive Tatigkeit. Wird diese Distanz innerhalb einer Stunde
zurlckgelegt, ist die Fachkraft sehr lokal gebunden. Weiters spielt es fur das
Erkennen von tatigkeitstypischen Verhaltensmustern eine wichtige Rolle,
dass eine ausreichende Verweildauer — nicht nur wenige Minuten — vorliegt.

Die Auswirkungsanalysen der vorherigen Modellbildungen zeigen, dass die
kunstliche Intelligenz die soeben beschriebene Uberlegung nicht beriick-
sichtigt. Zudem wird den Lageraufenthalten (Variable Geofence) und den
Wegen (Variable Out) in keinen der Analysen Bedeutung zugemessen.
Ebenso erschwert die Uberwiegende Anzahl an Fallen, welche nur eine
Dauer zwischen 5-10 Minuten aufweisen, das Erstellen zuverlassiger Vorher-
sagen. Um diesen Phanomenen entgegenzuwirken, werden bei der nachfol-
genden Modellerstellung hintereinanderliegende Falle so lange aufsummiert,
bis die Dauern eine gewisse Zeitgrenze erreichen oder Uberschreiten.
Hierbei stellen die Abbruchkriterien, 10, 20 und 30 Minuten, die Basis fur das
Zusammenstellen der neuen drei Datensatze dar, anhand derer in weiterer
Folge die neuronalen Netze trainiert und validiert werden. Damit sich das
Ungleichgewicht der tatigkeitsbezogenen Falle weniger auf das Prognoseer-
gebnis auswirkt, werden wiederum die Schalungs- und Bewehrungsfalle
zufallig ausgewahlt. An dieser Stelle ist anzumerken, dass die Unterschiede
der einzelnen prozentualen Anteile im Vergleich zu den vorherigen zufalligen
Datensatzen 1-5 noch starker reduziert werden. Dies soll vor allem dem
UbermaRigen Erlernen der Tatigkeit Schalen entgegenwirken.

Die Grundlage der neuen Datenaufbereitung bildet der Basisdatensatz.
Ausgehend von diesem werden die einzelnen hintereinanderliegenden Falle,
welche nach der Uhrzeit sortiert sind, miteinander in Verbindung gebracht,
wenn sie vom selben Gadget, am selben Tag, mit identer Tatigkeit und am
selben Bauteil stattgefunden haben. Ist dies der Fall, werden die aufeinander
folgenden Falle so lange miteinander kombiniert, bis das jeweilige Abbruch-
kriterium (10, 20 der 30 Minuten) erreicht oder Uberschritten ist. Hierbei
werden die einzelnen Dauern und Distanzen aufsummiert, die Anzahl der
Lagerbesuche sowie der Wege aulderhalb des Geofence gezahlt und die
nach der Zeit gewichtete durchschnittliche Geschwindigkeit sowie die
maximale Geschwindigkeit ermittelt.

Nachfolgend wird auf die drei Datensatze, welche die Abbruchkriterien von
10, 20 und 30 Minuten beinhalten, und die darauf aufbauende Modellbildung
eingegangen. Um die jeweiligen Auswirkungen dieser drei Kriterien besser
zu verdeutlichen, weist die zu Beginn der kommenden Abschnitte verfasste
Datenanalyse immer Vergleiche zum vorherigen Datensatz auf. Weiters ist es
wichtig, hervorzuheben, dass die kinstliche Intelligenz nicht auf Basis der
jeweiligen gesamten Falle Zusammenhange zu finden versucht, sondern als
Grundlage die zuféllig daraus ausgewahlten Schalungs- und Bewehrungs-
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sowie alle Betoniereintrage dienen. Die abschlielende Modellvalidierung
erfolgt wieder mit dem Testdatensatz, welcher samtliche Falle beinhaltet.

Diese Vorgehensweise wurde deshalb gewahlt, um die stark voneinander
abweichenden Fallanzahlen der Tatigkeiten Schalen, Bewehren und
Betonieren auszugleichen. Somit wird jeweils fur die drei Abbruchkritierien
ein Subdatensatz erstellt, welcher die ausgewahlten Falle beinhaltet und
dadurch die Grundlage fur das Trainieren und Validieren (Fallaufteilung von
80:20) liefert. Zusatzlich werden je Subdatensatz finf verschiedene,
ebenfalls zufallig gewahlte Einteilungen von Trainings- und Validierungsfallen
untersucht, um deren Einfluss auf das Prognoseergebnis festzustellen. Diese
funf Varianten werden jeweils am Ende des Abschnitts vergleichend darge-
stellt, wobei zuvor im Flie3text nur das neuronale Netz mit dem geringsten
Fehleranteil naher beleuchtet wird. Nachdem diese Vorgehensweise flr alle
drei Datensatze in den jeweiligen Unterpunkten beschrieben worden ist, wird
abschlie3end ein Vergleich zwischen den drei besten Ergebnissen prasen-
tiert, um das zielfiGhrendste Abbruchkriterium zu bestimmen.

6.4.1 Subdatensatz mit 10-miniitigem Abbruchkriterium

Der erste Subdatensatz, welcher 841 Zeilen aufweist, beinhaltet die zufallig
ausgewahlten Schalungs- und Bewehrungsfalle aus der Modellbildung
basierend auf dem 10-minutigen Abbruchkriterium sowie alle dazugehdrigen
Betoniereintrage. Insgesamt werden hieraus funf Varianten aus unterschied-
lichen Trainings- und Validierungsdaten erstellt, welche die Ausgangsbasis fur
die Prognosemodelle darstellen. Tabelle 6-38 zeigt fir Variante 4, welche den
geringsten Fehlerwert (siehe Abschnitt 6.4.2) aufweist, die Aufteilung der
einzelnen Tatigkeiten. Hierbei wurde darauf geachtet, dass die Abweichungen
der einzelnen Fallanzahlen von Schalen, Bewehren und Betonieren im
Vergleich zur vorherigen Modellbildung minimiert werden, damit vor allem der
Schaleinfluss aufgrund seiner mengenmaBigen Uberlegenheit reduziert wird.
Das Aufstellen der Schalung deckt 39 %, das Verlegen der Bewehrung 35 %
und das Einbringen des Betons 26 % der Falle ab. Die Aufteilung zwischen
Trainings- und Validierungsdaten betragt bei allen Tatigkeiten rund 80:20.

I;I:' Tatigkeiten Trainingsfille Validierungsfille Gesamt
0 A B c D
1 Schalen 265 65 330
2 Bewehren 240 52 292
3 Betonieren 168 51 219
4 Summe 673 168 841

Tab. 6-38 Subdatensatz 1: Fallanzahl der einzelnen Tatigkeiten (Variante 4)

Neben dem Anteil der einzelnen Tatigkeiten gilt es, auch die Verteilung der
Variablen naher zu analysieren. Zu den Inputparametern zahlen Distanz,
Dauer, Anzahl der Wege, Anzahl der Lagerbesuche, durchschnittliche und
maximale Geschwindigkeit sowie die Art des Bauteils. Um einen Eindruck
von der Datenlage zu bekommen, zeigen Abbildung 6-17 und Abbildung 6-18
die Verteilung der jeweiligen Parameter in Abhangigkeit von Schalen,
Bewehren und Betonieren. Die Trainingsfalle sind hierbei tlrkis und die
Validierungsfalle rot eingefarbt.
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Verwendung: . Validieren . Trainieren

Abb. 6-17 Subdatensatz 1: Verteilung der Parameter
in Abhangigkeit von Schalen, Bewehren und Betonieren

Der Vergleich der einzelnen Histogramme zeigt, dass sich Schalen nicht mehr
durch eine Uberdurchschnittliche Fallanzahl hervorhebt. Im Gegensatz zum
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Basisdatensatz reduziert das Aufsummieren hintereinanderliegender Eintrage
die Fallanzahl und verschiebt die Haufigkeitsverteilungen nach oben. Eine
offensichtliche Abgrenzung der Klassen untereinander ergibt sich jedoch nicht.
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Abb. 6-18 Subdatensatz 1: Verteilung der Parameter
in Abhangigkeit von Schalen, Bewehren und Betonieren

Die Distanz, welche die Arbeitskrafte im Geofence zuriicklegen, hat eine
Bandbreite beim Schalen von 0 bis 0,93 km, beim Bewehren von O bis
0,76 km und beim Betonieren von 0 bis 0,74 km. Die Mittelwerte der jewei-
ligen Tatigkeiten beziffern sich auf 0,20 km, 0,13 km und 0,18 km, wobei die
dazugehdrigen Mediane 0,17 km, 0,10 km und 0,15 km betragen. Die
Standardabweichungen weisen in gewohnter Reihenfolge der Tatigkeiten
0,14 km, 0,10 km und 0,14 km auf.

Die Verweildauer im Geofence erstreckt sich beim Schalen von 1,23 bis 172,84
min, beim Bewehren von 7,34 bis 199,00 min und beim Betonieren von 0,73
bis 174,23 min, wahrend die dazugehdrigen Mittelwerte 25,36 min, 28,49 min
und 31,83 min betragen. Die abgebildete Schiefe der Verteilung wird wiederum
durch die Abweichung der Mediane, welche sich auf 15,65 min, 18,54 min und
22,19 min belaufen, vom Mittelwert verdeutlicht. Die jeweiligen Standardabwei-
chungen machen 22,86 min, 27,65 min und 26,73 min aus.

Die Anzahl der Lagerbesuche wahrend der dazugehdérigen Dauer im Geofence
liegt beim Schalen zwischen 0 und 47, beim Bewehren zwischen 0 und 11
sowie beim Betonieren zwischen 0 und 6. Die Mittelwerte betragen unter
Berucksichtigung der einzelnen Tatigkeiten 4,00, 2,54 und 0,91 Besuche. Die
Mediane belaufen sich beim Schalen und Bewehren auf 2 Lagerbesuche und
beim Betonieren auf einen. Die Standardabweichungen weisen eine Grée von
5,00, 2,00 sowie 1,17 auf. Bei der Analyse dieses Parameters wird ersichtlich,
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dass vor allem das Aufstellen der Schalung mit vielen Lagerbesuchen
verbunden ist.

Neben den Lagerarbeiten wird auch die Anzahl der auRerhalb vom Geofence
zuruckgelegten Wege aufsummiert. Ein Weg ist dadurch charakterisiert, dass
zwischen dem Verlassen des letzten Geofence und dem Betreten des
nachsten — beispielsweise vom Baufeld zum Container — ein Zeitfenster
entsteht, welches mit einem Weg gleichzusetzten ist. Die Summe der Wege
beinhaltet somit die gesamte Anzahl der Strecken, die von der Fachkraft
aulerhalb des Geofence zurlickgelegt werden. An dieser Stelle ist aber hervor-
zuheben, dass nicht jeder Lagerbesuch einen davor zurlickgelegten Weg als
Voraussetzung hat. In manchen Bereichen liegen die beiden Geofence-Zaune
so dicht aneinander, sodass keine Wegzeiten gemessen werden.

Das Spektrum der Anzahl der Wege erstreckt sich beim Schalen von 0 bis 12
Wege, beim Verlegen der Bewehrung von 0 bis 13 und beim Einbringen des
Betons von 0 bis 3. Die jeweiligen Mittelwerte betragen 2,22, 1,39 und 0,42
Wege, wobei sich die Mediane auf 2, 1 und 0 beziffern. Auch bei dieser
Variablen ist zu erkennen, dass die Schalarbeiten im Vergleich zu den
anderen Tatigkeiten bewegungsintensiver sind. Die Standardabweichungen
machen 2,36, 1,49 und 0,62 Wege aus.

Die durchschnittliche Geschwindigkeit verlauft beim Schalen zwischen 1,85
und 8 km/h, beim Bewehren zwischen 0 und 7,76 km/h sowie beim
Betonieren zwischen 0 und 8 km/h. Die Mittelwerte, welche 4,78 km/h,
4,67 km/h und 4,4 km/h ausmachen, weichen nur geringfligig von den
einzelnen Medianen (4,82 km/h, 4,96 km/h und 4,21 km/h) ab. Die dazugeho-
rigen Standardabweichungen sind 1,00 km/h, 1,08 km/h und 1,11 km/h.

Die maximale Geschwindigkeit erstreckt sich beim Aufstellen der Schalung
Uber eine Bandbreite von 3 bis 28 km/h, beim Verlegen der Bewehrung von 0
bis 21 km/h und beim Einbringen des Betons von 0 bis 24 km/h. Der
Mittelwert und der Median beziffern sich beim Schalen auf 10,27 km/h und
9,00 km/h, beim Bewehren auf 9,07 km/h und 9 km/h sowie beim Betonieren
auf 9,05 km/h und 8,00 km/h. Die dazugehdrigen Standardabweichungen
belaufen sich auf 3,86 km/h, 3,37 km/h und 3,73 km/h.

Lfd. Statistische Distanz  Dauer "I\_';Zaer:l Awn:;:I D(t;l::st:;shc‘:,\.n. GeNsli)r(;w.
Nr. Kennwerte .
[km] [min] [ [ [km/h] [km/h]
0 A B c D E F G
1 Minimum 0,00 0,73 0,00 0,00 0,00 0,00
2 Maximum 0,93 199,00 47,00 13,00 8,00 28,00
3 Mittelwert 0,17 28,13 2,69 1,46 4,64 9,54
4 Median 0,14 17,87 2,00 1,00 4,76 9,00
5 Standardabweichung 0,13 25,75 3,61 1,89 1,07 3,71

Tab. 6-39 Subdatensatz 1: Deskriptive Statistik

Um einen Uberblick tiber die Bandbreite des gesamten ersten Subdatensatzes
zu geben, wird Tabelle 6-39 angeflihrt. Dabei ist zu erkennen, dass vor allem bei
der Dauer der Mittelwert vom Median stark abweicht, was auf die deutlich
Uberlegene Menge an kirzeren Eintragen (unter 20 Minuten) zurtickzufihren ist.

Neben den numerischen Parametern gilt es, auch die unterschiedlichen
Bauteiltypen zu analysieren. Tabelle 6-40 fasst die Verteilung innerhalb
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dieser zusammen. Mit 46 % Uberwiegen die Wande deutlich, wobei der
Sockel mit 22 %, die Decke mit 17 % und die Bodenplatte mit 10 % im
Mittelfeld liegen. Die Attika hingegen ist nur mit 5 % vertreten.

Lfd.
Nr.

o o A W N =~ O

Auspriagung Anzahl Relativer Anteil
A B
Bauteil
Bodenplatte 86 10,23 [%]
Sockel 186 22,12 [%]
Wand 386 45,90 [%]
Decke 141 16,77 [%]
Attika 42 4,99 [%]

Tab. 6-40 Subdatensatz 1: Auswertung der Kategorievariablen

Der soeben vorgestellte Datensatz wird nachfolgend als Basis flir die Modell-
bildung herangezogen. Hierfir gilt es, zunachst die Trainings- und Validie-
rungsfalle im Verhaltnis von 80:20 zuzuweisen und anschliefend die kinst-
liche Intelligenz zu trainieren, wobei alle sieben Parameter als Inputvariable
bericksichtigt werden. Um eine bessere Vergleichbarkeit zu gewahrleisten,
werden wie bei den vorherigen Modellen zwischen 2 und 30 Hidden-
Neuronen in einem Layer eingesetzt und abschlielend anhand der Validie-
rungsdaten das beste neuronale Netz ausgesucht. Damit der Einfluss der zu
Beginn festgelegten Trainingsdaten besser beurteilt werden kann, wird der
gesamte Prozess insgesamt finf Mal durchgeflhrt und die Ergebnisse der
einzelnen Varianten einander gegenuber gestellt.

Hierbei erzielt Variante 4 mit einem neuronalen Netz, welches 30 Hidden-
Neuronen und beim Validieren einen Fehleranteil von 29 % aufweist, das
beste Resultat. Die nachfolgende Tabelle 6-41 fasst die falschen Prognosen
unter Bertcksichtigung von Trainings- und Validierungsfallen zusammen.

Bestes Netz: 30 Hidden-Neuronen
Training
Anzahl Félle 673
Falsche Prognosen 17,38 [%]
Validieren
Anzahl Félle 168
Falsche Prognosen 28,57 [%]

Tab. 6-41 Subdatensatz 1: Bestes Netz

0

1
2
3

Lfd.
Nr.

Richtige Vorhersagen
Klasse Schalen Bewehren Betonieren
A B o] D
Schalen 222 34 9
Bewehren 37 196 7
Betonieren 13 17 138

Anteil falscher

Progn
E

16,23 [%]
18,33 [%)]
17,86 [%]

osen

Tab. 6-42 Subdatensatz 1: Klassifikationsmatrix Trainieren
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Die Tabellen 6-42 und 6-43 beinhalten die Aufteilung der falschen Vorher-
sagen unter Berucksichtigung der einzelnen Tatigkeiten. Beim Training
schneiden Schalen, Bewehren und Betonieren in einem Bereich zwischen 16
und 18 % sehr ahnlich ab. Beim Validieren verschlechtern sich alle drei Tatig-
keiten, wobei besonders das Bewehren mit einem 38-prozentigen
Fehleranteil auffallend hervorsticht.

Lfd.  Richtige Vorhersagen Anteil falscher
Nr. Klasse Schalen Bewehren Betonieren Prognosen

0 A B c D E

1 Schalen 48 12 5 26,15 [%]

2 Bewehren 16 32 4 38,46 [%]

3 Betonieren 5 6 40 21,57 [%]

Tab. 6-43 Subdatensatz 1: Klassifikationsmatrix Validieren

Abbildung 6-19 verkoérpert die Auswirkungsanalyse der einzelnen Parameter.
Hierbei ist erkennbar, dass die kunstliche Intelligenz keine eindeutige Leitva-
riable identifiziert hat. Die Distanz (16,08 %) liegt zwar an erster Stelle,
jedoch dicht gefolgt von der durchschnittichen Geschwindigkeit (15,67 %)
und der Anzahl der Lagerbesuche (15,63 %). Dem Parameter Bauteil wird
die geringste Bedeutung (11,39 %) zugemessen.

Auswirkungsanalyse der Variablen

Distanz | 16.08 %
Durchschn. Geschw. [[NNNENEGEGEGEEEEEEE 56
Anzahl Lager | .63 %
Dauer | 1445 %
Anzahl Wege | 1557 %
Max. Geschw. | 12,91 %
Bauteil | 100 %

Abb. 6-19 Subdatensatz 1: Auswirkungsanalyse

6.4.2 Modellvalidierung des 10-miniitigen Abbruchkriteriums
mittels der Testdaten

Fir die Uberpriifung der Anhlichkeit zwischen Modellbildung und Wirklichkeit
werden alle Netze anhand eines Testdatensatzes beurteilt. Dieser beinhaltet
samtliche Falle, welche aus der Modellbildung basierend auf dem 10-minttigen
Abbruchkriterium stammen.

Um die Testergebnisse besser nachzuvollziehen zu kénnen, wird dieser
Datensatz nachfolgend néher beleuchtet. Insgesamt beinhaltet er 4.978 Falle,
wobei die genauere Aufteilung mit Berlcksichtigung der einzelnen Tatigkeiten
in Tabelle 6-44 ersichtlich ist.
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';j:'_' Titigkeit ~ Testflle
0 A B
1 Schalen 3.442
2 Bewehren 1.317
3 Betonieren 219
4 Summe 4.978

Tab. 6-44 Testdatensatz 1: Fallanzahl der einzelnen Téatigkeiten

Die Abbildungen 6-20 und 6-21 stellen die Verteilungen der Variablen Distanz,
Dauer, Anzahl Lager sowie Wege, durchschnittliche und maximale Geschwin-
digkeit der Testfalle (gesamter 10-minltiger Datensatz) dar. Ein typisches
Merkmal fiir eine Klassifizierung wie bei Subdatensatz 1 ist nicht zu erkennen,
die Uberlegenheit der schalungsspezifischen Falle sticht jedoch hervor.

Die Distanz weist eine Bandbreite beim Schalen von 0 bis 1,02 km, beim
Bewehren von 0 bis 1,01 km sowie beim Betonieren von 0 bis 0,74 km auf und
die dazugehdrigen Mittelwerte betragen 0,20 km, 0,14 km und 0,18 km, wobei
sich die Mediane auf 0,16 km, 0,11 km und 0,15 km belaufen. Die Standardab-
weichungen weisen in selbiger Reihenfolge der Tatigkeiten 0,14 km, 0,12 km
und 0,14 km auf.

Die Dauer umspannt beim Schalen eine Bandbreite von 0,78 bis 191,17 min,
beim Bewehren von 0,62 bis 199,00 min und beim Betonieren von 0,73 bis
174,23 min. Die dazugehdrigen Mittelwerte beziffern sich auf 25,51 min, 27,54
min sowie 31,83 min und die Mediane, welche sich auf 15,97 min, 17,77 min
und 22,19 min belaufen, weichen wie bei Subdatensatz 1 deutlich von den
Mittelwerten ab. Die Standardabweichungen machen 23,87 min, 25,99 min und
26,73 min aus.

Die Anzahl der Lageraufenthalte liegt beim Schalen zwischen 0 und 47, beim
Bewehren zwischen 0 und 15 sowie beim Betonieren zwischen 0 und 6. Die
Mittelwerte je Tatigkeit betragen 3,52, 2,58 und 0,91 Betretungen des Lagers.
Die Mediane belaufen sich beim Hantieren mit der Schalung und beim Verlegen
der Bewehrung auf 2 Lagerbesuche sowie beim Betonieren auf einen, wahrend
die Standardabweichungen eine Grolke von 3,98, 2,21 und 1,17 aufweisen.
Auch bei Betrachtung des gesamten Datensatzes wird ersichtlich, dass vor
allem das Aufstellen der Schalung mit vielen Lagerbesuchen verbunden ist.

Die Bandbreite der Anzahl der Wege erstreckt sich beim Schalen sowie beim
Bewehren auf 0 bis 14 und beim Einbringen des Betons auf 0 bis 3. Die jewei-
ligen Mittelwerte belaufen sich auf 1,90, 1,36 und 0,42 Wege, wobei die
Mediane 1, 1 und 0 ausmachen. Die dazugehorigen Standardabweichungen
betragen 2,00, 1,53 und 0,62 Wege.

Die durchschnittliche Geschwindigkeit liegt beim Schalen und Bewehren in
einem Bereich zwischen 0 und 10 km/h, sowie beim Betonieren in einer
Bandbreite zwischen 0 und 8 km/h. Die Mittelwerte, welche 4,72 km/h,
4,71 km/h und 4,40 km/h betragen, weichen nur geringfligig von den einzelnen
Medianen (4,90 km/h, 4,94 km/h und 4,21 km/h) ab und die dazugehdrigen
Standardabweichungen belaufen sich auf 1,11 km/h, 1,18 km/h und 1,11 km/h.

Die maximale Geschwindigkeit deckt bei den Schalarbeiten eine Bandbreite
von 0 bis 35 km/h, beim Verlegen der Bewehrung von 0 bis 30 km/h und beim
Einbringen des Betons von 0 bis 24 km/h ab. Der Mittelwert und der Median
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machen beim Schalen 10,18 km/h und 10,00 km/h, beim Bewehren 9,48 km/h
und 9 km/h sowie beim Betonieren 9,05 km/h und 8,00 km/h aus. Die Standard-
abweichungen belaufen sich auf 3,84 km/h, 3,90 km/h und 4,11 km/h.

Haufigkeit

Haufigkeit

Haufigkeit
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Abb. 6-20 Testdatensatz 1: Verteilung der Parameter
in Abhangigkeit von Schalen, Bewehren und Betonieren
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Abb. 6-21 Testdatensatz 1: Verteilung der Parameter
in Abhangigkeit von Schalen, Bewehren und Betonieren

Um einen Uberblick Uber die gesamte Bandbreite des Testdatensatzes zu geben
und damit diese mit der des Subdatensatzes (Tabelle 6-39) verglichen werden
kann, wird Tabelle 6-45 angefiihrt. Die direkte Gegenuberstellung ergibt, dass
keine deutliche Diskrepanz innerhalb der jeweiligen Bandbreiten zu erkennen ist.
Somit wird das Modell nicht in jenem Wertebereich getestet, in dem das neuro-
nalen Netz keine Daten fur den Trainingsprozess zur Verfigung hat. Erwahnens-
werte kleinere Abweichungen sind nur bei der Geschwindigkeit zu identifizieren.
Bei der durchschnittlichen Geschwindigkeit betragt das Maximum im Subda-
tensatz 8 km/h und im Testdatensatz 10 km/h, bei der maximalen Geschwin-
digkeit belaufen sich diese beiden Werte auf 28 km/h und 35 km/h.

Selbiges gilt es auch bei der Verteilung der Bauteile, welche in Tabelle 6-46
gezeigt werden, zu analysieren. Wie vorhin sind auch bei diesem Vergleich mit
Tabelle 6-40 keine Abweichungen, welche einen Einfluss auf die Anwend-
barkeit des neuronalen Netzes haben, festzustellen.

L. . Anzahl Anzahl Durchschn. Max.
I;I:’ Sé::it‘:vs::: DIELETR | L2 Lager Wege Geschw. Geschw.

[km] [min] [] [] [km/h] [km/h] i

0 A B © D E F G 2

1 Minimum 0,00 0,62 0,00 0,00 0,00 0,00 §

2 Maximum 1,02 199,00 47,00 14,00 10,00 35,00 E é
3 Mittelwert 0,18 26,32 3,16 1,69 4,70 9,94 é
4 Median 0,15 16,59 2,00 1,00 4,89 9,00 E§
5 Standardabweichung 0,14 24,63 3,56 1,88 1,13 3,85 %
Tab. 6-45 Testdatensatz 1: Deskriptive Statistik | |§
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I;I:’ Auspragung Anzahl Relativer Anteil

0 A B c

1 Bauteil

2 Bodenplatte 358 7,19 [%]

3 Sockel 837 16,81 [%]

4 Wand 2.488 49,98 [%]

5 Decke 1.004 20,17 [%]

6 Attika 291 5,85 [%]

Tab. 6-46 Testdatensatz 1: Auswertung der Kategorievariablen

Abbildung 6-22 verdeutlicht, dass Variante 4 bei der Uberprifung der
Ubereinstimmung von Wirklichkeit und Modell mit 38 % am besten
abschneidet. Auch das Fehlerminimum der Validierungsfalle (29%) ist bei
dieser zu finden.

Weiters ist, wie zu Beginn dieses Abschnitts angemerkt, in Abbildung 6-22
der Einfluss der zufallig ausgewahlten Trainings- und Validierungsfalle
ersichtlich. Dieser verursacht zwar innerhalb der Validierungsfallfehler eine
Bandbreite von 7 %, das Testdatenergebnis weist jedoch nur eine Schwan-
kungsbreite von 2 % auf, wodurch somit ein geringfugiger Einfluss vorhanden
ist.

Bei den prozentuellen Testfehleranteilen (Abbildung 6-23) in Abhangigkeit
der einzelnen Tatigkeiten wirkt sich hingegen die Wahl der Trainingsfalle
deutlich starker aus. Die Schalarbeiten schwanken hierbei zwischen 19 %
und 28 %, das Verlegen der Bewehrung liegt zwischen 38 % und 51 % und
das Einbringen des Betons zwischen 37 % und 42 %.

Prozentualer Anteil der falschen Prognosen
der Validierungs- und Testdaten

50%
a0 [A0% 40% 39% - 40%
\O .
= o 35% 367
c 188% —— T 33%
(1] L
8 30% 2%
c L
(=)
o
o L
o 20%
2 L
O
K]
(1] L
L 10%
0%
Variante 1 Variante 2 Variante 3 Variante 4 Variante 5
—Validierungsdaten —Testdaten

Abb. 6-22 Testdatensatz 1: Prozentualer Anteil der falschen Prognosen
in Abhangigkeit der einzelnen Datensatze



Prozentueller Fehleranteil der einzelnen Tatigkeiten
im Testdatensatz

) 151%
£ 50% P~
S [ 43% 43%
o : 42% 41%
g 40% / \/ = /T%
2 37% 38% 38% 37%
s [
o 30%
2 24% 28% 25%
@ 20% | 19% 19%
©
[T [
10%
0% +
Variante 1 Variante 2 Variante 3 Variante 4 Variante 5

Schalen (3.442 Falle)  =——Bewehren (1.317 Félle)  ——Betonieren (219 Falle)

Abb. 6-23 Testdatensatz 1: Prozentualer Anteil der falschen Prognosen
in Abhangigkeit der Tatigkeiten innerhalb der einzelnen Datensatze

Abschlielend veranschaulicht Tabelle 6-47 noch den prozentualen Einfluss der
einzelnen Variablen, wobei die Reihung der Eintrdge auf Basis von Variante 4
geschieht. Erwahnenswert ist hierbei, dass die Distanz, die durchschnittliche
Geschwindigkeit und die Anzahl der Lagerbesuche auch bei den Ubrigen
Varianten nahezu immer unter den ersten vier Rangen angeordnet sind.
Selbiges gilt auch fir die zweite Halfte der Tabelle. Weiters weist das beste
neuronale Netzes (Variante 4) die geringste Einflussbandbreite (11,39-16,08 %)
auf. Die maximale Auswirkung des Parameters Anzahl Lager liegt bei 23,03 %
und ist bei Variante 1 anzutreffen, welche den gréf3ten prozentuellen Fehler bei
der Betrachtung der Bewehrungsarbeiten (Abbildung 6-23) innehat.

Lfd.
Nr.

N O g A W N =

Parameter Variante 4 Variante 1 Variante 2 Variante 3 Variante 5
Rang Auswirkung Rang Auswirkung Rang Auswirkung Rang Auswirkung Rang Auswirkung

A B © D E F G H I J K
Distanz 1 16,08 [%] 3 16,41 [%] 4 13,40 [%)] 1 17,67 [%] 1 20,48 [%]
Durchschn. Geschw. 2 15,67 [%] 6 11,06 [%] 2 16,82 [%)] 2 15,29 [%] 2 16,69 [%]
Anzahl Lager 3 15,63 [%] 1 23,03 [%] 1 18,98 [%] 4 14,33 [%] 3 16,22 [%]
Dauer 4 14,45 [%] 5 12,13 [%] 7 11,39 [%] 6 13,17 [%] 7 10,85 [%]
Anzahl Wege 5 13,87 [%] 2 17,20 [%)] 6 11,47 [%)] 3 15,15 [%] 5 11,29 [%]
Max. Geschw. 6 12,91 [%] 7 7,41 [%] 3 15,55 [%] 5 13,27 [%] 6 11,26 [%]
Bauteil 7 11,39 [%] 4 12,76 [%] ) 12,40 [%] 7 11,12 [%] 4 13,22 [%]

Tab. 6-47 Subdatensatz 1: Vergleich der Auswirkungsanalyse
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6.4.3  Subdatensatz mit 20-minutigem Abbruchkriterium

Dem zweiten Subdatensatz liegt das 20-mindtige Abbruchkriterium zu
Grunde, wodurch die einzelnen Falle des Basisdatensatzes bis zum
Erreichen oder Uberschreiten der Verweildauer von 20 Minuten aufsummiert
werden. Weil nach dieser Datenaufbereitung die Anzahl der Betonierfalle im
Vergleich zu den anderen Tatigkeiten wie auch in den vorherigen Abschnitten
sehr gering ausfallt, wahlt ein Zufallsgenerator die Eintrage flr die Schalar-
beiten und flr die Bewehrungsarbeiten aus. Die Betonierfalle werden zur
Ganze Ubernommen.

Insgesamt werden aus diesem 883 Falle grolRen Subdatensatz flnf Varianten
aus unterschiedlichen Trainings- und Validierungsdaten erstellt, welche flr
die Prognosemodelle herangezogen werden. Tabelle 6-48 fasst nochmals fur
Variante 5, welche den geringsten Fehlerwert (siehe Abschnitt 6.4.4)
aufweist, die Aufteilung der einzelnen Tatigkeiten zusammen. Das Aufstellen
der Schalung deckt dabei 42 %, das Verlegen der Bewehrung 38 % und das
Einbringen des Betons 20 % der Falle ab. Im Vergleich zu Subdatensatz 1 ist
der Anteil der Betoniertatigkeiten durch die Verdopplung des Abbruchkrite-
riums von 219 auf 176 Falle gesunken, was einer 20-prozentigen Reduktion
entspricht. Die Aufteilung zwischen Trainings- und Validierungsdaten betragt
bei allen Tatigkeiten 80:20.

I;I:_j Téatigkeiten Trainingsfalle Validierungsfille Gesamt
0 A B @ D
1 Schalen 283 85 368
2 Bewehren 277 62 339
3 Betonieren 146 30 176
4 Summe 706 177 883

Tab. 6-48 Subdatensatz 2: Fallanzahl der einzelnen Tatigkeiten (Variante 5)

Um die Datenlage der Variablen Distanz, Dauer, Anzahl der Wege, Anzahl
der Lagerbesuche sowie durchschnittliche und maximale Geschwindigkeit zu
verdeutlichen, zeigen Abbildung 6-24 und Abbildung 6-25 die Verteilung der
jeweiligen Parameter in Abhangigkeit von Schalen, Bewehren und
Betonieren. Die Trainingsfalle weisen hierbei eine tirkise und die Validie-
rungsfalle eine rote Farbung auf. Das Aufsummieren hintereinanderliegender
Eintrage senkt die Fallanzahl und verschiebt die Haufigkeitsverteilungen
nach oben. Eine offensichtliche Abgrenzung der Klassen untereinander ist
dabei nicht zu erkennen.

Die von den Arbeitskraften zurtickgelegte Distanz schwankt beim Schalen
zwischen 0,01 und 1,58 km, beim Bewehren zwischen 0,01 und 1,95 km und
beim Betonieren zwischen 0,01 bis 1,35 km, demnach vergréf3ern sich die
einzelnen Bandbreiten im Vergleich zu Subdatensatz 1 um 0,65 km, 1,19 km
und 0,61 km. Die Mittelwerte der jeweiligen Tatigkeiten belaufen sich auf
0,28 km, 0,19 km und 0,21 km, wobei die dazugehoérigen Mediane mit
0,22 km, 0,13 km und 0,18 km beziffert sind. Die Standardabweichungen
betragen in gewohnter Reihenfolge der Tatigkeiten 0,14 km, 0,170 km und
0,14 km. Auch anhand dieser statistischen KenngréRen ist festzustellen,
dass die zurtckgelegte Distanz positiv mit der Verweildauer korreliert.
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Abb. 6-24 Subdatensatz 2: Verteilung der Parameter

in Abhangigkeit von Schalen, Bewehren und Betonieren
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Verteilung der Variablen
des zufillig ausgewdhlten 20 min Datensatzes
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Abb. 6-25 Subdatensatz 2: Verteilung der Parameter
in Abhangigkeit von Schalen, Bewehren und Betonieren

Die Dauer selbst deckt beim Schalen den Bereich zwischen 2,45 und
178,15 min, beim Bewehren zwischen 0,98 und 196,20 min sowie beim
Betonieren zwischen 0,73 bis 174,23 min ab und die dazugehdrigen Mittel-
werte belaufen sich auf 37,14 min, 36,68 min sowie 38,58 min. Die
abgebildete Schiefe der Verteilung zeichnet sich wiederum durch die Abwei-
chung der Mediane, welche 29,01 min, 28,75 min und 37,92 min betragen,
vom Mittelwert ab und die jeweiligen Standardabweichungen belaufen sich
auf 23,26 min, 24,71 min sowie 26,53 min. Vor allem im Mittelwert und im
Median spiegelt sich die Verdopplung des Abbruchkriteriums wieder. Beide
Kennwerte steigen im Vergleich zu Subdatensatz 1 deutlich an.

Mit der langeren Aufenthaltsdauer steigt nachvollziehbarer Weise auch die
Anzahl der Lagerbesuche. Das Maximum dieser belauft sich beim Schalen auf
77 (+30 Besuche im Vergleich zum Subdatensatz 1), beim Bewehren auf 25
(+14 Besuche) sowie beim Betonieren auf 7 (+1 Besuch). Die Mittelwerte
betragen unter Berlicksichtigung der einzelnen Tatigkeiten 5,25, 4,19 und 0,98
Lageraufenthalte, wahrend die Mediane beim Schalen und Bewehren 3 Lager-
besuche und beim Betonieren 0 Besuche ausmachen. Die Standardabwei-
chungen beziffern sich auf 8,18, 3,99 sowie 1,48. Bei der Analyse dieses
Parameters wird ersichtlich, dass vor allem beim Hantieren mit der Schalung und
beim Verlegen der Bewehrung die Lagerbesuche zunehmen, hingegen wirkt sich
das 20-minttige Abbruchkriterium beim Betonieren deutlich weniger aus.

Der Maximalwert der Anzahl der Wege belauft sich beim Schalen auf 26,
beim Verlegen der Bewehrung auf 13 und beim Einbringen des Betons auf 3
Wege. Die jeweiligen Mittelwerte betragen 2,51, 1,78 und 0,43 Strecken,
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6.4 Modellbildung basierend auf Abbruchkriterien

wobei die Mediane die Werte 2, 1 und 0 annehmen und die Standardabwei-
chungen 3,41, 2,1 und 0,64 Wege ausmachen. Bei dieser Variablen ist
festzuhalten, dass die Erhdhung von 10 auf 20 Minuten nur zu einem gering-
fugigen Anstieg der Anzahl der Wege fihrt.

Die durchschnittliche Geschwindigkeit weist beim Schalen eine Bandbreite
zwischen 1,00 und 7,88 km/h, beim Bewehren zwischen 1,00 und 8,29 km/h
sowie beim Betonieren zwischen 0 und 8,00 km/h auf. Die Mittelwerte,
welche 4,63 km/h, 4,64 km/h und 4,34 km/h ausmachen, weichen nur gering-
fugig von den einzelnen Medianen (4,62 km/h, 4,69 km/h und 4,04 km/h) ab.
Die dazugehdrigen Standardabweichungen betragen 0,97 km/h, 1,02 km/h
und 1,10 km/h.

Die maximale Geschwindigkeit reicht beim Hantieren mit der Schalung Uber
eine Bandbreite von 1 bis 30 km/h, beim Verlegen der Bewehrung von 0 bis
30 km/h und beim Einbringen des Betons von 0 bis 24 km/h. Der Mittelwert
und der Median belaufen sich beim Schalen auf 10,76 km/h und 10,00 km/h,
beim Bewehren auf 9,83 km/h und 9 km/h sowie beim Betonieren auf 9,05
km/h und 8,00 km/h. Die dazugehdérigen Standardabweichungen betragen
4,21 km/h, 3,96 km/h und 3,84 km/h. Bei beiden Geschwindigkeiten zeigt
sich, dass kein bemerkenswerter Unterschied zu Subdatensatz 1 vorliegt.

Lfd.

a A W N = O

Anzahl Anzahl Durchschn. Max.

Statistische Distanz  Dauer

Kennwerte Lager Wege Geschw. Geschw.
[km] [min] [-] [-] [km/h] [km/h]
A B © D E F G

Minimum 0,01 0,73 0,00 0,00 0,00 0,00
Maximum 1,95 196,20 77,00 26,00 8,29 30,00
Mittelwert 0,23 37,25 3,99 1,82 4,58 10,06
Median 0,18 29,43 2,00 1,00 4,57 9,00
Standardabweichung 0,21 24,51 6,08 2,68 1,02 4,10

Tab. 6-49 Subdatensatz 2: Deskriptive Statistik

I;I:_j Auspragung Anzahl Relativer Anteil

0 A B o]

1 Bauteil

2 Bodenplatte 96 10,87 [%]

3 Sockel 174 19,71 [%]

4 Wand 435 49,26 [%]

5 Decke 114 12,91 [%]

6 Attika 64 7,25 [%]

Tab. 6-50 Subdatensatz 2: Auswertung der Kategorievariablen

Einen Uberblick Uiber die Bandbreite des gesamten zweiten Subdatensatzes
veranschaulicht Tabelle 6-49. Dabei ist zu erkennen, dass vor allem bei der
Dauer der Mittelwert vom Median stark abweicht. Im Vergleich zu Subda-
tensatz 1 liegen speziell bei der Distanz, der Dauer und der Anzahl der
Lagerbesuche deutliche Erhéhungen der Werte vor, wahrend die Geschwin-
digkeiten nahezu unverandert bleiben.

Um neben den numerischen Parametern auch die unterschiedlichen Bauteil-
typen zu analysieren, fasst Tabelle 6-50 die Verteilung innerhalb dieser
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zusammen. Mit 49 % kommen dabei die Wande am haufigsten vor, wobei die
Attika mit 7 % das Schlusslicht bildet. Der Sockel mit 20 %, die Decke mit
13 % und die Bodenplatte mit 11 % liegen dazwischen.

Nach der Datensatzanalyse folgt die auf kinstlicher Intelligenz basierende
Modellbildung, welche alle sieben soeben vorgestellten Parameter bertck-
sichtigt. Hierfir werden zunachst wieder die Trainings- und Validierungsfalle
im Verhaltnis von 80:20 aufgeteilt. Um den Einfluss der zu Beginn festge-
legten Trainingsdaten besser beurteilen zu kénnen, wird abermals der
gesamte Prozess flinf Mal durchgefihrt. Daraufhin werden fir jede der flnf
Varianten 29 neuronale Netze, welche zwischen 2 und 30 Hidden-Neuronen
aufweisen, trainiert und anhand der Validierungsdaten das beste ausgewahlt.

Hierbei erzielt Variante 5 mit einem neuronalen Netz, welches 23 Hidden-
Neuronen beinhaltet und beim Beurteilen der 177 Validierungsfalle einen
Fehleranteil von 33 % aufweist, das beste Resultat. Die nachfolgende Tabelle
6-51 fasst die falschen Prognosen unter Berlcksichtigung der Trainings- und
Validierungsfalle zusammen.

Bestes Netz: 23 Hidden-Neuronen
Training
Anzahl Félle 706
Falsche Prognosen 18,70 [%]
Validieren
Anzahl Félle 177
Falsche Prognosen 32,77 [%]

Tab. 6-51 Subdatensatz 2: Bestes Netz

Die Tabellen 6-52 und 6-53 verdeutlichen die Aufteilung der falschen Vorher-
sagen unter BerUcksichtigung der einzelnen Tatigkeiten. Beim Training
schneiden Schalen und Bewehren im Bereich zwischen 15 und 18 % sehr
ahnlich ab, lediglich Betonieren liegt bei 26,03 %. Beim Validieren
verschlechtern sich alle drei Tatigkeiten, wobei besonders Bewehren mit
einem Anteil falscher Prognosen von 39 % und Betonieren von 40 %
auffallen.

Lfd. Richtige Vorhersagen Anteil falscher
Nr. Klasse Schalen Bewehren Betonieren Prognosen
0 A B c D E
1 Schalen 239 39 5 15,55 [%]
2 Bewehren 38 227 12 18,05 [%]
3 Betonieren 22 16 108 26,03 [%]

Tab. 6-52 Subdatensatz 2: Klassifikationsmatrix Trainieren

Lfd. Richtige Vorhersagen Anteil falscher
Nr. Klasse Schalen Bewehren Betonieren Prognosen

0 A B E D E

1 Schalen 63 19 3 25,88 [%]

2 Bewehren 21 38 3 38,71 [%]

3) Betonieren 8 4 18 40,00 [%]

Tab. 6-53 Subdatensatz 2: Klassifikationsmatrix Validieren



Abbildung 6-26 stellt die Auswirkungsanalyse der einzelnen Parameter dar.
Hierbei befindet sich die Distanz mit 18,18 % auf Platz eins. Mit rund 3 %
Ruckstand liegt die Anzahl der Lagerbesuche auf Platz 2, dicht gefolgt von
der maximalen und durchschnittlichen Geschwindigkeit (14,86 %, 13,65 %).
Dem Parameter Bauteil wird abermals die geringste Bedeutung (12,13 %)
zuteil.

Auswirkungsanalyse der Variablen

Distanz | 15.18 %
Anzahl Lager | 1524 %
Max. Geschw. | .50 %
Durchschn. Geschw. [N :cc
Daver | 15.65 %
Anzahl Wege [N 225 %
Bauteil | .13 %

Abb. 6-26 Subdatensatz 2: Auswirkungsanalyse

6.4.4 Modellvalidierung des 20-miniitigen Abbruchkriteriums
mittels der Testdaten

Um die Modelle auf deren Ubereinstimmung mit der Wirklichkeit zu priifen,
gilt es, die erlernten Zusammenhange der neuronalen Netze anhand von
Testdaten zu beurteilen. Diese beinhalten alle Falle, welche aus der mit dem
20-mindtigen Abbruchkriterium versehenen Datenaufbereitung resultieren.
Die genauere Aufteilung unter Berlcksichtigung der einzelnen Tatigkeiten
wird in Tabelle 6-54 veranschaulicht. Im Vergleich zu Testdatensatz 1
reduziert sich die Anzahl beim Schalen um fast 40 %, beim Bewehren um
rund 27 % und beim Betonieren um ca. 20 %.

I;qf:—j Tatigkeit Testfélle
0 A B
1 Schalen 2.391
2 Bewehren 960
3 Betonieren 176
4 Summe 3.527

Tab. 6-54 Testdatensatz 2: Fallanzahl der einzelnen Tatigkeiten

Abbildung 6-27 verkdrpert die Verteilungen der Variablen Distanz, Dauer,
Anzahl Lager sowie Wege und Abbildung 6-28 die durchschnittliche sowie
maximale Geschwindigkeit der Testfélle (gesamter 20-minutiger Datensatz).
Ein klassentypisches Merkmal ist wie bei den vorherigen Datensatzen nicht
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zu erkennen. Weiters sind die schalungsspezifischen Falle den anderen
Tatigkeiten immer noch Uberlegen, jedoch ist deren Dominanz durch die
Datenaufbereitung gesunken.
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Abb. 6-27 Testdatensatz 2: Verteilung der Parameter
in Abhangigkeit von Schalen, Bewehren und Betonieren
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Abb. 6-28 Testdatensatz 2: Verteilung der Parameter
in Abhangigkeit von Schalen, Bewehren und Betonieren

Die Distanz erstreckt sich beim Schalen tber einen Wertebereich von 0 bis
1,79 km (+0,77 km im Vergleich zu Testdatensatz 1), beim Bewehren von 0
bis 1,95 km (+0,94 km) und beim Betonieren von 0 bis 1,35 km (+0,61 km).
Die gleichgereihten Mittelwerte belaufen sich auf 0,28 km, 0,19 km und
0,21 km, wobei die Mediane 0,23 km, 0,14 km und 0,18 km betragen. Die
Standardabweichungen beziffern sich auf 0,21 km, 0,18 km und 0,20 km.
Anhand dieser statistischen Kennwerte ist erkennbar, dass durch die
Erhéhung des Abbruchkriteriums grofRere Distanzen angesammelt werden.
Jedoch geht mit diesem Effekt auch eine Erhéhung der Streuung innerhalb
der Variablen einher.

Die Dauer liegt beim Schalen zwischen 0,78 und 191,17 min, beim Bewehren
zwischen 0,62 und 199,00 min sowie beim Betonieren zwischen 0,73 und
174,23 min. Die dazugehdrigen Mittelwerte belaufen sich auf 37,15 min,
38,54 min und 38,58 min. Die Mediane machen 27,66 min, 28,85 min und
37,92 min aus und die Standardabweichungen betragen 25,02 min,
27,21 min und 26,53 min. Die Auswirkungen der Abbruchkriteriumsverdop-
pelung sind beim Mittelwert und beim Median deutlich zu erkennen. Beide
statistischen Kennwerte weisen eine Erhdéhung von rund 10 Minuten im
Vergleich zu Testdatensatz 1 auf.

Die maximale Anzahl der Lageraufenthalte liegt beim Schalen bei 83
Besuchen (+36 Lagerbesuche im Vergleich zu Testdatensatz 1), beim
Bewehren bei 25 (+10) sowie beim Betonieren bei 7 (+1). Die Mittelwerte
belaufen sich unter Berlcksichtigung der einzelnen Tatigkeiten in gewohnter
Reihenfolge auf 5,12, 3,82 und 0,98 Aufenthalte und die Mediane betragen
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beim Schalen und Bewehren 3 sowie beim Betonieren 0 Lagerbesuche. Die
Standardabweichungen machen 6,70, 3,61 und 1,48 aus.

Das Spektrum der Anzahl der Wege liegt beim Schalen zwischen 0 und 26
(+12 Wege im Vergleich zu Testdatensatz 1), beim Verlegen der Bewehrung
zwischen 0 und 14 (+0) und beim Einbringen des Betons zwischen 0 und 3.
Die jeweiligen Mittelwerte belaufen sich auf 2,45, 1,68 und 0,43 Strecken,
wobei die Mediane 2, 1 und 0 ausmachen und die Standardabweichung 2,87,
2,00 und 0,64 betragt. Die deutlichste Anderung ist bei der Tatigkeit Schalen
zu identifizieren. Neben dem gestiegenen Maximalwert erhdhen sich durch
die Verwendung des 20-minttigen Abbruchkriteriums auch der dazugehorige
Mittelwert und der Median.

Die durchschnittliche Geschwindigkeit erstreckt sich beim Schalen Uber
einen Bereich von 0 und 10 km/h, beim Bewehren von 0 und 9 km/h und
beim Betonieren von 0 und 8 km/h. Die Mittelwerte, welche 4,65 km/h,
4,69 km/h und 4,34 km/h ausmachen, weisen nur geringfligige Abwei-
chungen zu den einzelnen Medianen (4,70 km/h, 4,84 km/h und 4,04 km/h)
auf und die dazugehdrigen Standardabweichungen betragen 1,00 km/h,
1,06 km/h und 1,10 km/h. Werden diese Kennwerte jenen aus Testdatensatz
1 gegenubergestellt, liegen keine bedeutenden Abweichungen vor. Daraus
ergibt sich, dass die Erhéhung des Abbruchkriteriums keinen Einfluss auf die
durchschnittliche Geschwindigkeit hat.

Die Bandbreite der maximalen Geschwindigkeit liegt beim Schalen zwischen
0 und 35 km/h, beim Verlegen der Bewehrung zwischen 0 und 30 km/h sowie
beim Einbringen des Betons zwischen 0 und 24 km/h. Der Mittelwert und der
Median betragen beim Schalen 10,74 km/h und 10,00 km/h, beim Bewehren
9,94 km/h und 9,00 km/h sowie beim Betonieren 9,02 km/h und 8,00 km/h.
Die dazugehdrigen Standardabweichungen belaufen sich auf 3,96 km/h,
3,86 km/h und 3,84 km/h. Auch bei der maximalen Geschwindigkeit bewirkt
die 20-minitige Datenaufbereitung keine bedeutende Anderung.

Um die Beschreibung des zweiten Testdatensatzes abzuschlielen, wird
nachfolgend in Tabelle 6-55 ein Uberblick (iber dessen deskriptive Statistik
und in Tabelle 6-56 die Verteilung der Bauteiltypen gezeigt. Im Abgleich mit
Subdatensatz 2 (Tabelle 6-49) lassen sich keine bedenklichen Bereiche
identifizieren, in denen die Maximalwerte der einzelnen Parameter weit
voneinander abweichen. Wird diese deskriptive Statistik jener aus Tabelle 6-45,
welche den Testdatensatz 1 beschreibt, gegenubergestellt, so zeigt sich,
dass die Distanz, die Dauer, die Anzahl der Lagerbesuche sowie der Wege
zugenommen haben. Hierbei sticht vor allem die Erhdhung des Maximums
der Lagerbesuche von 47 auf 83 ins Auge. Der relative Anteil der einzelnen
Bauteiltypen ist sowohl mit jenen aus Tabelle 6-46 (Testdatensatz 1) als auch
mit jenen aus 6-50 (Subdatensatz 2) vergleichbar.



Lfd.

a A W N =~ O

Statistische Distanz
Kennwerte
[km]
A B

Minimum 0,00
Maximum 1,95
Mittelwert 0,25
Median 0,20
Standardabweichung 0,21

Dauer
[min]
c
0,62
199,00
37,60
28,20
25,72

Anzahl  Anzahl
Lager Wege
[l [l
D E
0,00 0,00
83,00 26,00
4,56 2,14
3,00 1,00
5,93 2,64

Durchschn. Max.

Geschw.

[km/h]
F

0,00
10,00
4,64
4,70
1,03

Geschw.

Tkm/h]
G

0,00
35,00
10,44
10,00
3,96

Tab. 6-55 Testdatensatz 2: Deskriptive Statistik

I;:g Auspragung Anzahl Relativer Anteil

0 A B c

1 Bauteil

2 Bodenplatte 250 7,09 [%]

3 Sockel 652 18,49 [%]

4 Wand 1.736 49,22 [%]

5 Decke 648 18,37 [%]

6 Attika 241 6,83 [%]

Tab. 6-56 Testdatensatz 2: Auswertung der Kategorievariablen

Der Vergleich der Testdatenfehler untereinander (Abbildungen 6-29) unter
Berlcksichtigung der tatigkeitsspezifischen Unterschiede (Abbildung 6-30)
ergibt, dass Variante 5 die Wirklichkeit am besten abbildet. Auf den ersten
Blick moge hierbei Variante 2 als die geeignetste erscheinen, doch bei
genauerer Analyse der falschen Vorhersagen wird deutlich, dass Variante 5 zu
bevorzugen ist.

Prozentualer Anteil der falschen Prognosen
der Validierungs- und Testdaten

—Validierungsdaten

50%
L U2%

— 40% [~
E :35% 4% M w
< E o
3 200 B3 ———| i 33% 33%
g 31%
o
£
o 20%
£
O
0
(1] L
L 10%

0% +

Variante 1 Variante 2 Variante 3 Variante 4

—Testdaten

Variante 5

Abb. 6-29 Testdatensatz 2: Prozentualer Anteil der falschen Prognosen
in Abhangigkeit der einzelnen Datensatze
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Prozentueller Fehleranteil der einzelnen Tatigkeiten
im Testdatensatz
70%
60%
9
°'E' 50%
L 0,
s » 2% 43%
O 40% L P M
g., M \ 36% 42% o
o s 32% 9
[35% 9
& 30% 34%
2 [27% 27% 28% A
[T) L
S » 18%
10% +
0% +
Variante 1 Variante 2 Variante 3 Variante 4 Variante 5
Schalen (2.391 Félle)  ==—Bewehren (960 Falle)  =——Betonieren (176 Falle)

Abb. 6-30 Testdatensatz 2: Prozentualer Anteil der falschen Prognosen
in Abhangigkeit der Tatigkeiten innerhalb der einzelnen Datensatze

Bei der Beurteilung des Einflusses der zufallig ausgewahlten Trainings- und
Validierungsfalle von Subdatensatz 2 ist festzuhalten, dass beim
20-mindtigen Abbruchkriterium die Schwankungsbreite der Testdaten
zwischen 34 und 42 % liegt und jene der Validierungsfalle sich Uber eine
Bandbreite von 31 und 36 % erstreckt. Somit ist bei diesen funf Varianten der
Einfluss der ausgewahlten Trainings- und Validierungsdaten gréRer als jener
bei Testdatensatz 1.

Als Abschluss dieser Analyse zeigt Tabelle 6-57 den prozentualen Einfluss
der einzelnen Variablen, wobei die Reihung der Eintrage auf Basis des
Modells von Variante 5 geschieht. Das beste neuronale Netz identifiziert
hierbei die zurtickgelegte Distanz mit 18,18 % als Leitvariable. An zweiter
Stelle ist die Anzahl der Lagerbesuche mit 15,24 % vorzufinden und auch die
ubrigen Varianten weisen diesen zwei Parametern eine sehr hohe Bedeutung
zu. Weiters wird ersichtlich, dass diese Sensitivitdtsanalyse ebenfalls wie
beim Ergebnis von Testdatensatz 1 (Tabelle 6-47) an erster Stelle die Distanz
und an letzter Stelle das Bauteil sieht.

Lfd.
Nr.

N o a b~ W N =

Parameter

A
Distanz
Anzahl Lager
Max. Geschw.
Durchschn. Geschw.
Dauer
Anzahl Wege
Bauteil

Variante 5 Variante 1 Variante 2 Variante 3 Variante 4
Rang Auswirkung Rang Auswirkung Rang Auswirkung Rang Auswirkung Rang Auswirkung

B © D E F G H | J K
1 18,18 [%] 2 16,38 [%] 2 16,19 [%] 2 15,78 [%] 1 17,55 [%]
2 15,24 [%] 1 17,53 [%] 1 20,08 [%] 1 16,77 [%] 3 14,85 [%]
S 14,86 [%] 4 14,47 [%] ) 11,81 [%] 3 14,80 [%] 5 13,37 [%]
4 13,68 [%] 3 14,72 [%] 7 10,30 [%] 4 14,42 [%] 2 15,63 [%]
5 13,65 [%] 7 11,70 [%] 3 15,43 [%] 6 12,90 [%] 4 13,65 [%]
6 12,25 [%] 6 11,70 [%] 6 11,70 [%] 5 13,54 [%] 6 12,67 [%]
7 12,13 [%] ) 13,49 [%] 4 14,50 [%] 7 11,79 [%] 7 12,27 [%]

Tab. 6-57 Subdatensatz 2: Vergleich der Auswirkungsanalyse




6.4 Modellbildung basierend auf Abbruchkriterien

6.4.5 Subdatensatz mit 30-mintitigem Abbruchkriterium

Abschliel3end wird noch ein dritter Subdatensatz vorgestellt, um den Einfluss
des 30-minutigen Abbruchkriteriums zu analysieren. Dieser weist 612 Zeilen
auf, wobei die Schal- und Bewehrungsfalle wieder zufallig ausgewahlt und
die Betonierfalle zur Ganze tUbernommen wurden. Wie bei den vorherigen
Abschnitten bildet der zusammengestellte Datensatz die Grundlage fur funf
Varianten, welche sich jeweils in den ausgewahlten Trainings- und Validie-
rungsdaten unterscheiden. Tabelle 6-58 zeigt flr Variante 2, welche den
geringsten Fehlerwert innerhalb der flnf Varianten (siehe Abschnitt 6.4.6)
besitzt, die Aufteilung der einzelnen Tatigkeiten. Das Aufstellen der Schalung
umfasst mit 220 Fallen 36 %, das Verlegen der Bewehrung mit 237 Fallen
39 % und das Einbringen des Betons mit 155 Fallen 25 % des Datensatzes.
Die Aufteilung zwischen Trainings- und Validierungsdaten betragt bei allen
Tatigkeiten rund 80:20. Im Vergleich zum vorherigen Subdatensatz 2 (Tabelle
6-48) lasst sich erkennen, dass die 50-prozentige Erhéhung des Abbruchkri-
teriums — von 20 auf 30 Minuten — zu einer Reduktion der Betonierfalle von
12 % fahrt.

I;I:‘ Tatigkeiten Trainingsfille Validierungsfille Gesamt
0 A B c D
1 Schalen 172 48 220
2 Bewehren 189 48 237
3 Betonieren 129 26 155
4 Summe 490 122 612

Tab. 6-58 Subdatensatz 3: Fallanzahl der einzelnen Tatigkeiten (Variante 2)

Um einen Einblick in den Datensatz, welcher die Inputparameter Distanz,
Dauer, Anzahl der Wege, Anzahl der Lagerbesuche, durchschnittliche und
maximale Geschwindigkeit sowie die Art des Bauteils beinhaltet, zu
bekommen, zeigen Abbildung 6-31 und 6-32 die Verteilungen der jeweiligen
Parameter in Abhangigkeit von Schalen, Bewehren und Betonieren. Die
Trainingsfalle sind hierbei tlirkis und die Validierungsfalle rot eingefarbt.

Bei der Distanz ist der grofite Einfluss der Datenaufbereitung zu erkennen.
Mit der Zunahme des Abbruchkriteriums reduzieren sich die Verteilungs-
spitzen innerhalb der Histogramme im Bereich zwischen 0 und 0,22 km
deutlich, eine offensichtliche Abgrenzung der Klassen untereinander ergibt
sich jedoch nicht.

Die Maximalwerte der Distanz, welche die Arbeitskrafte im Geofence zurtick-
legen, betragt beim Schalen 1,21 km, beim Bewehren 1,92 km und beim
Betonieren 1,47 km. Die Mittelwerte der jeweiligen Tatigkeiten belaufen sich
auf 0,35 km, 0,24 km und 0,23 km, wobei die dazugehdrigen Mediane 0,30 km,
0,18 km und 0,18 km ausmachen. Die Standardabweichungen weisen in
gewohnter Reihenfolge der Tatigkeiten 0,25 km, 0,20 km und 0,21 km auf. Im
Vergleich zu Subdatensatz 2, bei dem sich die Maximalwerte in gewohnter
Reihenfolge auf 1,58 km, 1,95 km und 1,35 km belaufen, ist festzustellen, dass
sich die Bandbreite vor allem beim Schalen reduziert, die Mittelwerte und
Mediane jedoch steigen. Somit ist diese Reduktion auf die zufallsbedingte
Auswahl der Falle zurtickzufihren und der Trend, dass bei langeren Verweil-
dauern grofRere Distanzen zurlickgelegt werden, ist deutlich zu erkennen.
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Abb. 6-31 Subdatensatz 3: Verteilung der Parameter
in Abhangigkeit von Schalen, Bewehren und Betonieren
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Abb. 6-32 Subdatensatz 3: Verteilung der Parameter
in Abhangigkeit von Schalen, Bewehren und Betonieren

Die Verweildauer im Geofence erstreckt sich beim Schalen Uber einen
Bereich von 5,15 bis 183,55 min, beim Bewehren von 6,64 bis 180,62 min
und beim Betonieren von 0,73 bis 174,23 min. Die dazugehdrigen Mittelwerte
betragen 47,42 min, 49,19 min und 42,57 min, wobei sich die Mediane auf
37,41 min, 39,66 min und 41,23 min belaufen. Die jeweiligen Standardabwei-
chungen machen 27,51 min, 28,45 min und 26,23 min aus. Bei diesem
Parameter ist festzustellen, dass sich Subdatensatz 2 und Subdatensatz 3
deutlich in den gestiegenen Mittelwerten und Medianen unterscheiden.

Die Anzahl der Lagerbesuche wahrend des Aufenthalts im Geofence liegt beim
Schalen zwischen 0 und 94 (+17 Besuche im Vergleich zum Subdatensatz 2),
beim Bewehren zwischen 0 und 47 (+27 Besuche) sowie beim Betonieren
zwischen 0 und 10 (+3 Besuche). Die Mittelwerte betragen unter Berlcksich-
tigung der einzelnen Tatigkeiten 6,77, 4,44 sowie 1,11 Besuche und die
Mediane belaufen sich beim Schalen auf 4, beim Bewehren auf 3 und beim
Betonieren auf einen Lagerbesuch. Die Standardabweichungen weisen eine
Grolke von 10,59, 4,57 sowie 1,74 Lageraufenthalten auf. Bei der Analyse
dieses Parameters wird ersichtlich, dass die Anzahl der Lagerbesuche —
verglichen mit Subdatensatz 2 — steigt, wobei das Aufstellen der Schalung mit
den meisten Besuchen, gefolgt von der Tatigkeit Bewehren, verbunden ist.

Die Bandbreite bei der Anzahl der Wege erstreckt sich beim Schalen auf 0
bis 17, beim Verlegen der Bewehrung auf 0 bis 14 und beim Einbringen des
Betons auf 0 bis 4. Die jeweiligen Mittelwerte betragen 2,73, 1,80 und 0,46
Wege, wobei sich die Mediane mit 2, 1 und 0 beziffern. Die Standardabwei-
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chungen machen 3,10, 1,93 und 0,72 Wege aus. Vergleichend mit Subda-
tensatz 2 ist festzustellen, dass es bei diesem Parameter zu keinen bedeu-
tenden Abweichungen kommt.

Die durchschnittliche Geschwindigkeit verlauft beim Schalen zwischen 0 und
7,85 km/h, beim Bewehren zwischen 1,28 und 8,31 km/h sowie beim
Betonieren zwischen 0 und 8 km/h. Die Mittelwerte, welche 4,59 km/h,
4,59 km/h und 4,33 km/h ausmachen, weichen nur geringfligig von den
einzelnen Medianen (4,63 km/h, 4,71 km/h und 4,02 km/h) ab und die
dazugehdrigen Standardabweichungen betragen jeweils 0,95 km/h,
1,05 km/h und 1,07 km/h. Beim Vergleich dieses Parameters ist kein signifi-
kanter Unterschied zu Subdatensatz 2 festzustellen.

Die maximale Geschwindigkeit erstreckt sich beim Aufstellen der Schalung Uber
eine Bandbreite von 0 bis 28 km/h, beim Verlegen der Bewehrung von 3 bis
30 km/h und beim Einbringen des Betons von 0 bis 24 km/h. Der Mittelwert und
der Median beziffern sich beim Schalen auf 10,94 km/h und 11,00 km/h, beim
Bewehren auf 10,28 km/h und 10 km/h sowie beim Betonieren auf 9,15 km/h
und 8,00 km/h und die dazugehdrigen Standardabweichungen belaufen sich auf
3,88 km/h, 4,12 km/h und 3,88 km/h. Auch bei dieser Variablen ist keine
merkenswerte Abweichung zu Subdatensatz 2 zu verzeichnen.

Um einen Uberblick (iber die Bandbreite des gesamten Subdatensatzes 3 zu
geben, wird Tabelle 6-59 angeflihrt. Es ist zu erkennen, dass sich vor allem
bei der Dauer der Mittelwert vom Median unterscheidet. Diese Abweichung
ist auch schon bei Subdatensatz 2 zu erkennen und hat sich nicht geandert.
Ein weiterer Unterschied der beiden Datensatze liegt in den merklich gestie-
genen Mittelwerten von Distanz, Dauer und Anzahl der Lagerbesuche.

. . Anzahl Anzahl Durchschn. Max.
I;:f Slzztr:itlv:‘::t‘: RISEN | AT Lager Wege Geschw. Geschw.
[km] [min] [] [] [km/h] [km/h]
0 A B © D E F G
1 Minimum 0,00 0,73 0,00 0,00 0,00 0,00
2 Maximum 1,92 183,55 94,00 17,00 8,31 30,00
3 Mittelwert 0,28 46,88 4,44 1,79 4,52 10,23
4 Median 0,21 39,41 2,00 1,00 4,49 9,50
5 Standardabweichung 0,23 27,69 7,35 2,40 1,03 4,03

Tab. 6-59 Subdatensatz 3: Deskriptive Statistik

I;I:‘ Auspriagung Anzahl Relativer Anteil

0 A B C

1 Bauteil

2 Bodenplatte 45 7,35 [%]

S Sockel 132 21,57 [%]

4 Wand 317 51,80 [%]

5 Decke 81 13,24 [%]

6 Attika 37 6,05 [%]

Tab. 6-60 Subdatensatz 3: Auswertung der Kategorievariablen

Neben den numerischen Parametern werden auch die unterschiedlichen
Bauteiltypen analysiert. Tabelle 6-60 fasst die Verteilung innerhalb dieser
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zusammen. Mit 52 % Uberwiegen die Wande deutlich, wobei der Sockel mit
22 %, die Decke mit 13 % und die Bodenplatte mit 7 % im Mittelfeld liegen.
Die Attika hingegen ist nur mit 6 % vertreten. Eine bedeutende Abweichung
zu den vorherigen Subdatensatzen (Tabelle 6-40 und Tabelle 6-50) ist nicht
zu erkennen.

Der soeben vorgestellte Datensatz wird nachfolgend als Basis fiir die Modell-
bildung herangezogen. Hierbei werden zunachst die Trainings- und Validie-
rungsfalle im Verhaltnis von 80:20 aufgeteilt und anschliefend die kinstliche
Intelligenz darauf trainiert und validiert. Wie bei den vorherigen Modellen
beinhalten die neuronalen Netze zwischen 2 und 30 Hidden-Neuronen in einem
Layer. Damit der Einfluss der zu Beginn festgelegten Trainingsdaten besser
beurteilt werden kann, wird der gesamte Prozess insgesamt fiinf Mal durchge-
fuhrt und die Ergebnisse der einzelnen Varianten einander gegenlbergestellt.

Hierbei erzielt Variante 2 mit einem neuronalen Netz, welches 7 Hidden-
Neuronen und beim Validieren einen Fehleranteil von 31 % aufweist, das
beste Resultat. Die nachfolgende Tabelle 6-61 fasst die falschen Prognosen
unter Bericksichtigung der Trainings- und Validierungsfalle zusammen.

Bestes Netz: 7 Hidden-Neuronen
Training
Anzahl Falle 490
Falsche Prognosen 24,08 [%]
Validieren
Anzahl Falle 122
Falsche Prognosen 31,15 [%]

Tab. 6-61 Subdatensatz 3: Bestes Netz

Die Tabellen 6-62 und 6-63 beinhalten die Aufteilung der falschen Vorher-
sagen unter BerUcksichtigung der einzelnen Tatigkeiten. Beim Training
schneiden Schalen und Betonieren mit 18,6 und 19,19 % sehr ahnlich ab,
Bewehren erzielt jedoch hierbei bereits einen Anteil falscher Prognosen von
32,28 %. Beim Validieren verschlechtern sich alle drei Tatigkeiten, wobei
besonders der Fehler beim Betonieren um 16 % steigt.

Lfd.  Richtige Vorhersagen Anteil falscher
Nr. Klasse Schalen Bewehren Betonieren Prognosen
0 A B c D E
1 Schalen 139 26 7 19,19 [%]
2 Bewehren 55 128 6 32,28 [%]
3 Betonieren 18 6 105 18,60 [%]

Tab. 6-62 Subdatensatz 3: Klassifikationsmatrix Trainieren

Lfd.  Richtige Vorhersagen Anteil falscher
Nr. Klasse Schalen Bewehren Betonieren Prognosen
0 A B © D E
1 Schalen 37 10 1 22,92 [%)]
2 Bewehren 16 30 2 37,50 [%]
3 Betonieren 4 5 17 34,62 [%]

Tab. 6-63 Subdatensatz 3: Klassifikationsmatrix Validieren
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Abbildung 6-33 verkoérpert die Auswirkungsanalyse der einzelnen Parameter.
Wie auch bei den zuvor besten neuronalen Netzen liegt die Distanz
(20,49 %) an erster Stelle und wird von der Anzahl der Lagerbesuche
(18,60 %) und der Dauer (15,97 %) gefolgt. Der maximalen Geschwindigkeit
wird die geringste Bedeutung (10,08 %) zugemessen.

Auswirkungsanalyse der Variablen

Distanz |  20.49 %
Anzahl Lager | 15.c0 %
Dauer | 507 %
Durchschn. Geschw. |GGG 5 5%
Bauteil [N 2
Anzahl Wege [N 1043 %
Max. Geschw. [ INNENEGEGEGEGEGEGEGE 1008 %

Abb. 6-33 Subdatensatz 3: Auswirkungsanalyse

6.4.6 Modellvalidierung des 30-miniitigen Abbruchkriteriums
mittels der Testdaten

Damit eine Uberprufung zwischen Wirklichkeit und Modell stattfinden kann,
werden diese nachfolgend mittels Testdatensatz beurteilt. Dieser beinhaltet
samtliche Falle, welche aus der Modellbildung basierend auf dem
30-minutigen Abbruchkriterium stammen. Um die Testergebnisse und die
Auswirkung der Anderung des Abbruchkriteriums besser nachvollziehen zu
konnen, wird dieser Datensatz zunachst wieder erlautert. Insgesamt
beinhaltet er 2.755 Falle, wobei die genauere Aufteilung unter Berlcksich-
tigung der einzelnen Tatigkeiten in Tabelle 6-64 ersichtlich ist. Im Vergleich
zu Testdatensatz 2 reduziert sich die Gesamtanzahl der Eintrage um 22 %
(-772 Falle), wobei die Tatigkeit Schalen ein Minus von 23 %, Bewehren von
22 % und Betonieren eine Verminderung von 12 % verzeichnet.

';I‘r’_' Titigkeit ~ Testfalle
0 A B
1 Schalen 1.847
2 Bewehren 753
3 Betonieren 155
4 Summe 2.755

Tab. 6-64 Testdatensatz 3: Fallanzahl der einzelnen Tatigkeiten



6.4 Modellbildung basierend auf Abbruchkriterien

Die Abbildungen 6-34 und 6-35 stellen die Verteilungen der Variablen
Distanz, Dauer, Anzahl Lager sowie Wege und die durchschnittliche sowie
maximale Geschwindigkeit des gesamten 30-minttigen Datensatzes dar. Ein
typisches Merkmal fiir eine Klassifizierung ist abermals nicht zu erkennen.
Die Uberlegenheit der schalungsspezifischen Fille ist im Vergleich zu den
vorherigen Testdatensatzen am geringsten.

Die Distanz weist eine Bandbreite beim Schalen von 0 bis 2,27 km (+0,48 km
im Vergleich zu Testdatensatz 2), beim Bewehren von 0 bis 2,80 km
(+0,85 km) und beim Betonieren von 0 bis 1,47 km (+0,12 km) auf. Die
dazugehdrigen Mittelwerte betragen 0,36 km, 0,24 km und 0,23 km, wobei
sich die Mediane auf 0,28 km, 0,18 km und 0,18 km belaufen. Die Standard-
abweichungen weisen in selbiger Reihenfolge der Tatigkeiten 0,28 km, 0,24
km und 0,21 km auf. Durch die Erhdhung des Abbruchkriteriums von 20 auf
30 Minuten ist — wie es zu erwarten war — der Mittelwert der Distanz
wiederum gestiegen.

Die Dauer umspannt beim Schalen eine Bandbreite von 0,78 bis 191,17 min,
beim Bewehren von 0,62 bis 219,05 min und beim Betonieren von 0,73 bis
174,23 min und die dazugehdrigen Mittelwerte beziffern sich auf 46,82 min,
49,23 min und 42,57 min. Die Mediane, welche sich auf 37,63 min, 39,42 min
und 42,23 min belaufen, weichen besonders beim Schalen und Bewehren
von den jeweiligen Mittelwerten ab, wahrend die Standardabweichungen
25,89 min, 29,10 min und 26,23 min ausmachen. Beim Vergleich des Mittel-
werts mit dem Median von Testdatensatz 2 zeigt sich deutlich, dass das
30-mindtige Abbruchkriterium zu einer Verlangerung der Aufenthaltsdauern
fuhrt.

Die Anzahl der Lageraufenthalte liegt beim Schalen zwischen 0 und 94 (+11
Lagerbesuche im Vergleich zu Testdatensatz 2), beim Bewehren zwischen 0
und 49 (+24) sowie beim Betonieren zwischen 0 und 10 (+3). Die Mittelwerte
betragen unter Berlcksichtigung der einzelnen Tatigkeiten 6,82, 5,16 sowie
1,11 und die Mediane belaufen sich beim Hantieren mit der Schalung auf 4
Lagerbesuche, beim Verlegen der Bewehrung auf 3 sowie beim Betonieren
auf einen Besuch. Die Standardabweichungen weisen eine Grof3e von 9,75,
5,81 und 1,74 auf. Die vorliegende deskriptive Statistik zeigt sehr schén, dass
die Erhéhung des Abbruchkriteriums auf 30 Minuten zu einer Steigerung der
Lageraufenthalte fiihrt.

Die Bandbreite der Anzahl der Wege erstreckt sich beim Schalen auf 0 bis 25
Wege (-1 Weg im Vergleich zu Testdatensatz 2), beim Verlegen der
Bewehrung auf 0 bis 14 (+0) und beim Einbringen des Betons auf O bis 4
(+1). Die jeweiligen Mittelwerte belaufen sich auf 2,74, 1,84 und 0,46
Strecken, wobei die Mediane 2, 1 und 0 ausmachen und die Standardabwei-
chungen 3,02, 2,02 und 0,72 Wege betragen. Auch wenn der erste Eindruck
beim Betrachten der Bandbreiten nicht darauf schlielen lasst, steigen im
Vergleich zu Testdatensatz 2 dennoch der Mittelwert und der Median leicht
an.
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Verteilung der Variablen
des 30 min Testdatensatzes
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Abb. 6-34 Testdatensatz 3: Verteilung der Parameter
in Abhangigkeit von Schalen, Bewehren und Betonieren
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Abb. 6-35 Testdatensatz 3: Verteilung der Parameter
in Abhangigkeit von Schalen, Bewehren und Betonieren

Die durchschnittliche Geschwindigkeit beziffert sich beim Schalen auf den
Bereich zwischen 0 und 10 km/h, beim Bewehren zwischen 1,28 und 9 km/h
sowie beim Betonieren zwischen 0 und 8 km/h. Die Mittelwerte, welche
4,63 km/h, 4,68 km/h und 4,33 km/h betragen, weichen nur geringfligig von
den einzelnen Medianen (4,65 km/h, 4,75 km/h und 4,02 km/h) ab. Die
dazugehdrigen Standardabweichungen belaufen sich auf 0,95 km/h,
1,00 km/h und 1,07 km/h. Wie es anhand der vorherigen Datensatzanalysen
zu erwarten war, kommt der Anderung des Abbruchkriteriums bei der
Geschwindigkeit keine Bedeutung zu.

Die maximale Geschwindigkeit deckt bei den Schalarbeiten eine Bandbreite
von 0 bis 35 km/h, beim Verlegen der Bewehrung von 0 bis 30 km/h und beim
Einbringen des Betons von 0 bis 24 km/h ab. Der Mittelwert und der Median
belaufen sich beim Schalen auf 11,12 km/h und 11,00 km/h, beim Bewehren
auf 10,42 km/h und 10 km/h sowie beim Betonieren auf 9,15 km/h und
8,00 km/h. Die dazugehdrigen Standardabweichungen belaufen sich auf
4 km/h, 3,98 km/h und 3,88 km/h. Auch bei diesem Parameter wirkt sich im
Vergleich zu Testdatensatz 2 das 30-minutige Abbruchkriterium nicht aus.

Um einen Uberblick Uber die gesamte Bandbreite des Testdatensatzes 3 zu
geben und damit dieser mit der des Subdatensatzes 3 (Tabelle 6-59)
verglichen werden kann, wird Tabelle 6-65 angefiihrt. Die direkte Gegenlber-
stellung ergibt, dass beim Maximum der Distanz eine grof3e Abweichung
vorliegt — dieser Wert betragt beim dritten Subdatensatz 1,92 km und beim
dazugehdrigen Testdatensatz 2,80 km. Hinzu kommt, dass der Mittelwert und
der Median der Testfalle Uber jenen des Subdatensatzes liegen. Bei einer
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tiefergreifenden Analyse ist festzustellen, dass insgesamt 5 Testfalle (3 bei
Schalen und 2 bei Bewehren) aul3erhalb der Trainingsdaten liegen. Da dies
jedoch nur fir 2 Promille des Testdatensatzes zutrifft, ist von keinem signifi-
kanten Einfluss auf das Testergebnis auszugehen, weshalb diese Testfalle
nicht herausgenommen werden. Vergleichend mit Testdatensatz 2 ist festzu-
stellen, dass die Anderung des Abbruchkriteriums eine besondere
Auswirkung auf die zurtickgelegte Distanz und die Dauer mit sich flhrt. Beide
Parameter steigen merklich an.

Lfd. Statistische Distanz Dauer AnZahl Anzahl Durchschn.  Max.
Lager Wege Geschw. Geschw.
Nr. Kennwerte .
[km] [min] [] [] [km/h] [km/h]

0 A B c D E F G

1 Minimum 0,00 0,62 0,00 0,00 0,00 0,00

2 Maximum 2,80 219,05 94,00 25,00 10,00 35,00

3 Mittelwert 0,32 47,24 6,05 2,37 4,63 10,82

4 Median 0,24 38,42 3,00 2,00 4,66 10,00

5 Standardabweichung 0,27 26,87 8,67 2,76 0,98 4,02

Tab. 6-65 Testdatensatz 3: Deskriptive Statistik

Auch die Verteilung der Bauteile (Tabelle 6-66) gilt es zu analysieren. Beim
Vergleich mit Subdatensatz 3 (Tabelle 6-60) sind keine Abweichungen,
welche einen Einfluss auf die Anwendbarkeit des neuronalen Netzes haben,
festzustellen.

I;lf:’ Auspragung Anzahl Relativer Anteil

0 A B (o]

1 Bauteil

2 Bodenplatte 191 6,93 [%]

3 Sockel 516 18,73 [%]

4 Wand 1.345 48,82 [%]

5 Decke 493 17,89 [%]

6 Attika 210 7,62 [%]

Tab. 6-66 Testdatensatz 3: Auswertung der Kategorievariablen

Abbildung 6-36 verdeutlicht, dass die bereits zuvor vorgestellte Variante 2 den
geringsten Fehler bei den Testfallen (36 %) aufweist und somit die Wirklichkeit
am besten abbildet. Die anderen Netze schwanken zwischen 38 % und 40 %.
Weiters lasst die Abbildung erkennen, dass der geringste Validierungsfehler
nicht zwingend zum geeignetsten neuronalen Netz fuhren muss.

Der Einfluss der zufallig bestimmten Trainings- und Validierungsfalle ist
ebenso in Abbildung 6-36 ersichtlich. Hierbei ist festzuhalten, dass die
Auswahl zwar zu einer Schwankungsbreite beim Validieren von 6 % fuhrt, dies
aber keine bedeutende Auswirkung auf die Testfélle zeigt.

Bei den prozentuellen Testfehleranteilen in Abhangigkeit der einzelnen Tatig-
keiten wirkt sich hingegen die Wahl der Trainingsfalle deutlich groRer aus.
Die Schalarbeiten schwanken hierbei zwischen 38 % und 46 %, das Verlegen
der Bewehrung zwischen 26 % und 41 % und das Einbringen des Betons
zwischen 16 % und 21 %.
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Prozentualer Anteil der falschen Prognosen
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Abb. 6-36 Testdatensatz 3: Prozentualer Anteil der falschen Prognosen
in Abhangigkeit der einzelnen Datensatze
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Abb. 6-37 Testdatensatz 3: Prozentualer Anteil der falschen Prognosen
in Abhangigkeit der Tatigkeiten innerhalb der einzelnen Datensatze

Abschlielend veranschaulicht Tabelle 6-67 noch den prozentualen Einfluss der
einzelnen Variablen, wobei die Reihung der Eintrdge auf Basis von Variante 2
geschieht. Erwahnenswert ist hierbei, dass die Distanz fast durchgehend auf
Rang 1 verweilt. Auch die Anzahl der Lagerbesuche (Rang 2) und die Dauer
(Rang 3) werden bei den finf Varianten mit einer ahnlich hohen Wichtigkeit
eingeschatzt. Weiters weist das beste neuronale Netz (Variante 2) die gréfite
Einflussbandbreite (10,08-20,49 %) auf. Beziglich der letzten drei Parameter —
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Bauteil, Anzahl der Wege und maximale Geschwindigkeit — ist festzuhalten,
dass keine Einigkeit vorherrscht. Variante 2 sieht beispielsweise das Bauteil
deutlich besser als die Ubrigen neuronalen Netze, bei der Anzahl der Wege
hingegen ist dies genau umgekehrt. Der Vergleich mit der Sensitivitatsanalyse
basierend auf Subdatensatz 2 (Tabelle 6-57) ergibt auf den ersten zwei Rangen
die selben Parameter. Ebenso befindet sich die Anzahl der Wege bei beiden auf
Rang 6, die letztgereihte maximale Geschwindigkeit (Rang 7) ist jedoch beim
Subdatensatz 2 auf Rang 3 anzutreffen.

Lfd. Parameter Variante 2 Variante 1 Variante 3 Variante 4 Variante 5

Nr. Rang Auswirkung Rang Auswirkung Rang Auswirkung Rang Auswirkung Rang Auswirkung
0 A B © D E F G H I J K

1 Distanz 1 20,49 [%] 5 13,81 [%] 1 16,46 [%] 1 19,28 [%] 1 18,92 [%]

2 Anzahl Lager 2 18,60 [%] 4 13,84 [%] 3 15,47 [%] 2 17,35 [%] 2 15,96 [%]

3 Dauer 3 15,97 [%] 3 15,98 [%] 2 15,69 [%] 3 14,45 [%] 4 14,08 [%]

4 Durchschn. Geschw. 4 13,15 [%] 2 16,07 [%] 6 13,09 [%] 4 13,09 [%] 5) 12,79 [%]

5  Bauteil 5 11,28 [%] 6 11,87 [%] 7 12,05 [%] 7 11,54 [%] 7 11,70 [%]

6  Anzahl Wege 6 10,43 [%] 1 18,07 [%] 4 13,89 [%] 5 12,57 [%] 3 14,67 [%]

7 Max. Geschw. 7 10,08 [%] 7 10,37 [%] 5 13,34 [%] 6 11,71 [%] 6 11,88 [%]

Tab. 6-67 Subdatensatz 3: Vergleich der Auswirkungsanalyse

6.4.7  Vergleich der Modellvalidierungen basierend auf dem 10-,
20- und 30-miniitigen Abbruchkriterium

In diesem Abschnitt werden die Modellvalidierungsergebnisse der ausge-
wahlten neuronalen Netze, welche jeweils auf Basis der vorhin vorgestellten
Datensatze erstellt und beurteilt wurden, einander gegenubergestellt, um den
Einfluss des Abbruchkriteriums sichtbar zu machen.

Abbildung 6-38 zeigt den prozentualen Anteil der falschen Prognosen bei den
jeweiligen Validierungs- und Testdaten der drei neuronalen Netze, die einen
Hidden-Layer besitzen. Die dazugehoérige Neuronenanzahl betragt beim
ersten 30, beim zweiten 23 und beim dritten 7 Neuronen.

Bei der Auswahl der besten Modellierung gilt es, den Fehler der Testdaten
und fur die Ergebnisstabilitat dessen Abstand zu jenem der Validierungsfallen
zu beurteilen. Das KI-Modell mit dem 10-minltigen Abbruchkriterium weist
hierbei die grote Differenz (9 %) zwischen den beiden Fehlerwerten auf und
das 20-minutige Modell mit einem Prozent die geringste. Weiters ist bei
diesem neuronalen Netz der Testfehler, welcher 34 % betragt, im Gegensatz
zu den anderen am kleinsten. Aus diesem Grund ist das neuronale Netz
basierend auf dem 20-minltigen Datensatz zu bevorzugen, wobei festzu-
halten ist, dass die Anderung des Abruchkriteriums nur kleine Auswirkungen
zur Folge hat.
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Abb. 6-38 Gegenuberstellung der besten neuronalen Netze basierend auf den drei
Datensatzen mit 10-, 20- und 30-minttigem Abbruchkriterium

Wird das soeben ausgewahlte neuronale Netz dem besten aus dem ersten
Modellierungsschritt (Abbildung 6-15, Datensatz 1) gegenubergestellt, zeigt
sich, dass bei Betrachtung des Testfehlers keine Verbesserung vorliegt.
Werden jedoch die Differenzen zwischen den Test- und Validierungsfehlern
sowie die prozentualen Fehleranteile unter Berucksichtigung der Tatigkeiten
naher beleuchtet, ist der Vorteil der Datenaufbereitung mittels Abbruchkri-
terium zu erkennen. Beim ersten Aspekt reduziert sich die Abweichung von
10 % auf 1 %. Bei den tatigkeitsbezogenen Unterschieden (Abbildung 6-16
und 6-37) stellt sich heraus, dass das beste neuronale Netz basierend auf
dem 5-80min-Datensatz, welches einen Fehleranteil beim Schalen von 29 %,
beim Bewehren von 40 % und beim Betonieren von 67 % aufweist, dem
Modell mit dem 20-minttigen Abbruchkriterium (Fehleranteil Schalen: 33 %,
Bewehren: 38 % und Betonieren 28 %) deutlich unterliegt.

Weil die Aufbereitung des Basisdatensatzes zwar zu einem besseren
Prognosemodell gefiihrt hat, aber der Testfehler noch nicht in einem praxi-
stauglichen Bereich liegt, wird im nachfolgenden Abschnitt das auf die
20-minutige Datenaufbereitung trainierte neuronale Netz weiter verfeinert.
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6.5 Tatigkeitsreduktion auf Schalen und Betonieren

Beim untersuchten Bauprojekt wurden — wie es in Osterreich haufig (iblich
ist —die Bewehrungsarbeiten an ein Subunternehmen vergeben. Somit
mussten die Arbeitskrafte der Baufirma nur die Tatigkeiten Schalen und
Betonieren durchfiihren. Um diese Umstande auch in der Modellbildung zu
beachten, wird nachfolgend vor dem Trainieren der kinstlichen Intelligenz
eine Tatigkeitsreduktion auf Schalen und Betonieren durchgefiihrt. Die
Ausgangsbasis bildet hierbei der Datensatz, welcher das 20-minttige
Abbruchkriterium beinhaltet, da dieser zuvor die besten Ergebnisse erzielt hat.

Nach der Eliminierung der Tatigkeit Bewehren beinhaltet der gesamte
Datensatz 2.391 Falle fur die Schalarbeiten und 176 fiirs Betonieren. Damit flr
die abschliellende Modellvalidierung nicht nur unbekannte Schaltatigkeiten zur
Verfigung stehen, sind die Betoniereintrage zufallig aufzuteilen, wobei ein
Verhaltnis von 80:20 angestrebt wird. Somit ergeben sich 138 Betonierfalle flr
das Trainieren und Validieren der neuronalen Netze und 38 unbekannte
Eintrage flrs Testen. Die 147 Schaleintréage fur den Modellerstellungsprozess
werden zufallig in der Gréflenordnung ahnlich der Betonierfalle ausgewahlt.
Die Verteilung der einzelnen Parameter ist in Abbildung 6-39 dargestellt.

Der Maximalwert der von den Arbeitskraften zuriickgelegten Distanz belauft
sich beim Hantieren mit der Schalung auf 1,18 km und beim Verlegen der
Bewehrung auf 1,35 km. Die Mittelwerte machen 0,26 und 0,21 km aus,
wobei die Mediane einen Wert von 0,23 und 0,18 km aufweisen. Die Standar-
dabweichungen ergeben bei beiden Tatigkeiten jeweils 0,19 km.

Die Dauer deckt beim Schalen den Bereich zwischen 1,23 und 191,17 min,
und beim Betonieren zwischen 0,73 bis 174,23 min ab und die dazugeho-
rigen Mittelwerte machen 37,58 und 38,41 min aus. Die abgebildete Schiefe
der Verteilung zeichnet sich wiederum durch die Abweichung der Mediane,
welche 28,41 und 37,12 min betragen, vom Mittelwert ab. Die jeweiligen
Standardabweichungen beziffern 27,09 und 27,05 min.

Das Maximum der Lageraufenthalte belauft sich beim Schalen auf 52 und
beim Betonieren auf 7 Besuche, wahrend die Mittelwerte unter Berlicksich-
tigung der zwei Tatigkeiten in gewohnter Reihenfolge 4,40 und 0,99 Aufent-
halte betragen. Die Mediane weisen beim Schalen 2 Lagerbesuche und beim
Betonieren 0 Besuche auf und die Standardabweichungen beziffern sich auf
6,26 und 1,47 Aufenthalte.

Die Anzahl der Wege spannt beim Schalen ein Spektrum von 0 bis 14 Wege
und beim Betonieren von 0 bis 3 auf. Die jeweiligen Mittelwerte betragen 2,16
und 0,43 Wege, wobei die Mediane die Werte auf 2 und 0 annehmen und die
Standardabweichungen 2,43 sowie 0,62 ausmachen.

Die durchschnittliche Geschwindigkeit weist beim Schalen eine Bandbreite
zwischen 0,94 und 7,10 km/h und beim Betonieren zwischen 0 und 8,00 km/h
auf. Die Mittelwerte, welche 4,59 und 4,36 km/h ausmachen, weichen nur
geringfiigig von den einzelnen Medianen (4,65 und 4,09 km/h) ab und die
dazugehdrigen Standardabweichungen betragen 0,96 und 1,06 km/h.

Die maximale Geschwindigkeit reicht beim Hantieren mit der Schalung Uber
eine Bandbreite von 1 bis 35 km/h und beim Einbringen des Betons von 0 bis
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24 km/h. Der Mittelwert und der Median belaufen sich beim Schalen auf 10,5
und 10,00 km/h sowie beim Betonieren auf 9,04 und 8,00 km/h, wobei die
dazugehorigen Standardabweichungen 4,41 und 3,84 km/h betragen.
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Abb. 6-39 Tatigkeitsreduktion: Verteilung der Parameter

in Abhangigkeit von Schalen und Betonieren
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Abb. 6-40 Tatigkeitsreduktion: Verteilung der Parameter
in Abhangigkeit von Schalen und Betonieren

Die nachfolgende Tabelle 6-68 gibt wie bei den vorherigen Analysen einen
Uberblick tber die deskriptive Statistik des gesamten Datensatzes. Hierbei
stammen die Maxima von der Dauer, der Anzahl der Lager sowie der Wege
und der maximalen Geschwindigkeit von den Schalungsarbeiten. Weiters
sind in Kombination mit der Betrachtung von Abbildung 6-39 bei der Anzahl
der Lageraufenthalte und der Wege klassentypische Merkmale zu erkennen.
Um neben den numerischen Parametern auch die unterschiedlichen Bauteil-
typen zu analysieren, fasst Tabelle 6-69 die Verteilung innerhalb dieser
zusammen. Mit 44 % kommen dabei die Wande am haufigsten vor, hingegen
ist die Bodenplatte mit 7 % an letzter Stelle gereiht. Der Sockel liegt mit 24 %,
die Decke mit 16 % und die Attika mit 10 % dazwischen.

Lfd.

a A W N = O

Anzahl Anzahl Durchschn. Max.

sli:trlnf\tlws:rl:: RIELCTES | LT Lager Wege Geschw. Geschw.
[km] [min] [ [ [km/h] [km/h]
A B © D E F G

Minimum 0,01 0,73 0,00 0,00 0,00 0,00
Maximum 1,35 191,17 52,00 14,00 8,00 35,00
Mittelwert 0,24 37,98 2,75 1,32 4,48 9,79
Median 0,19 30,02 1,00 1,00 4,47 9,00
Standardabweichung 0,19 27,07 4,92 1,99 1,02 4,21

Tab. 6-68 Tatigkeitsreduktion: Deskriptive Statistik
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I;::’ Auspréagung Anzahl Relativer Anteil

0 A B c

1 Bauteil

2 Bodenplatte 19 6,67 [%]

3 Sockel 67 23,51 [%]

4 Wand 124 43,51 [%]

5 Decke 47 16,49 [%]

6 Attika 28 9,82 [%]

Tab. 6-69 Tatigkeitsreduktion: Auswertung der Kategorievariablen

Nach der Datensatzanalyse folgt die auf kinstlicher Intelligenz basierende
Modellbildung, welche alle sieben der soeben vorgestellten Parameter bertic-
ksichtigt. Hierbei fungieren die zuféallig ausgewahlten Trainings- und Validie-
rungsfalle — wieder im Verhaltnis von 80:20 — als Lernhilfe fur die 29 neuro-
nalen Netze, welche zwischen 2 und 30 Neuronen in einem Hidden-Layer
aufweisen.

Der niedrigste Validierungsfehlerwert von 12,28 % wird mit einem neuronalen
Netz basierend auf 3 Hidden-Neuronen erzielt. Weiters weicht dieser nur
geringfligig von jenem der Trainingsdaten (10,09 %) ab, was in weiterer
Folge die Gefahr von Overfitting aufgrund der kleineren Datensatzgrofie
abwendet. Die nachfolgende Tabelle 6-70 stellt die falschen Prognosen unter
Berucksichtigung der Trainings- und Validierungsfalle nochmals Uberblicks-
maldig dar.

Bestes Netz: 3 Hidden-Neuronen
Training
Anzahl Félle 228
Falsche Prognosen 10,09 [%]
Validieren
Anzahl Félle 57
Falsche Prognosen 12,28 [%]

Tab. 6-70 Tatigkeitsreduktion: Bestes Netz

Die Tabellen 6-71 und 6-72 verdeutlichen die Aufteilung der falschen Vorher-
sagen unter BerUcksichtigung der einzelnen Tatigkeiten. Beim Training weist-
Schalen mit 5 % einen niedrigeren Fehlerwert als die Betonierarbeiten mit
15 % auf. Bei der Beurteilung der Validierungsdaten ergibt sich jedoch, dass
beide gleich gut abschneiden. Im Vergleich zu den vorherigen Modellbil-
dungen (Tabelle 6-9, Tabelle 6-53) sticht dieses neuronale Netz deutlich
hervor.

Lfd. Richtige Vorhersagen Anteil falscher
Nr. Klasse Schalen Betonieren Prognosen
0 A B © D
1 Schalen 110 6 5,17 [%]
2 Betonieren 17 95 15,18 [%]

Tab. 6-71 Tatigkeitsreduktion: Klassifikationsmatrix Trainieren
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Lfd. Richtige Vorhersagen Anteil falscher
Nr. Klasse Schalen Betonieren Prognosen
0 A B C D
1 Schalen 27 4 12,90 [%]

2 Betonieren 3 23 11,54 [%]

Tab. 6-72 Tatigkeitsreduktion: Klassifikationsmatrix Validieren

Abbildung 6-41 stellt noch die Auswirkungsanalyse der einzelnen Parameter
dar. Hierbei liegt die Anzahl der Lagerbesuche mit 20,24 % deutlich auf Platz
eins. Mit rund 3,5 % Ruckstand rangiert die Anzahl der Wege auf Platz 2,
gefolgt vom Bauteil und der durchschnittlichen Geschwindigkeit (14,76 %,
14,53 %). Die Reihung der ersten zwei Platze hat sich bereits bei der Analyse
der Trainings- und Validierungsdaten durch die klassenspezifischen
Merkmale angeklndigt. Sehr auffallend ist aber dennoch, dass den
Parametern Dauer (13,24 %), Distanz (11,07 %) und maximale Geschwin-
digkeit (9,31 %) im Gegensatz zu den vorherigen Modellen nur eine sehr
geringe Bedeutung zugerechnet wird.

Auswirkungsanalyse der Variablen

Anzahl Lager | 20.24 %
Anzahl Wege | o %

Bauteil

Durchschn. Geschw.

Dauer

Distanz

Max. Geschw. [N o'

Abb. 6-41 Tatigkeitsreduktion: Auswirkungsanalyse

6.5.1 Modellvalidierung von Schalen und Betonieren
mittels der Testdaten

AbschlieRend wird das soeben vorgestellte, beste neuronale Netz auf die
Ubereinstimmung von Wirklichkeit und Modell Gberprift. Die dafir einge-
setzten Testdaten beinhalten 2.567 Falle, welche aus der 20-minutigen
Datenaufbereitung resultieren. Die dazugehdrige Verteilung wurde bereits in
Abschnitt 6.4.3 in den Abbildungen 6-27 und 6-28 erlautert.

Das auf Baustellendaten basierende Ergebnis der Modellvalidierung sticht im
Vergleich zu den vorherigen Modellen deutlich hervor. Die Elimination der
Tatigkeit Bewehren fihrt schlussendlich zu einem Anteil falscher Prognosen
von nur 15,2 %, wodurch sich dieses neuronale Netz eindeutig von den
anderen abhebt und als bestes der erstellten Modelle hervorgeht. Bei
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genauerer Analyse der nicht richtigen Vorhersagen fallen 15 % auf das
Schalen und 16 % aufs Betonieren. Der Vergleich mit dem Fehlerwert der
Validierungsfalle, welche bei der Netzauswahl eingesetzt wurden, ist in
Abbildung 6-42 ersichtlich.

Aus der Modellvalidierung geht hervor, dass die Elimination der Beweh-
rungstatigkeit zu einer Fehlerverringerung bei reiner Betrachtung der Schal-
und Betoniertestdaten von 32,5 %% auf 15 % fiihrt. Dieser erzielte Anteil
falscher Prognosen ist unter Beriicksichtigung der Komplexitat der Aufgabe
als sehr gut zu bewerten, weshalb der iterative Modellbildungsprozess an
dieser Stelle beendet wird.

Prozentualer Anteil der falschen Prognosen
der Validierungs- und Testdaten

20%

N
a
X

10%

5%

Falsche Prognosen [%]

0%

Modell
Schalen und Betonieren

m Validierungsdaten ® Testdaten

Abb. 6-42 Testdatensatz 3: Prozentualer Anteil der falschen Prognosen
in Abhangigkeit der einzelnen Datensatze

Die anhand des soeben vorgestellten Klassifizierungsbeispiels veranschau-
lichte Vorgehensweise verdeutlicht die Wichtigkeit des iterativen Modellie-
rungsprozesses. Hierbei ist vor allem die Datenanalyse und die Bertcksich-
tigung der Parametereinflisse wesentlich. Die daraus gewonnenen
Erkenntnise bilden die Grundlage des nachsten Modellierungsschrittes.
Somit steht der Mensch — unersetzbar aufgrund seiner kreativ-konzeptio-
nellen Fahigkeiten — an der Spitze des Modellierungsprozesses.

Weiters zeigt das abschlielende Modell, dass neuronale Netze flr die Klassi-
fizierung von Tatigkeiten basierend auf Dauer, Distanz, Anzahl der Wege und
Lagerbesuche sowie durchschnittlicher und maximaler Geschwindigkeit
eingesetzt werden kénnen. Durch das Erreichen eines solchen Fehlerwertes
ist ein fur die Baustelle relevanter Kontrollmechanismus zum Uberprifen der
durchgefuhrten Tatigkeiten geschaffen.

Im Zuge der auf dieser Arbeit aufbauenden Forschungstatigkeiten gilt es, den
Datensatz um mindestens zehn weitere Bauvorhaben mit Hilfe des vorge-
stellten Erhebungskonzeptes zu vergroRern. Dadurch kdnnen baustellenspe-

3 Dieser Testfehler des 20-minitigen Modells unterscheidet sich zu dem aus Abschnitt 6.4.4, weil die Bewehrungsfélle

nicht berlicksichtigt werden.
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zifische Einflisse wie beispielsweise Bauwerksgeometrie oder Entfernung
zum Lager von der kuinstlichen Intelligenz bericksichtigt werden. Somit bildet
diese Erweiterung der Variablenbandbreiten die Basis flur eine baustellen-
Ubergreifende Modellanwendung. Wie in Kapitel 2 erlautert, sollten die
Testdaten bzw. die Prognosen immer im Bereich der Trainingsfalle
angeordnet sein, um die Gefahr von falschen Vorhersagen zu minimieren.
Aus diesem Grund mussen die vorhin erarbeiteten Modellierungsschritte,
welche sich im Rahmen der Modellvalidierung (nur 15 % falsche Vorher-
sagen) als zielfihrend herausgestellt haben, zunachst auf einen umfangrei-
cheren Datensatz angewendet werden, damit ein allgemeingultiges Klassifi-
kationsmodell erstellt werden kann.

6.6 Zusammenfassung des Modellbildungsprozesses

Die vorherigen Abschnitte zeigen sehr deutlich, dass fir den effektiven und
effizienten Einsatz neuronaler Netze eine gezielte Datenaufbereitung mit
einschliellicher Analyse (iterativer Prozess) unverzichtbar ist. Nur die detail-
lierte Einsicht in die Datenlage ermdglicht das Identifizieren wichtiger
Parameter sowie das Implementieren neuer Variablen. Weil zu Beginn die
geeigneste Modellierungsvariante nicht offensichtlich ist, missen hierbei
immer verschiedene Ansatze ausprobiert und miteinander verglichen
werden.

Ausgehend vom Basisdatensatz, welcher unterschiedliche Bewegungs-
muster in Form ausgewahlter Parameter und den dazugehorigen Tatigkeiten
beinhaltet, werden schrittweise verschiedene Modellbildungsansatze vorge-
stellt, kinstliche Intelligenzen trainiert, neuronale Netze ausgewahlt und
anhand der Testdaten auf deren Ubereinstimmung mit der Wirklichkeit
(Modellvalidierung) uberpruft. Durch diese iterative Vorgehensweise, welche
in Abbildung 6-43 zusammengefasst ist, kann schlussendlich nach der Tatig-
keitsreduktion auf Schalen und Betonieren mittels eines neuronalen Netzes,
welches drei Neuronen im Hidden-Layer aufweist, der Prognosefehler auf
15 % gesenkt werden.

Daten der Baustellenerhebung (Ursprungsdatensatz)

!

Variablenauswahl mit den dazugehérigen Filterkriterien

|

Basisdatensatz

'

Klassifikationsmodell mit Fallen zwischen 5 und 80 min

|

Modellbildung durch Aufsummieren der Falle bis zu Dauern von 10, 20 oder 30 min

!

Tatigkeitsreduktion auf Schalen und Betonieren

Abb. 6-43 Modellierungsprozess



6.6 Zusammenfassung des Modellbildungsprozesses

Aufgrund der Tatsache, dass das Erkennen der einzelnen Tétigkeiten bei den
Stahlbetonarbeiten auf Basis von Bewegungsmustern keine triviale Aufgabe
darstellt, ist bei der vorhandenen Datenlage eine Reduktion des Prognose-
fehlers auf 15 % als sehr positiv hervorzuheben. Somit wurde mit dem
Aufsummieren der Dauern bis 20 Minuten mit gleichzeitiger Elimination der
Bewehrungsarbeiten eine geeignete Vorgehensweise gefunden, um den
Zusammenhang zwischen den erhobenen Ortungsdaten und den Tatigkeiten
zu modellieren.

Weiters lasst sich ein neuronales Netz mit dem vorliegenden Anteil an
richtigen Prognosen bereits sehr gut zur automatischen Uberpriifung der von
den Arbeitskraften auf der Baustelle eingegebenen Tatigkeiten einsetzen.
Dies wirkt sich in weiterer Folge positiv auf den fir die Kontrolle notwendigen
Zeitaufwand der fur die Erhebung beauftragten Person aus.

Bevor der allgemeine Einsatz in der Praxis erfolgen kann, muss jedoch noch
zunachst der vorhandene Datensatz durch weitere Hochbauprojekte
vergroBert werden. Dadurch wird sichergestellt, dass eine ausreichende
Variablenbandbreite fiir die nachweislich zielfUhrende Modellierung der Tatig-
keitsklassifikation Schalen und Betonieren vorliegt.

AbschlieRend ist noch anzumerken, dass durch die Einbindung weiterer
Stahlbetonarbeiten nicht nur die allgemeine Anwendbarkeit verbessert,
sondern auch zusatzliches Wissen erlernt wird. Um den durch andere
Bauvorhaben vergroRerten Datensatz in der Modellbildung bericksichtigen
zu koénnen, gilt es, zwar immer ein neues neuronales Netz zu erstellen,
jedoch kann dadurch der Fehleranteil weiter gesenkt werden.

Ebenso ist es zu empfehlen, einen weiteren Parameter, welcher die gerade
von der Arbeitskraft eingesetzten Gerate beinhaltet, im Datensatz aufzu-
nehmen. Ist beispielsweise eine Kreissage im Einsatz, steigt die Wahrschein-
lichkeit dafiir, dass die Fachkraft die Tatigkeit Schalen durchfiihrt. Selbiges
gilt fir den Einsatz des Ruttlers beim Einbringen des Betons.
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7  Zusammenfassung

Die Begegnung mit kinstlicher Intelligenz findet praktisch tagtaglich statt —
sei es beim Einsatz von Sprachassistenten, bei personalisierter Werbung,
Musikvorschlagen, dem Ubersetzen von Texten oder der Bilderkennung. Im
Baubetrieb und in der Bauwirtschaft hat sich diese neue Technologie jedoch
noch nicht etabliert. Die vorliegende Dissertation ergriindet diesen
Sachverhalt und zeigt Lésungsmdglichkeiten fur die auf der Baustelle
anzufindenden Herausforderungen auf.

Hierfir werden im Rahmen einer Vorstudie der Bogen von der kinstlichen
Intelligenz zu den neuronalen Netzen gespannt und die fir die Anwendung
notwendigen theoretischen Grundlagen erldutert. Ein besonderes
Augenmerk liegt auf der Funktionsweise, dem Netzaufbau und den mathe-
matischen Zusammenhangen. Weiters beinhaltet das zweite Kapitel die
Vorstellung des anwenderorientierten Programmes NeuralTools sowie zwei
darauf aufbauende Beispiele, welche anhand der Prognose des Gesamt-
Aufwandswertes und der Vorhersage des Aufwandswertes flir Bewehrungs-
arbeiten die wichtigsten Schritte erlautern. Hierbei werden der Einfluss der
Inputparameterverteilungen sowie die Gefahr vor auferhalb der Trainings-
daten angeordneten Testfallen aufgezeigt. Ebenso liegt der Fokus auf dem
Unterschied zwischen den Trainings- und Validierungsfehlern, um Overfitting
— das Finden eines nicht allgemeinglltigen Zusammenhanges - zu
erkennen.

Die anschlieBende Hauptstudie beinhaltet Anwendungen kinstlicher Intel-
ligenz, wobei zunachst bauferne Bereiche wie beispielsweise Verkauf,
Marketing, Medizin, Call Center oder Automobilindustrie beleuchtet werden.
Die Behandlung von baubetrieblichen und bauwirtschaftlichen Einsatzmog-
lichkeiten beginnt mit der Erlduterung der Herangehensweise im Umgang mit
neuronalen Netzen. Daraufhin werden unter Bericksichtigung der Projekt-
phasen jeweils fir den Auftraggeber sowie Auftragnehmer Anwendungen
vorgestellt. Daran anknupfend wird spezifisch auf mdgliche Inputparameter
bei Produktivitatsprognosen im Tunnelbau und bei Stahlbetonarbeiten einge-
gangen. Den Abschluss des Kapitels bildet die durchgefiihrte Litera-
turanalyse mit dem Schwerpunkt auf Kosten-, Dauer- und Produktivitatspro-
gnosen. Die Auswertung dieser verdeutlicht, dass flir die Baustelle unbedingt
ein automatischer Datenerhebungsprozess notwendig ist, da die unter-
suchten neuronalen Netze nur auf einer geringen Datenmenge beruhen
(Mittelwert: 326 Falle, Median: 115 Falle).

Aufbauend auf den Erkenntnissen der Hauptstudie beschéftigt sich die
Detailstudie mit digitalen Datenerhebungstechnologien. Um dem vorhin
identifizierten Datenmangel entgegenzuwirken, setzt sich dieses Kapitel zum
Ziel, automatisch die Lohnstunden unter Berlcksichtigung des Erbringungs-
ortes und der durchgefiihrten Tatigkeit zu erheben. Hierfir werden zunachst
die Grundlagen von Sensoren, Ortungstechnologien und der Datenlber-
tragung erldutert sowie funf verschiedene Ortungskonzepte basierend auf
RFID, BLE-Beacons, GNSS, GPS und UWB erarbeitet. AbschlieRend zeigt
die Entscheidungsmatrix anhand aus der Anforderungsanalyse abgeleiteter
Beurteilungskriterien, welche Variante auszuwahlen ist.
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Die darauffolgende Phase des Systembaus beinhaltet die Implementierung
des ausgesuchten Konzepts auf einer Baustelle und die dazugehdrige Evalu-
ierung wahrend der Stahlbetonarbeiten. Das Untersuchungsobjekt stellt ein
eingeschossiges, aus sieben Raumen bestehendes Bauwerk dar, welches
sich Uber eine Lange von 30 m und eine Breite von 5 m erstreckt. Als
Ergebnis geht dabei hervor, dass mittels der eingesetzten Gadgets
problemlos die Lohnstunden erhoben, die Tatigkeiten dokumentiert und die
Arbeitskrafte den Bereichen zugeordnet werden kdnnen. Somit wird ein
erfolgreicher Ansatz basierend auf globalen Navigationssatellitensystemen
und BLE-Beacons fiir das automatische sowie verursachungsgerechte
Erfassen der Lohnstunden gezeigt.

Das sechste Kapitel verdeutlicht die Vorgehensweise sowie das Potenzial der
neuronalen Netze am Beispiel einer Klassifikation, welche das Ziel verfolgt,
die Tatigkeiten Schalen, Bewehren und Betonieren anhand der erhobenen
Bewegungsmuster zu erkennen. Hierfir werden zunadchst bedeutende
Parameter von der automatischen Datenerhebung ausgewahlt und Uber
Filterkriterien, welche die Elimination von AusreilRern sicherstellen, zum Basis-
datensatz zusammengefiihrt. Dieser bildet die Ausgangslange fiir den
weiteren iterativen Modellierungsprozess. Im ersten Schritt wird die Aufent-
haltsdauer im Geofence auf den Bereich zwischen 5 und 80 Minuten
begrenzt. Die grolde Anzahl von unter 10-minltigen Dauern erméglicht jedoch
kein zufriedenstellendes Erkennen von tatigkeitstypischen Bewegungsmu-
stern, weshalb im nachsten Modellierungsschritt die einzelnen Datensatzein-
trage bis zum Erreichen eines bestimmten Abbruchkriteriums aufsummiert
werden. Dies fihrt im Zuge der Modellvalidierung zu einer deutlichen Verbes-
serung des Prognosefehlers innerhalb der verschiedenen Tatigkeiten.

Das beste Ergebnis wird jedoch nach der Tatigkeitselimination der Beweh-
rungsarbeiten erzielt. Dieser Modellierungsschritt ist darauf zurtickzufihren,
dass wahrend der Datenerhebung das Eigenpersonal der Baufirma nur
Schal- und Betoniertatigkeiten durchgefiihrt hat. Bei der abschlielenden
Beurteilung der Ubereinstimmung zwischen Wirklichkeit und Modell weisen
die Testdaten lediglich einen 15-prozentigen Anteil falscher Prognosen auf.
Dadurch wird gezeigt, dass mittels neuronaler Netze die auf der Baustelle
verrichteten Tatigkeiten auf Basis der Bewegungsmuster erkannt werden
kdnnen. Weiters ermoglicht das Erreichen eines in dieser GréRenordnung
liegenden Fehlerwertes eine automatische Uberpriifung, ob die durchge-
fuhrten Tatigkeiten auch bekanntgegeben wurden.

7.1 Beantwortung der Forschungsfragen

Die am Beginn dieser Arbeit definierten Forschungsfragen werden
nachfolgend zusammenfassend beantwortet, wobei fir tiefergehende Details
die angeflihrten Kapitel zu beachten sind.

1. Bei welchen Aufgabenstellungen aus dem Bauwesen kann kiinstli-
che Intelligenz auf Basis des iiberwachten Lernens zielfiihrend ein-
gesetzt werden?

Neuronale Netze aus dem Bereich Supervised Learning eignen sich flr
numerische Prognosen oder Klassifizierungen. Optimierungsaufgaben
kénnen hingegen nicht gelést werden, weil die kinstliche Intelligenz nur
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die im Datensatz vorhandenen Zusammenhange erlernen und kein
dartberhinausgehendes Wissen erwerben kann. Nichtsdestotrotz
ergeben sich durch die zwei zuvor genannten Nutzungsfelder unzahlige
Anwendungsmoglichkeiten, welche Kapitel 3 unter Bericksichtigung der
einzelnen Projektphasen fiir Auftraggeber und Auftragnehmer ausfiihrlich
beleuchtet. Exemplarisch kénnen hierflir die Vorhersage von Kosten,
Dauern, Aufwands- und Leistungswerten oder die Bauverfahrensauswahl
angefuhrt werden. Darlber hinaus ist es mdglich, die Prognosen standig
mit dem voranschreitenden Projektfortschritt zu konkretisieren. Zunachst
erstellt die kunstliche Intelligenz beispielsweise grobe Kostenschatzungen
auf Basis der Bauwerksart, des Bruttorauminhalts und des Bauortes,
welche mit der Bekanntgabe weiterer Details wie den Mengen oder
Materialien verfeinert werden kdnnen. Dadurch ist ein unterstitzendes
Werkzeug bei der Projektsteuerung gegeben, das bei aktiver Nutzung des
Wissensspeichers auch zukinftige Bauvorhaben positiv beeinflusst.

. Welchen Einfluss tiben die DatensatzgroBe sowie die Auswahl der
Trainings- und Testfélle auf das Ergebnis aus?

Je mehr Daten neuronalen Netzen zur Verfigung stehen, desto grof3er ist
das Repertoire, um Wissen zu erlernen. Die im zweiten Kapitel beschrie-
benen Beispiele behandeln diese Fragestellung und verdeutlichen, dass
mit zunehmender DatensatzgroRe der Prognosefehler sinkt, weil eine
grolere Anzahl an allgemeingiiltigen Zusammenhangen erkannt wird.

Neben der grundsatzlichen DatensatzgroRe spielen jedoch auch die
Verteilung der einzelnen Parameter und die ausgewahlten Trainingsfalle
eine wesentliche Rolle. Vor allem bei der Modellvalidierung mittels
Testdaten gilt es, darauf zu achten, ob diese in den Bandbreiten der fir
das Training zur Verflgung gestandenen Daten liegen. Ist dies nicht der
Fall, hat das neuronale Netz keine umliegenden Anhaltspunkte, wodurch
der Fehlerwert in Abhangigkeit der Komplexitat der Aufgabenstellung
unterschiedlich stark ansteigt.

. Welche Voraussetzungen miissen fiir die Anwendung bei baubetrieb-
lichen und bauwirtschaftlichen Fragestellungen erfiillt sein, damit
effektive und effiziente Vorhersagen getroffen werden kénnen?

Als Grundvoraussetzung ist das Vorhandensein einer ausreichenden
Datenmenge, bestehend aus Inputparametern und dem dazugehdrigen
Output, anzufthren. Der Begriff ,ausreichend” ist in diesem Zusam-
menhang nicht eindeutig definierbar, weil er stark von der Art der
Vorhersage und der Anzahl sowie Auswahl der Inputparameter beeinflusst
wird. Weiters Ubt die Bandbreite der Variablen einen grof3en Einfluss auf
die Prognosegenauigkeit aus. Ist beispielsweise die Vorhersage von
Baukosten im Hochbau zu modellieren, wirkt sich ein vorheriges Gliedern
in Wohnbau und Burobau positiv auf die DatensatzgroRe aus, weil dieser
Parameter aufgrund der separierten Betrachtungsweise nicht mehr erlernt
werden muss. Ebenso sind mégliche Erhebungsfehler zu berticksichtigen.
Weisen die einzelnen Parameter beispielsweise Messfehler auf, benotigt
das neuronale Netz wiederum eine grolRere Datenmenge, damit die
daraus folgenden Auswirkungen erlernt werden kénnen. Dies veranschau-
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licht ein Beispiel im zweiten Kapitel. Schlussendlich spielt auch der
gewunschte Fehlerwert eine entscheidende Rolle, weil eine grofiere
Anzahl an richtigen Klassifizierungen bzw. genaueren Prognosen durch
mehr Daten gefordert wird.

Daraus wird ersichtlich, dass fur die Entfaltung des gesamten Potenzials
neuronaler Netze ein  automatischer  Datenerhebungsprozess
unumganglich ist. Durch den Einsatz digitaler Technologien ist sicherge-
stellt, dass die Daten kontinuierlich erhoben und in weiterer Folge
nutzbringend von der kinstlichen Intelligenz veredelt werden kdnnen.
Weiters stellt das fortlaufende Sammeln von Daten sicher, dass sich das
Modell jederzeit aktualisieren kann, wodurch neue Gegebenheiten
Berucksichtigung finden.

. Welches polysensorale System eignet sich bei Hochbaubaustellen,

um automatisch die fiir die Vorhersage benétigten Einflussparameter
zu erheben?

Fir das automatische Erheben der Inputparameter steht eine grofle
Auswahl an Sensoren (z.B.: Druck-, Beschleunigungs-, Abstands- oder
Temperatursensor) und Ortungstechnologien (z.B.: RFID, UWB, GNSS
oder BLE) zur Verfugung, deren Funktionsweisen im vierten Kapitel
erlautert werden. Je nach Aufgabenstellung gilt es, die passenden
Systemkomponenten auszusuchen und miteinander zu kombinieren.
Hierbei ist die Datenlbertragung auf Funk auszulegen, damit keine
zusatzlichen Kabel auf der Baustelle verlegt werden missen.

Sind beispielsweise die Lohnstunden mit gleichzeitiger Tatigkeits- und
Bereichsdokumentation zu erfassen, eignet sich das vorgestellte, auf
einer Baustelle erprobte Gadget. Dieses bestimmt im Outdoorbereich die
Position der Arbeitskraft mittels GNSS und indoor mit Hilfe von BLE-
Beacons. Durch das Driicken der vorhandenen Kndpfe kdnnen zusatzlich
die durchgefuhrten Tatigkeiten bekannt gegeben werden. Die Datenlber-
tragung lauft hierbei Gber das Mobilfunknetz, wodurch fir das Working
Gadget lediglich eine SIM-Karte benétigt wird. Dieses System wurde auf
einer Hochbaubaustelle wahrend der Stahlbetonarbeiten evaluiert und
erfullt die vorgegebenen Anforderungen in jeglicher Hinsicht.

. Welche Schrittfolge gilt es, bei der Implementierung einer Prognose

oder Klassifizierung auf Basis neuronaler Netze einzuhalten und wel-
che Herausforderungen kénnen hierbei auftreten?

Eine auf kiinstlicher Intelligenz basierende Vorhersage beginnt immer mit
einer Zielformulierung, welche den gewilinschten Output und den maximal
zulassigen Fehlerwert definiert. Daraufhin gilt es, bedeutende Einflussfak-
toren zu identifizieren, wobei unter anderem auf internes Wissen oder auf
Fachliteratur zurtickgegriffen werden kann. Dieser Schritt ist vor allem bei
kleinen Datensatzen wichtig, weil durch diese Vorauswahl dem neuro-
nalen Netz das Erlernen des Unterschieds zwischen einflussreichen und
weniger bedeutenden Parametern erleichtert wird.

Basierend auf den Uberlegungen zu den Inputparametern ist
anschlieRend ein Datensatz — im Idealfall automatisch erhoben — zusam-
menzustellen, welcher die Grundlage fur den iterativen Modellierungs-



prozess darstellt. Hierbei sind die Parameterverteilungen zu analysieren
sowie neuronale Netze zu trainieren und auf deren Ubereinstimmung mit
der Wirklichkeit zu prifen, wobei die gewonnenen Erkenntnisse
fortlaufend in den Modellierungsprozess integriert werden. Weiters sind
Sensitivitatsanalysen zu empfehlen, weil dadurch die Nachvollziehbarkeit
und das Verstandnis hinsichtlich der Einflussfaktoren steigt.

Unabhangig davon, ob hierbei auf fertige Kl-Losungen oder eigens
programmierte Netze zurtickgegriffen wird, muss darauf geachtet werden,
dass kein Overfitting eintritt. Dieser Gefahr kann durch Vergleichen der
Trainingsfehler mit den Validierungs-/Testfehlern entgegengewirkt werden,
weil dadurch sofort ersichtlich wird, ob das neuronale Netz allgemein-
glltige oder nur datensatzspezifische Zusammenhange gefunden hat.
Wird schlussendlich der maximal vertretbare Fehlerwert unterschritten, ist
das auf kunstlicher Intelligenz basierende Modell bereit fir Vorhersagen
innerhalb der Trainings- und Testdatenbandbreiten.

7.2 Nutzen der Arbeit

Zu Beginn der vorliegenden Arbeit werden die theoretischen Grundlagen
nachvollziehbar aufbereitet. Die daraus resultierende fundierte Verste-
hensumgebung schafft in weiterer Folge die Voraussetzung fur den nutzen-
bringenden Einsatz neuronaler Netze. Weiters verdeutlichen zwei Beispiel-
prognosen, wie das vorgestellte Wissen umzusetzen ist und welche
Gefahren auftreten konnen. Hierbei werden der Einfluss von Overfitting sowie
die Auswirkung von auflerhalb der Trainingsdaten durchgefiihrten Vorher-
sagen nachdrucklich herausgearbeitet.

Die vorgestellten Anwendungsmdglichkeiten verdeutlichen die Vielfaltigkeit
des Einsatzes kunstlicher Intelligenz, wobei die baufernen Beispiele nur
einen Rahmen fur das Potenzial dieser Errungenschaft skizzieren. Die
Uberfiihrung zu baubetrieblichen und bauwirtschaftlichen Fragestellungen
erfolgt unter Berlicksichtigung der Projekiphasen, wobei fiir jede Phase
sowohl auftraggeber- als auch auftragnehmerseitige Anwendungsbereiche
vorgestellt werden. Die darauffolgenden Einflussfaktoren dienen als Ideen-
geber und ermdglichen eine einfachere Inputparameterauswahl. Die durch-
gefuhrte Literaturanalyse mit dem Schwerpunkt auf Kosten-, Dauer- und
Produktivitatsprognosen zeigt sehr deutlich, dass bereits viele erfolgsver-
sprechende Anwendungsmoglichkeiten existieren, die aktuelle Datenlage
jedoch eine Herausforderung darstellt. Die mittlere DatensatzgroRe von 326
Fallen ist gegenuber anderen Branchen sehr gering. Ebenso geht aus der
Auswertung der Publikationen hervor, dass Deep Learning bei Kosten-,
Dauer- oder Produktivitdtsprognosen wenig verbreitet ist (durchschnittlich 17
Neuronen in einem Hidden-Layer).

Um die fur Vorhersagen zur Verfigung stehenden Félle zu steigern, gilt es,
digitale Erhebungskonzepte auf der Baustelle zu implementieren. Hierfur
beinhaltet Kapitel 4 die theoretischen Grundlagen von Sensoren, Ortungs-
technologien und Datenlibertragungsmaoglichkeiten. Mit Hilfe dieses Wissens
kénnen die ausgearbeiteten Konzepte zur automatischen Lohnstundener-
hebung inklusive Bereichszuordnung problemlos nachvollzogen werden. Bei
der Auswertung der Konzepte kristallisiert sich anhand der Bewertungskri-
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terien heraus, dass globale Navigationssatellitensysteme in Kombination mit
Beacons basierend auf Bluetooth Low Energy eine zielsichere Erhebungs-
moglichkeit darstellen. Die Umsetzung dieses Konzepts auf der Baustelle
erfullt alle Erwartungen, wodurch im Zuge dieser Arbeit ein geeignetes
System zur automatischen Lohnstundenerhebung gefunden wurde. Ein
weiterer Nutzen des untersuchten Ortungssystems ist, dass neben der
Bereichszuordnung auch die Erfassung der Tatigkeiten manuell erfolgen
kann. Hierfir mussen die Arbeitskrafte lediglich die Druckknépfe am Working
Gadget betatigen.

Aufbauend auf den Erhebungswerten des Feldversuches veranschaulicht die
Dissertation im sechsten Kapitel den Weg der Datenanalyse und den itera-
tiven Modellbildungsprozess basierend auf neuronalen Netzen. Hierbei wird
der Ablauf anhand der Klassifikation einzelner Tatigkeiten unter Berlicksich-
tigung von Bewegungsmustern gezeigt. Ebenso kristallisiert sich als Nutzen
heraus, dass basierend auf zurtickgelegter Distanz, Dauer, Anzahl der Wege
und Lagerbesuche, Bauteil sowie durchschnittlicher und maximaler
Geschwindigkeit die Tatigkeiten Schalen und Betonieren mittels neuronaler
Netze erfolgreich (nur 15 % falsche Zuordnungen) unterschieden werden
kénnen. Ein schlussendlich erzielter Fehlerwert dieser GréRe ermdglicht den
Einsatz des Modells als Kontrollfunktion, um zu Gberprifen, ob die Fachkrafte
die richtige Tatigkeit ausgewahlt haben.

Die vorliegende Arbeit beinhaltet somit den gesamten Transformations-
prozess des automatisch erhobenen Verfligungswissens in Orientierungs-
wissen basierend auf kunstlicher Intelligenz. Hierbei werden die Anwen-
dungsmdglichkeiten und das Potenzial der neuronalen Netze klar
herausgearbeitet und es wird unmissverstandlich gezeigt, dass ein digitaler
Datenerhebungsprozess die Voraussetzung fir effektive und effiziente
Vorhersagen darstellt. Die systematische Aufbereitung der theoretischen
Grundlagen, die Umsetzung des ausgewahlten Systems zur verursachungs-
gerechten Lohnstundenerhebung sowie die darauffolgende Modellierung
beinhalten alle wichtigen Prozessschritte, um mittels neuronaler Netze zielsi-
chere Vorhersagen zu erstellen. Aufgrund der soeben beschriebenen, schritt-
weise aufbereiteten Vorgehensweise ist diese Dissertation auch als
Handlungsanleitung zu empfehlen.

7.3 Ausblick und weiterer Forschungsbedarf

Ein Rlckblick in die Vergangenheit zeigt, dass sich die digitalen Technologien
im 21. Jahrhundert sehr schnell weiterentwickelt haben. Dieser Fortschritt ist
auch im Bereich der kinstlichen Intelligenz im Bauwesen anhand der Anzahl
der jahrlichen Publikationen, welche sich innerhalb der letzten 10 Jahre fast
verfiinffacht haben, ablesbar.! Wird dieser Trend fur die Zukunft fortge-
schrieben, ist keine Verlangsamung des technischen Fortschritts in Sicht.
Daher gilt es, sich der Digitalisierung nicht zu verschlieRen, sondern deren
Vorteile zu erkennen und auf der Baustelle in Nutzen zu transformieren.
Weiters ist es fur das Ausschopfen des gesamten Potenzials wesentlich,
nicht nur auf eine singuldre Zukunftstechnologie zu setzen, sondern die

1 Vgl.: Darko, A. et al.: Artificial intelligence in the AEC industry: Scientometric analysis and visualization of research

activities. In: Automation in Construction, 112, 103081, 2020



7.3 Ausblick und weiterer Forschungsbedarf

Kombination verschiedenartiger Technologien anzustreben. Hierbei spielt
beispielsweise die vernetze Anwendung von Internet of Things2 (IoT), kiinst-
licher Intelligenz (KI) und Building Information Modeling3 (BIM) eine wesent-
liche Rolle im Bauwesen, weil dadurch die Daten automatisch erhoben,
zielsicher aufbereitet und verursachungsgerecht auf Plattformen — als
zentraler Dreh- und Angelpunkt4 — gespeichert werden kénnen.

Auch die vorliegende Dissertation sieht die Notwendigkeit eines digitalen
Datenerhebungsprozesses als Grundlage fir den effektiven Einsatz neuro-
naler Netze. Aus diesem Grund wird ein Konzept fir die Lohnstundener-
fassung mit gleichzeitiger Bereichs- und Tatigkeitszuordnung auf einer
Baustelle implementiert und wahrend der Stahlbetonarbeiten evaluiert. Das
eingesetzte System basiert outdoor auf Satellitenortung und indoor auf BLE-
Beacons, wahrend die Dokumentation der Tatigkeiten mittels auf den
Gadgets vorhandener Druckkndpfe erfolgt. Mit diesem Konzept ist jedoch
keine automatische Verknipfung der erhobenen Dauern mit den einzelnen
Bauteilen mdglich. Daher wird fir Folgeprojekte empfohlen, die sich derzeit
noch in Entwicklung befindende Gadgetversion einzusetzen. Diese verfligt
Uber einen Touchscreen, wodurch die Arbeitskrafte neben der Tatigkeit auch
das zu bearbeitende Bauteil dokumentieren kénnen. Weiters gilt es, den Kran
mit den bereits eingesetzten Gadgets auszustatten. Durch das Anbringen
dieser an der Kranflasche kénnen die mit einem BLE-Beacon versehenen
angehangten Gerate bzw. Materialien detektiert und deren Positionen
ermittelt werden. Dies ermdglicht in weiterer Folge das automatische
Verknipfen zwischen der Betonlieferung und dem Bauteil. Ebenso sind
zukunftig die tatigkeitstypischen Gerate mit Beacons auszustatten, um einer-
seits deren Einsatzdauer und andererseits einen wesentlichen Parameter fur
die Klassifikation der durchgeflhrten Arbeiten zu erheben.

Das hierfur trainierte neuronale Netz zeigt, dass das Unterscheiden der
Tatigkeiten Schalen und Betonieren mittels Dauer, Distanz, Anzahl der Wege
und Lagerbesuche sowie durchschnittlicher und maximaler Geschwindigkeit
moglich ist. Damit die vorgestellten Modellierungsschritte zukinftig in ein
baustellentibergreifendes Modell Uberflihrt werden kénnen, gilt es jedoch
zunachst, diese Daten bei weiteren Bauvorhaben zu erheben, damit die
kunstliche Intelligenz lernt, die baustellenspezifischen Einflisse wie
beispielsweise verschiedene Bauwerksgeometrien oder unterschiedliche
Entfernungen zum Lager richtig einzuschatzen.

Neben dem Fokus auf der automatischen Datenerhebung sind auch
zukunftig die sich sténdig weiterentwickelnden physischen Computerbe-
standteile fir das Erstellen neuronaler Netze zu beachten. Neuromorphe
Hardware stellt beispielsweise eine Neuerung dar, die fur den Einsatz kinst-
licher Intelligenz auf der Baustelle von Interesse sein kdnnte. Die ereignisba-
sierte Funktionsweise dieser Chips ermdglicht eine direkte Implementierung
von gepulsten neuronalen Netzen, wodurch ein deutlich verringerter Energie-
verbrauch erzielt wird. In Kombination mit neuartigen Konvertierungsme-
thoden®, welche die Grundlage fir die Generierung von leistungsstarken,

Norrdine, A.; Motzko, C.: An internet of things based transportation cart for smart construction site. Konferenz: iThings-
GreenCom-CPSCom-SmartData-Cybermatics. IEEE, 2020. S. 160-167

Sundermeier, M.; Beidersandwisch, P.; Theuring, F.: Okonomische Potenziale von Building Information Modeling
(BIM) im Spannungsfeld von Branchenstruktur und Beschaffungspraxis. In: Agile Digitalisierung im Baubetrieb —
Grundlagen, Innovationen, Disruptionen und Best Practices. Hrsg.: Hofstadler, C.; Motzko, C. S. 589-619

Gralla, M.; Lenz, L. T.: Digitalisierungspotenziale im Rahmen der Kostenermittiung von Bauleistungen — Digitaler Schat-
ten — Analytik — Cyber-physische Systeme — Plattformen. In: Aktuelle Entwicklungen in Baubetrieb, Bauwirtschaft und
Bauvertragsrecht — 50 Jahre Institut fiir Baubetrieb und Bauwirtschaft der TU Graz. Hrsg.: Hofstadler, C. S. 799
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gepulsten neuronalen Netzen darstellen, zeichnet sich eine vielverspre-
chende Zukunft fir Kl-unterstitzende, batteriebetriebene Gerate auf der
Baustelle ab.

Bei all den technologiegetriebenen Bestrebungen gilt es, schlussendlich
nochmals darauf hinzuweisen, dass der Mensch unverzichtbar an der Spitze
der Prozessinteraktionen mit der Digitalisierung steht. Das Konzept der multi-
systemischen Hybridpyramide nach Hofstadler stellt dies unmissverstandlich
dar und bildet die Grundlage fir eine fundierte Erstellung, Anwendung und
Interpretation der Modelle.® Die Einfihrung digitaler Technologien ist somit
als Unterstitzung des menschlichen Handelns zu verstehen. Damit geht
zwar einher, dass sich zuklinftig die Prozesse auf der Baustelle — beispiels-
weise durch ein automatisches Vorausflllen der Bautagesberichte — andern
werden, aber die mitwirkenden Personen bleiben hierbei aufgrund ihrer
kreativ-konzeptionellen Fahigkeiten unersetzbar.

Stockl, C.; Maass, C.: Optimized spiking neurons can classify images with high accuracy through temporal coding with
two spikes. In: Nature Machine Intelligence 3, 2021. S. 230-238

Vgl.: Hofstadler, C.: Multisystemische Hybridpyramide fiir den agilen Baubetrieb — System- und Prozessinteraktionen
mit der Digitalisierung. In: Agile Digitalisierung im Baubetrieb — Grundlagen, Innovationen, Disruptionen und Best
Practices. Hrsg.: Hofstadler, C.; Motzko, C. S. 13ff
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